
4
Estudos de Caso

Neste capítulo são apresentados diversos resultados em ensaios realizados

com o AEIQ–�. Estes ensaios foram realizados com os objetivos principais de

comparar o desempenho do AEIQ–� com outros algoritmos tradicionais de oti-

mização numérica global e medir o desempenho do AEIQ–� aplicado à neuro-

evolução, tanto em problemas de aprendizado supervisionado (previsão de séries),

quanto aprendizado por reforço. Além disso, deseja-se medir a influência dos parâ-

metros usados no AEIQ–� no processo de otimização.

Para o teste de desempenho em otimização de funções e o teste de influência

dos parâmetros, foi selecionado um conjunto de funções debenchmarktradicional-

mente usadas para medir o desempenho de algoritmos de otimização. Este conjunto

de funções foi escolhido também em função da disponibilidade de resultados de

cada um dos algoritmos com os quais se desejou realizar uma comparação de de-

sempenho.

Para o teste do aprendizado supervisionado, um problema de previsão de va-

zões em bacias hidrográficas foi selecionado, para permitira fácil comparação com

um treinamento supervisionado utilizando o algoritmo maisusado, obackpropaga-

tion (Haykin99).

Finalmente, para o teste do aprendizado por reforço, dois problemas tradicio-

nais da área de controle foram usados. Nestes dois problemas, os resultados obtidos

pelo AEIQ–� também são comparados com outros métodos baseados em aprendi-

zado por reforço.

4.1
Otimização de Funções

Os testes de desempenho de otimização foram realizados de modo a permitir a

comparação de resultados do AEIQ–� com outros algoritmos de otimização global

tradicionais baseados em evolução. Os algoritmos usados para comparação são:

– Algoritmos Genéticos Tradicionais com Representação Real

– Algoritmos Genéticos com Inspiração Quântica e Representação Binária

– Programação Evolutiva
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– Programação Evolutiva Rápida

– Enxame de Partículas

– Evolução Diferencial

Além dos parâmetros já descritos no capítulo 3, o AEIQ–� usado nesta seção

também exige que alguns parâmetros extras sejam configurados. Em particular, para

a tarefa de recombinação, é necessário especificar a taxa na qual a recombinação

ocorre. O AEIQ–� implementado usa recombinação aritmética (Michalewicz94)

entre os indivíduos gerados e os indivíduos da população anterior. Este operador

sorteia um númeror no intervalo [0, 1] e gera dois indivíduos novos,y′1 ey′2, a partir

dos genitoresy1 ey2 de acordo com a equação:

y′1 = ry1 + (1− r)y2 (4-1)

y′2 = ry2 + (1− r)y1 (4-2)

Com relação ao processo de substituição dos indivíduos da população clássica

a cada geração (passo 10 do algoritmo descrito no capítulo 3), decidiu-se optar

pela solução mais tradicional de usar uma técnica desteady-state, que consiste em

manter parte da população da geração anterior na nova população gerada. Neste

trabalho, esta técnica elimina osn piores indivíduos e os substitui porn novos

indivíduos gerados. Assim, apesar da população clássica ter um tamanho maior do

quen, apenasn indivíduos são avaliados a cada geração do algoritmo (com exceção

da primeira, onde a população clássica é criada). Este conjunto de indivíduos que é

substituído a cada geração é chamado degape será representado pela letraγ.

Finalmente, durante o processo de atualização dos indivíduos quânticos

utilizando-se os indivíduos clássicos (passo 12 do algoritmo descrito no capítulo

3), decidiu-se usar umataxa de atualizaçãoque determina a probabilidade que um

determinado gene quântico tem de ser atualizado pelo gene clássico de referência.

Em outras palavras, deve-se definir a probabilidade de um gene quântico ter sua

posição modificada a cada geração. Por exemplo, uma taxa de 85% indica que, em

média, 15% dos genes de um indivíduo quântico não terão seus centros e larguras

modificados em uma geração. Esta taxa será representada pelaletraζ.

4.1.1
Comparação com Evolução Diferencial e Enxame de Partículas

A comparação com evolução diferencial e enxame de partículas é feita a par-

tir de resultados retirados de (Tasgetiren05) e (Tasgetiren05A), respectivamente. O

objetivo deste teste é analisar o desempenho do AEIQ–� quando comparado com

dois importantes algoritmos de otimização global. Os resultados são comparados

executando-se dois experimentos diferentes, com um númerototal de avaliações
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igual a 103 e 104 (estes números de avaliações são usados em todos os experimen-

tos para fazer com que a comparação entre os algoritmos seja justa). Os dois ex-

perimentos são necessários para permitir a identificação demétodos que convirjam

muito rapidamente para um mínimo local e que apresentem resultados melhores

em poucas gerações, mas que não consigam levar a otimização adiante quando se

aumenta o número de avaliações totais. Cada função é testadacom 30 variáveis de

entrada. As funções usadas para comparação são descritas noAnexo 1, onde são

também apresentados os respectivos gráficos para as funçõescom duas variáveis.

O conjunto de parâmetros de configuração do AEIQ–� usado nestes testes,

foi selecionado através de alguns experimentos para determinar a melhor configu-

ração, usando-se a funçãof1 como avaliação. Em outras palavras, a parametrização

utilizada não é, necessariamente, a melhor parametrizaçãopara cada uma das fun-

ções otimizadas. Isto foi feito devido ao fato do conjunto defunções de teste ser

muito extenso. A parametrização do AEIQ–� é mostrada na tabela 4.1. Os resulta-

dos obtidos realizando-se um total de 103 e 104 avaliações são mostrados nas tabelas

4.2 e 4.3 respectivamente. Estas tabelas mostram o erro médio obtido após 25 roda-

das em relação ao mínimo global conhecido da função, o desviopadrão dos erros

obtidos e a diferença percentual entre o valor obtido pelo melhor algoritmo com o

valor obtido pelo segundo melhor algoritmo.

Função Densidade de Probabilidade Pulso Quadrado
Número de Indivíduos Quânticos 5
Número de Indivíduos Clássicos 10

Gapγ 5
Taxa de Recombinação 66%

Intervalo de Atualização da População Quântica10 gerações
Taxa de Atualização dos Indivíduos Quânticosζ 16.6%

Tabela 4.1: Configuração do AEIQ–� para comparação com evolução diferencial e
enxame de partículas.

Os resultados usando 103 avaliações foram, em média, 23.2% melhores, en-

quanto que os resultados usando 104 avaliações foram, em média, 30.95% melhores

do que os resultados dos outros algoritmos. A tabela 4.4 mostra em termos percen-

tuais, o quão melhor o AEIQ–� foi em relação ao segundo melhor algoritmo (a

maioria das comparações foi feita com o PSO), em relação às características das

funções usadas como teste (unimodal, multimodal, separável, não-separável, rota-

cionada e não-rotacionada). É importante destacar que o resultado obtido com rela-

ção a separabilidade das funções não é representativo, já que apenas duas funções

do conjunto de teste são separáveis. De qualquer modo, os resultados são colocados

na tabela para fins de ilustração.
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Evolução Diferencial Enxame de Partículas AEIQ–�
Erro Médio Desvio Padrão Erro Médio Desvio Padrão Erro Médio Desvio Padrão Perc.

f1 5.440E + 04 7.208E + 03 2.331E + 04 4.886E + 03 2.286E+ 04 3.813E+ 03 1.95%
f2 8.592E + 04 1.742E + 04 6.041E + 04 1.203E + 04 3.570E+ 04 5.594E+ 03 40.90%
f3 1.009E + 09 2.390E + 08 4.970E + 08 1.517E + 08 3.553E+ 08 7.095E+ 07 28.51%
f4 9.984E + 04 1.864E + 04 6.810E + 04 1.521E + 04 4.627E+ 04 8.760E+ 03 32.06%
f5 2.395E + 04 2.631E+ 03 1.876E+ 04 3.792E + 03 2.546E + 04 3.381E + 03 26.32%
f6 2.600E + 10 9.428E + 09 6.354E + 09 2.852E + 09 5.501E+ 09 1.846E+ 09 13.42%
f8 2.121E + 01 6.801E − 02 2.118E+ 01 7.595E − 02 2.119E + 01 6.070E− 02 0.03%
f9 4.045E + 02 2.9405E + 01 3.398E + 02 2.191E + 01 3.072E+ 02 1.957E+ 01 9.59%
f10 4.696E + 02 3.163E + 01 3.521E + 02 2.498E+ 01 3.039E+ 02 5.469E + 01 13.69%
f11 4.554E + 01 1.282E + 00 4.580E + 01 1.448E + 00 4.186E+ 01 1.821E+ 00 8.08%
f12 1.515E + 06 2.018E + 05 1.240E + 06 1.803E + 05 2.691E+ 05 9.929E+ 04 78.31%
f13 2.283E + 05 1.061E + 05 1.376E + 04 1.158E + 04 1.192E+ 01 5.993E+ 01 99.91%
f14 1.416E + 01 1.483E− 01 1.408E + 01 1.523E − 01 1.389E+ 01 1.832E − 01 1.37%

Tabela 4.2: Resultado comparativo entre o AEIQ–�, o algoritmo de evolução
diferencial e o de enxame de partículas com 1000 avaliações de função.

Evolução Diferencial Enxame de Partículas AEIQ–�
Erro Médio Desvio Padrão Erro Médio Desvio Padrão Erro Médio Desvio Padrão Perc.

f1 1.279E + 04 2.628E + 03 1.025E + 03 6.393E + 02 1.232E+ 01 7.060E+ 00 99.88%
f2 4.919E + 04 9.254E + 03 1.554E + 04 4.128E + 03 1.097E+ 04 1.878E+ 03 29.41%
f3 3.268E + 08 8.828E + 07 7.558E + 07 3.554E + 07 2.456E+ 07 5.439E+ 06 67.50%
f4 5.082E + 04 8.594E + 03 2.227E + 04 5.343E + 03 2.052E+ 04 3.078E+ 03 7.86%
f5 1.047E + 04 1.345E+ 03 1.026E + 04 3.720E + 03 9.323E+ 03 1.379E + 03 9.19%
f6 1.656E + 09 8.344E + 08 2.504E + 07 2.063E + 07 8.364E+ 04 8.323E+ 04 99.67%
f8 2.109E + 01 5.957E − 02 2.106E+ 01 5.543E− 02 2.107E + 01 6.080E − 02 0.04%
f9 2.761E + 02 2.175E + 01 1.040E+ 02 2.698E + 01 1.533E + 02 2.069E+ 01 32.18%
f10 3.349E + 02 2.614E + 01 1.962E + 02 4.852E + 01 1.780E+ 02 2.698E+ 01 9.27%
f11 4.285E + 01 9.645E− 01 3.651E + 01 3.835E + 00 3.333E+ 01 3.142E + 00 8.70%
f12 7.100E + 05 1.365E + 05 1.234E + 05 7.206E + 04 7.219E+ 04 3.421E+ 04 41.50%
f13 4.005E + 03 1.868E + 03 2.492E + 01 5.348E + 00 1.026E+ 01 1.137E+ 00 58.82%
f14 1.390E + 01 1.323E− 01 1.358E + 01 2.131E − 01 1.321E+ 01 2.183E − 01 2.77%

Tabela 4.3: Resultado comparativo entre o AEIQ–�, o algoritmo de evolução
diferencial e o de enxame de partículas com 10000 avaliaçõesde função.

103 avaliações 104 avaliações
Unimodal 15.42% 42.76%

Multimodal 28.04% 23.53%
Separável 5.77% 33.85%

Não-Separável 26.35% 30.42%
Rotacionada 10.32% 17.64%

Não-Rotacionada 31.22% 39.26%

Tabela 4.4: Tabela que indica a melhora percentual média ao se usar o AEIQ–�,
comparando-o com o segundo melhor algoritmo, em relação às características das
funcões de teste.
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Estes resultados mostram que, ao se aumentar o número de avaliações per-

mitidas para o algoritmo em funções unimodais, o desempenhodo mesmo melhora

consideravelmente. Isto sugere que o algoritmo tem um bom comportamento com

relação à buscas locais. Por outro lado, o algoritmo apresenta uma pequena perda de

desempenho quando as funções são multimodais. Ainda assim,o seu desempenho

é bem superior quando funções multimodais estão sendo otimizadas. Isto reforça a

sua característica de ser um algoritmo de busca global. Comparando-se também os

resultados obtidos com 103 e 104 avaliações, pode-se notar que, em geral, ao permi-

tir que o AEIQ–� faça mais avaliações, o seu desempenho melhora com relação aos

outros algoritmos. Isto sugere que o AEIQ–� usa, quando bem configurado, uma

estratégia de busca mais conservadora, evitando convergências prematuras para mí-

nimos locais. Este comportamento pode ser controlado através da manipulação do

valor que determina de quantas em quantas gerações a largurados pulsos deve ser

modificada. Os resultados apresentados nesta subseção serão discutidos em mais

detalhes na subseção 4.1.4.

4.1.2
Comparação com o AEIQ-B, Programação Evolutiva Clássica, P rograma-
ção Evolutiva Rápida e Algoritmos Genéticos Convencionais

A comparação com a programação evolutiva clássica (Classical Evolutionary

Programming- CEP), programação evolutiva rápida (Fast Evolutionary Program-

ming- FEP) e com o AEIQ–B é feita a partir de resultados tirados de (Yao99) (CEP

e FEP) e (Han04) (AEIQ–B). Os resultados usando algoritmos genéticos foram, por

sua vez, obtidos usando-se o software GACOM, desenvolvido no ICA. Os resulta-

dos são comparados da seguinte forma: para cada função são executados testes com

um número total de avaliações previamente definido e com um número de experi-

mentos igual a 50. Cada função é testada com 30 variáveis de entrada. As funções

usadas para comparação são descritas no anexo 2, onde são também apresentados

os respectivos gráficos para as funções com duas variáveis.

Foram usados dois conjuntos de configurações diferentes para o AEIQ–�

neste teste, já que o número de funções de teste é mais reduzido. Estas configurações

são mostradas nas tabelas 4.5 e 4.6 e foram determinadas através de testes. A

principal diferença na parametrização está nas taxas de recombinação e na taxa

de atualização dos indivíduos quânticos. Durante os testes, foi observado que para

funções separáveis, estas duas taxas podem ter valores menores enquanto que, para

funções não-separáveis, estas duas taxas devem ter valoresmaiores. A configuração

1 foi usada nas funçõesfGriewank, fS chwe f ele fRosenbrock, enquanto que a configuração

2 foi usada nas funçõesfS phere, fAckley, fRastrigin. Os resultados da otimização são

mostrados na tabela 4.7.
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Função Densidade de Probabilidade Pulso Quadrado
Número de Indivíduos Quânticos 5
Número de Indivíduos Clássicos 100

Gapγ 99
Taxa de Recombinação 66%

Intervalo de Atualização da População Quântica10 gerações
Taxa de Atualização dos Indivíduos Quânticosζ 66.6%

Tabela 4.5: Configuração 1 do AEIQ–� para comparação com programação evolu-
tiva clássica, programação evolutiva rápida, algoritmos genéticos convencionais e o
algoritmo evolutivo com inspiração quântica usando representação binária.

Função Densidade de Probabilidade Pulso Quadrado
Número de Indivíduos Quânticos 5
Número de Indivíduos Clássicos 100

Gapγ 99
Taxa de Recombinação 3.33%

Intervalo de Atualização da População Quântica 1 geração
Taxa de Atualização dos Indivíduos Quânticosζ 3.33%

Tabela 4.6: Configuração 2 do AEIQ–� para comparação com programação evolu-
tiva clássica, programação evolutiva rápida, algoritmos genéticos convencionais e o
algoritmo evolutivo com inspiração quântica usando representação binária.

O algoritmo genético convencional foi executado usando-seos operadores de

mutação uniforme e não-uniforme (Michalewicz94), os operadores de cruzamento

aritmético e uniforme. Os operadores de mutação foram usados com uma taxa de

10%, enquanto que os operadores de cruzamento foram usados com uma taxa de

80%. O método de seleção usado foi a roleta e também foi usado um operador de

steady-statecom umgapde 20%.

Os resultados apresentados mostram que o AEIQ–� obteve um resultado

nitidamente superior ao dos outros algoritmos utilizados.O resultado foi, em média,

95.95% melhor do que os resultados observados no segundo melhoralgoritmo.

Em particular, na comparação com estes algoritmos, o AEIQ–� obteve valores

finais muito mais consistentes, o que pode ser observado comparando-se os desvios

padrões obtidos. Estes resultados são discutidos em mais detalhes na subseção 4.1.4.

4.1.3
Testes de Esforço Computacional

Esta série de experimentos se propõe a identificar a razão na qual o esforço

computacional de otimização pelo AEIQ–� cresce quando se aumenta o número

de variáveis do problema que se deseja otimizar. Para se alcançar este objetivo, os

experimentos foram realizados da seguinte maneira:

– Foram selecionadas duas funções diferentes para otimizar: uma unimodal,
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Função AEIQ–B FEP CEP GA AEIQ–� Perc.
fS phere Média 1.8E − 04 5.7− 04 2.2E − 04 4.71E + 00 1.99E− 06 98.99%

Aval.= 150000 Desvio Padrão 1.3E − 04 1.3E − 04 5.9E − 04 n.d. 9.50E− 06 n.d.
fAckley Média 2.5E − 03 1.8E − 02 9.2 4.71E − 01 4.26E− 05 98.3%

Aval.= 150000 Desvio Padrão 8.1E − 04 2.1E − 03 2.8 n.d. 1.39E− 04 n.d.
fGriewank Média 3.6E − 02 1.6E − 02 8.6E − 02 1.03E + 00 9.42E− 06 99.94%

Aval.= 200000 Desvio Padrão 3.2E − 02 2.2E − 02 0.12 n.d. 1.55e− 05 n.d.
fRastrigin Média 3.9E − 02 4.6E − 02 89.0 4.40E − 01 1.65E− 11 100.00%

Aval.= 500000 Desvio Padrão 1.9E − 01 1.2E − 02 23.1 n.d. 3.39E− 12 n.d.
fS chwe f el Média 3.8E − 04 14.987 4652.3 1.77E + 00 8.13E− 09 100.00%

Aval.= 900000 Desvio Padrão 3.0E − 09 52.6 634.5 n.d. 0 n.d.
fRosenbrock Média 11.73 5.06 6.17 14.15E + 00 2.52 78.52%

Aval.= 2000000 Desvio Padrão 18.36 5.87 13.61 n.d. 4.43 n.d.

Tabela 4.7: Resultado comparativo entre o AEIQ–� , o AEIQ–B (QEA), progra-
mação evolutiva rápida (FEP), programação evolutiva clássica (CEP) e algoritmos
genéticos convencionais (GA). Os itens com a designação “n.d.” indicam que o dado
não está disponível.

com variáveis separáveis (fS phere– fácil), e outra multimodal, com variáveis

não-separáveis (fGriewank – difícil);

– Definiu-se o melhor conjunto de parâmetros para otimizar cada uma das

funções com 10 variáveis;

– Definiu-se um valor-alvo para a função que se quer otimizar;

– Executou-se o algoritmo até alcançar o valor-alvo definido. A execução é feita

20 vezes e o valor médio do número de avaliações necessárias para alcançar

o valor-alvo é calculado;

– Aumentou-se o número de variáveis de modo a se obter resultados para as

funções com 10, 50, 100, 250, 500, 1000 e 2000 variáveis. Paracada um des-

tes testes, calcula-se a média de avaliações necessárias em20 experimentos

para alcançar o mesmo valor-alvo.

As funções utilizadas para teste foram afS pheree a fGriewanke o valor alvo utili-

zado para as duas funções foi 1 (o mínimo global destas funções é 0). Estas funções

foram escolhidas, por se tratarem de duas funções com características diferentes.

A primeira é unimodal e separável, enquanto que a segunda é multimodal e não-

separável. A parametrização da função não é alterada ao longo do teste, de modo

a evitar a influência positiva desta parametrização nos testes com maior número de

variáveis. Em outras palavras, uma parametrização mal feita para o problema com

10 variáveis e uma parametrização melhor executada para o problema com 2000

variáveis pode produzir uma distorção no resultado. As figuras 4.1 e 4.2 mostram

os resultados obtidos neste teste.

Estes gráficos sugerem que, para as duas funções apresentadas e para um

conjunto de até 2000 variáveis, o esforço computacional cresce, aproximadamente,

de forma linear com o número de variáveis. Em outras palavras, a complexidade

computacional do algoritmo para estas funções e para o número de dimensões
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Figura 4.1: Esforço computacional para otimização da função fS phere.

utilizadas é, aproximadamente,O(n). Este teste sugere que o AEIQ–� não tenha,

talvez, uma complexidade exponencial na otimização de problemas. Em outras

palavras, a complexidade do AEIQ–� não parece ser do tipoO(an). Um exame

analítico desta propriedade e uma extensão dos testes aqui realizados podem ajudar

a determinar se esta propriedade é válida para qualquer função que se deseja

otimizar ou para que grupos de funções esta propriedade é válida.

4.1.4
Discussão dos Resultados

Desempenho

Com relação ao desempenho do AEIQ–� quando comparado aos outros

algoritmos, pode-se observar que, no geral, o desempenho doalgoritmo apresentado

aqui é superior aos métodos tradicionalmente usados. O primeiro ponto importante

é o fato de que o AEIQ–� obteve um desempenho muito superior ao AEIQ–B para a

otimização dos problemas de otimização numérica aqui mostrados. Isto demonstra a

importância de um algoritmo com uma representação específica para números reais.

Comparado com o AEIQ–B , o AEIQ–� obteve, pelo menos, um resultado duas
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Figura 4.2: Esforço computacional para otimização da função fGriewank.

ordens de grandeza menor e, em alguns casos, como no teste coma funçãofRastrigin,

o AEIQ–� obteve um resultado nove ordens de grandeza menor. Os resultados

na comparação com os dois algoritmos de programação evolutiva também foram

expressivamente melhores para todas as funções examinadas.

Os resultados comparativos com a evolução diferencial e o enxame de partí-

culas também mostraram um desempenho superior do AEIQ–�. Apesar de alguns

resultados não terem sido tão expressivamente superiores em alguns dos problemas,

como foram na comparação com o AEIQ–B e com os algoritmos de programação

evolutiva, é importante ressaltar que a otimização das 14 funções foi feita com a

mesma parametrização. Mesmo assim, na maioria dos problemas, o AEIQ–� ob-

teve um desempenho maior do 20% quando comparado com os outros algoritmos.

Com relação ao aspecto do desempenho, a questão principal consiste em de-

terminar por qual motivo o AEIQ–� tem um bom desempenho em problemas de oti-

mização. Uma das possíveis razões é o fato de que a população quântica, à medida

que o processo evolutivo avança, é capaz de descrever, cada vez melhor, as regiões

mais promissoras do espaço de busca. Deve-se lembrar que as funções densidade

de probabilidade que representam os genes quânticos são reposicionadas durante o

processo evolutivo na direção dos indivíduos mais promissores da população clás-
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sica. Além disso, ao terem suas larguras modificadas, essas funções especializam o

gene quântico, fazendo com que o mesmo convirja, conforme o número de gerações

tende a infinito, para um valor único no espaço de buscas. Esteprocesso funciona de

forma similar às técnicas dehill-climbing, só que de maneira mais sofisticada. Em

conjunto com a população clássica, os indivíduos quânticospodem fornecer valores

aproximados de avaliação para toda uma região do espaço de busca. Obviamente,

este valor aproximado apresenta um erro muito grande quandoos genes quânticos

têm uma largura muito grande (por exemplo, no início do processo de otimização,

quando as funções densidade de probabilidade cobrem todo o espaço de busca) e

um erro cada vez menor à medida que a largura dos genes diminui. Este erro tende

a zero à medida que o número de gerações tende a infinito. Em outras palavras,

a população quântica do AEIQ–� é capaz de descreverschematadiretamente, ao

contrário dos algoritmos genéticos convencionais, onde osindivíduos representam,

unicamente, pontos no espaço de busca. Osschematarepresentam todo um conjunto

de indivíduos e, deste modo, a avaliação deste conjunto de indivíduos, observados

a partir destesschemata, pode fornecer, não somente a avaliação exata de um ponto

no espaço de busca, como também uma aproximação da avaliaçãoem uma deter-

minada região deste mesmo espaço. Esta habilidade de avaliar regiões do espaço

de busca, ao invés de avaliar apenas pontos, pode permitir que o algoritmo identifi-

que mais rapidamente as regiões promissoras deste espaço, acelerando o tempo de

convergência.

Parametrização

Um outro aspecto importante a ser discutido diz respeito aosparâmetros do

AEIQ–� e o impacto dos mesmos no processo evolutivo. Não existe um valor

ou uma fórmula “mágica” para se definir esses valores, sendo aexperimentação

o processo mais adequado para se identificar os valores ideais. No entanto, algumas

observações importantes podem ser feitas a respeito dos vários parâmetros que

definem o AEIQ–�.

Em primeiro lugar, deve-se ressaltar a importância do parâmetro relacionado

à recombinação dos indivíduos clássicos e à taxa de atualização dos genes quân-

ticos. Em geral, nos testes preliminares, realizados para se determinar a melhor

configuração a ser usada nas comparações, a parametrização mais bem-sucedida se

observou quando as duas taxas eram mantidas iguais. Isto, noentanto, não é um

argumento para descartar a possibilidade de se usar valoresdiferentes para estes pa-

râmetros (nos testes com evolução diferencial e enxame de partículas foram usados

valores diferentes para estas taxas). De qualquer modo, é importante destacar que

esta parametrização está intimamente relacionada ao grau de epistasia (ou o grau de

separabilidade das variáveis) da função que se quer otimizar. Funções cujas variá-
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veis são separáveis (uma função é separável se, por exemplo,puder ser escrita como

f (x, y) = g(x) + h(y) ou f (x, y) = g(x)h(y) ou, em outras palavras, se a correlação

entre as variáveis for baixa) podem ser otimizadas com taxasde recombinação bai-

xas. Deste modo, poucas variáveis são mudadas em cada recombinação. Por outro

lado, funções cujas variáveis não são separáveis (correlação alta entre as variáveis)

são mais bem otimizadas quando se usam taxas de recombinaçãoelevadas. Isto faz

com que diversas variáveis sejam alteradas simultaneamente. A figura 4.3 mostra

as curvas de desempenho para uma mesma função (fGriewank) com variáveis não se-

paráveis quando se usa uma taxa de recombinação para a população clássica e uma

taxa de atualizaçãoζ para a população quântica iguais a 3.33% e quando se usa

taxas iguais a 66.66%. Já a figura 4.4 mostra a curva de desempenho para uma fun-

ção (fS phere) com variáveis separáveis usando as mesmas taxas com valores iguais a

3.33% e 66.66%.
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6
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Avaliações

Curva de Desempenho

Taxa de Atualização de 3.33%
Taxa de Atualização de 66.66%

Figura 4.3: Gráfico de desempenho para uma função não separável usando taxas de
atualização diferentes.

Tamanho das Populações

Com relação ao número de indivíduos que formam a população quântica,

deve-se levar em consideração que um número muito pequeno pode levar o algo-

ritmo a uma convergência prematura. Isto acontece devido aofato de que os poucos

pulsos que formam a população acabam convergindo rapidamente para uma região

de mínimo local, ficando presos nesta região indefinidamente. Por outro lado, um

número grande de indivíduos quânticos pode fazer com que a convergência do pro-

cesso de otimização seja mais demorada do que o necessário, já que as funções
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Figura 4.4: Gráfico de desempenho para uma função separável usando taxas de
atualização diferentes.

densidade de probabilidade vão cobrir grandes regiões do espaço de busca. Um

bom valor inicial para esta parametrização está em torno de 5indivíduos quânticos

com uma função densidade de probabilidade por gene.

Nos testes realizados para determinação dos melhores parâmetros, observou-

se que o tamanho da população clássica (população observada) não é crítico para

o algoritmo. Poucos indivíduos por geração são, em geral, suficientes para que o

algoritmo convirja. Muitos indivíduos observados não geram uma grande melhoria

na evolução e aumentam, desnecessariamente, o número de avaliações necessárias.

Deste modo, sugere-se que sejam usados poucos indivíduos nesta população.

Com relação ao tamanhoγ do gap, sugere-se usar valores no intervalo

[N/2,N − 1], ondeN é o total de indivíduos clássicos da população. Aqui também

sugere-se iniciar a parametrização com valores pequenos para ogapde modo a não

aumentar o esforço computacional desnecessariamente.

O valor que indica quantas gerações devem se passar até que a taxa de

melhoria do algoritmo (explicada na regra do 1/5 no capítulo 3) seja verificada é

muito importante para o bom desempenho da otimização. Este valor, no entanto,

também deve ser encontrado através de um processo de experimentação. Cada

função que se deseja otimizar terá um comportamento diferente com relação a

este parâmetro. Valores pequenos para este parâmetro farãocom que a largura dos

pulsos seja modificada muito rapidamente. Em alguns casos, isto pode fazer com

que o tempo que o algoritmo tem para explorar o entorno de um determinado ponto

não seja suficiente para o mesmo encontrar o percentual adequado de mutações
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desejadas, acelerando, eventualmente, a convergência para um mínimo local. Por

outro lado, valores grandes para este parâmetro farão com que o algoritmo perca

muito tempo explorando regiões do espaço de busca com o mesmotamanho.

Finalmente, com relação ao percentual com que a largura do pulso deve variar,

o valor usado em todos os experimentos neste trabalho é iguala 0.9 (ou seja, cada

vez que a largura dos pulsos tem que ser atualiza, eles irão aumentar ou diminuir

10%). Este é um valor empírico determinado experimentalmente mas, nos testes

realizados para determinação dos melhores parâmetros parao algoritmo, observou-

se que valores elevados (acima de 0.85) produzem os melhoresresultados.

4.2
Neuro-Evolução

Nesta seção são descritos os resultados obtidos em problemas de otimização

de pesos de uma rede neural recorrente (neuro-evolução). Foram realizados testes

de aprendizado supervisionado, usando-se um problema de previsão de séries

temporais, e testes de aprendizado por reforço, usando-se um conjunto de problemas

benchmarkde controle.

4.2.1
Aprendizado Supervisionado

Para testar o AEIQ–� em problemas de previsão de séries, usou-se uma base

de dados de vazão média semanal na bacia hidrográfica do Paranaíba. Esta base

contém 8 atributos com informações sobre a vazão média nos 3 dias anteriores à

previsão (3 atributos), a vazão atual (1 atributo), a previsão acumulada de chuvas

para os próximos 7 dias (1 atributo) e as medições realizadasem um posto fluvio-

métrico nos 3 dias anteriores (3 atributos). Os parâmetros usados para a otimização

da rede neural são mostrados na tabela 4.8. A rede inicial utilizada no processo evo-

lutivo com o AEIQ–� tem, além das 8 entradas descritas anteriormente, 16 proces-

sadores e uma saída (associada ao processador 1). Os processadores usam a função

sigmóide logística como função de ativação.

O número de genes igual a 400 corresponde ao número necessário para

representar uma rede neural com 128 pesos das 8 entradas paraum conjunto de

16 neurônios (8× 16 = 128), 256 pesos das realimentações (16× 16 = 256) e 16

biasesdos neurônios. O intervaloη é o número de gerações que devem se passar

para verificar se o operadorlesion(definido no capítulo 3, e responsável por eliminar

neurônios quando o erro não diminuir consideravelmente, aose tentar retirar este

neurônio) deve ser usado. Neste caso, a cada 10 gerações o algoritmo verifica se

deve retirar ou acrescentar um neurônio. Um neurônio é retirado quando o erro não

se degradar mais do que 10% quando um neurônio for retirado.
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Número Inicial de Genes 400
Tipo de Rede Recorrente

Número de Entradas da Rede 8
Número Inicial de Processadores 16

Função de Ativação logsig
Número de Indivíduos na População Quântica 5
Número de Indivíduos na População Clássica 10

Gapγ 5
Taxa de recombinação 0.5

Taxa de Atualização dos Genes Quânticosζ 0.5
Número de Gerações 250

Total de Experimentos 30
Intervalo de Atualização da População Quântica5 gerações

Número de Geraçõesη para Verificação
do Número de Neurônios na Camada Escondida10 gerações
Percentual Máximo de Queda de Desempenho

ao Remover Neurônio 10%

Tabela 4.8: Parâmetros do AEIQ–� para aprendizado supervisionado.

Os resultados obtidos foram comparados com os resultados de(ICA05). Os

resultados apresentados em (ICA05) foram gerados usando-se uma rede neuralmul-

tilayer perceptroncom uma camada escondida. Foram avaliadas 21 configurações

diferentes para esta rede (variando o número de neurônios nacamada escondida

de 1 a 21) com o objetivo de determinar a melhor configuração para a rede neural.

Para cada uma destas configurações, foram executadas 2500 épocas de treinamento

(totalizando 52500 épocas) e a verificação do erro para validação foi feita a cada

5 épocas. Foram usados 4 anos de dados para treinamento, 1 anopara validação e

1 ano para teste. O melhor resultado obtido em (ICA05) é mostrado na tabela 4.9.

Deve-se observar que os pesos finais, usados para o cálculo doerro com os dados de

teste, são os pesos para os quais o processo de treinamento encontrou o menor erro

de validação. Deste modo, os pesos utilizados não são, necessariamente, os pesos

encontrados na última época do processo de treinamento.

Melhor Topologia 16 neurônios
Erro de Treinamento 12.62%

Erro de Teste 8.66%
Número Total de Épocas 52500

Tabela 4.9: Resultados do Treinamento da Rede Neural usandoBackpropagation.

Os resultados com o treinamento realizado pelo AEIQ–� são mostrados na

tabela 4.10.

É importante ressaltar que, mesmo sem usar um conjunto de validação durante

o treinamento do AEIQ–�, os dados referentes ao período usado como validação
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Melhor Topologia 10 neurônios
Erro de Treinamento 9.26%

Erro de Teste 8.62%
Número Total de Épocas 5000

Tabela 4.10: Resultados do Treinamento da Rede Neural usando o AEIQ–� .

nobackpropagationnão foram utilizados. Como se pode verificar pelos resultados,

a melhor topologia encontrada pelo algoritmo usa 6 neurônios a menos do que

a encontrada usandobackpropagation. Os resultados obtidos em termos de erro

percentual são semelhantes mas, com relação ao número de épocas, o resultado

apresentado pelo AEIQ–� é muito superior. O número total de épocas usado pelo

AEIQ–� é calculado considerando-se que cada avaliação feita pelo algoritmo é uma

época.

Além do resultado em termos de número de épocas, deve-se levar em conside-

ração o resultado em termos do tempo computacional para a execução do algoritmo.

Em testes realizados em um computador Pentium IV 3.0GHz, o tempo médio para

o cálculo de 10000 épocas para o AEIQ–� é da ordem de 160 segundos. Para o

backpropagation, o tempo médio é da ordem de 1090 segundos, ou seja, aproxima-

damente 6 vezes maior do que o AEIQ–�.

4.2.2
Problemas de Aprendizado por Reforço

Carro na Montanha

O experimento do carro na montanha (Moore91) pode ser descrito da seguinte

forma (Figueiredo03): um carro deve subir até o topo de uma montanha; entretanto,

o carro não possui a potência necessária para vencer a força da gravidade. Dessa

forma, para alcançar o seu objetivo, o carro precisa inicialmente se mover no sentido

contrário ao alvo para poder adicionar a aceleração da gravidade à sua própria

aceleração.

O problema possui duas variáveis de estado contínuas: a posição do carro

xt ∈ [−1.2, 0.5] e sua velocidadevt ∈ [−0.07, 0.07]. Além disso, o motor do carro

pode aplicar sobre o mesmo 3 ações discretas: uma impulsão para a esquerda (F=

-1), para a direita (F= 1) e ficar parado (F= 0). A dinâmica do sistema é descrita

pelas equações 4-3 e 4-4.

vt+1 = min(0.07,max(−0.7, vt + 0.001Ft − 0.0025 cos(3xt))) (4-3)

xt+1 = min(0.5,max(−1.2, xt + vt+1)) (4-4)
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A montanha é definida pela equação 4-5 e a figura 4.5 representaa mesma

graficamente.

f (x) = sin(3x) (4-5)
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Figura 4.5: Representação gráfica do problema do carro na montanha.

Neste problema, a rede neural tem 2 entradas (posição e velocidade do carro).

A configuração inicial utilizada tem 5 neurônios na camada escondida, uma saída

associada ao primeiro processador e usa a função sigmóide como função de ativação

dos processadores. Para este problema, os parâmetros listados na tabela 4.11 foram

usados para o AEIQ–�.

A função de avaliação consiste na soma do número de passos necessários

para que o carro atinja o topo da montanha à partir de duas posições iniciais

diferentes (x0 = −1.2 e x0 = −0.5), com velocidade inicial igual à zero. Após a

fase de aprendizado, foram gerados 1000 casos com posições evelocidades iniciais

aleatórias e o valor médio do número de passos necessários para alcançar o topo

da montanha foi calculado. Para fins de medida de desempenho,este resultado foi

comparado com os modelos Neuro-Fuzzy Hierárquicos (RL-NFHB e RL-NFHP),

Neural Q-Learning, CMAC Q-Learning e FQL, mostrados em (Figueiredo03) na

tabela 4.12. É importante destacar que, nos modelos usados para comparação, o

treinamento foi feito com posições e velocidades iniciais aleatórias e o conjunto de

ações possíveis na saída é diferente (F = −10,−5,−1, 0, 1, 5, 10).

Estes resultados mostram uma pequena melhoria de desempenho em relação

ao número de passos por parte do AEIQ–� , mesmo aprendendo a partir de apenas

dois casos iniciais diferentes e tendo apenas 3 ações possíveis como resultado.

Deve-se ressaltar, no entanto, que o AEIQ–� e os modelos neuro-fuzzy usam

conceitos diferentes de aprendizado por reforço.
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Número Inicial de Genes 40
Tipo de Rede Recorrente

Número de Entradas da Rede 2
Número Inicial de Processadores 5

Função de Ativação logsig
Número de Indivíduos na População Quântica 3
Número de Indivíduos na População Clássica 6

Gapγ 3
Taxa de recombinação 0.5

Taxa de Atualização dos Genes Quânticosζ 0.5
Número de Gerações 200

Total de Experimentos 5
Intervalo de Atualização da População Quântica5 gerações

Número de Geraçõesη para Verificação
do Número de Neurônios na Camada Escondida2 gerações
Percentual Máximo de Queda de Desempenho

ao Remover Neurônio 10%

Tabela 4.11: Parâmetros do AEIQ–� usados para o problema do carro na montanha.

Método Número Médio de Passos na Fase de Teste
Neural Q-Learning 2189
CMAC Q-Learning 85

FQL 61
RL-NFHB 71
RL-NFHP 69
AEIQ–� 62

Tabela 4.12: Resultados para o problema do carro na montanha.

O gráfico da figura 4.6 mostra a variação da velocidade e da posição do carro

para a condição inicialx0 = −0.5 ev0 = 0 (pior caso).

Pêndulo Invertido

O problema do pêndulo invertido é umbenchmarkclássico para sistemas de

controle. O problema consiste em um carro motorizado com um pêndulo apoiado

sobre a sua parte superior. Este pêndulo gira em torno de um eixo fixo no carro

e o veículo desliza sobre um trilho em cima de uma superfície plana. Em geral,

o problema é formulado de modo que o motor do carro esteja sempre acelerado

em algum sentido. Somado ao fato do pêndulo estar invertido,isto faz com que

o problema seja intrinsecamente instável. A figura 4.7 mostra um exemplo de um

carro com um pêndulo invertido.

A formulação matemática do problema (Koza92) é dada pelas equações 4-6,

4-7, 4-8 e 4-9.
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Figura 4.6: Variação da velocidade (linha vermelha) e da posição (linha azul) no
problema do carro na montanha.
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Figura 4.7: Exemplo do problema do pêndulo invertido.
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ẍ =
F − µcsgn(ẋ) +

∑N
i=1 F̃i

M +
∑N

i=1 m̃i

(4-6)

θ̈i = −
3
4l i

(

ẍcosθi + gsinθi +
µpiθ̇i

mi l i

)

(4-7)

F̃i = mi l i θ̇
2
i sinθi +

3
4

mi cosθi

(

µpiθ̇i

mi l i
+ gsinθi

)

(4-8)

m̃i = mi

(

1− 3
4

cos2 θi

)

(4-9)

Onde x é a posição do carro no trilho,θi é o ângulo do pênduloi (para

problemas onde se usa mais de um pêndulo) com o eixo vertical,F é a força aplicada

ao carro,l i é a metade do comprimento do pêndulo,g = 10m/s2, M é a massa do

carro,mi é a massa doi-ésimo pêndulo sobre o carro,µc é o coeficiente de atrito do

carro com o trilho eµpi é o coeficiente doi-ésimo pêndulo com o eixo no qual ele

está preso.

Os valores usados para o problema são os mesmos utilizados em(Gomez03)

e são mostrados na tabela 4.13.

Parâmetro Valor
x [−2.4, 2.4]m
θ [−0.209, 0.209]rad
F [−10, 10]
l 0.5m
M 1kg
m 0.1kg

Tabela 4.13: Parâmetros usados para o problema do pêndulo invertido.

A parametrização do AEIQ–� é mostrada na tabela 4.14.

O valor de 26 para o número inicial de genes é equivalente a umarede neural

com 5 neurônios na camada escondida. A configuração inicial desta rede, portanto,

tem 4 entradas (posição, velocidade, ângulo do pêndulo com oeixo vertical e

velocidade angular do pêndulo), 5 neurônios na camada escondida e uma saída.

O tempo é discretizado em unidades de 0.01 segundos. Todos osvalores

usados como entrada na rede neural são normalizados entre−1 e 1. A saída da

rede é mapeada do domínio [−1, 1] para o domínio [−10, 10]. A tarefa de controlar o

pêndulo é considerada bem-sucedida quando o controle é capaz de manter o pêndulo

equilibrado por mais de 100000 unidades de tempo (1000 segundos). A função de

avaliação consiste no número de unidades de tempo em que o carro consegue manter

o pêndulo equilibrado (e, portanto, este é um problema onde se quer maximizar a

função de avaliação). Quando o ângulo do pêndulo é maior do que 0.209 radianos

ou a posição do carro for maior do que os limites definidos parax o algoritmo

considera que o controlador falhou em manter o pêndulo equilibrado. Foram feitos
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Número Inicial de Genes 50
Tipo de Rede Recorrente

Número de Entradas da Rede 4
Número Inicial de Processadores 5

Função de Ativação logsig
Número de Indivíduos na População Quântica 5
Número de Indivíduos na População Clássica 10

Gapγ 5
Taxa de recombinação 0.5

Taxa de Atualização dos Genes Quânticosζ 0.5
Número de Gerações 250

Total de Experimentos 5
Intervalo de Atualização da População Quântica3 gerações

Número de Geraçõesη para Verificação
do Número de Neurônios na Camada Escondida10 gerações
Percentual Máximo de Queda de Desempenho

ao Remover Neurônio 10%

Tabela 4.14: Parâmetros do AEIQ–� usados para o problema do pêndulo invertido.

50 experimentos selecionando-se as condições iniciais para o problema de forma

aleatória dentro das faixas de valores definidas na tabela 4.13. Esta configuração é a

mesma usada em (Gomez03) e, a partir dela, é possível comparar os resultados com

diversos outros métodos. Os métodos usados em (Gomez03) e que são usados aqui

para fins de comparação são:

– Q-Learningcom MLP (Q-MLP);

– Sarsa(λ) com Aproximador de Função baseado em Casos (SARSA-CABA);

– Sarsa(λ) com Aproximador de Função CMAC (SARSA-CMAC);

– Neuro–Evolução Simbiótica e Adaptativa (SANE);

– Neuro–Evolução Convencional (CNE);

– Neuro–Evolução de Topologias Crescentes (NEAT);

– Subpopulações Evolutivas (ESP).

Os resultados comparativos são mostrados na tabela 4.15.

Os resultados preliminares mostram a maior eficiência do AEIQ–� com

relação aos outros algoritmos. O algoritmo encontrou o melhor indivíduo com 4

neurônios na camada escondida. A figura 4.8 mostra o uso da melhor rede neural

em um teste de generalização (os resultados usados para comparação (Gomez03)

não fazem considerações sobre a capacidade de generalização da rede). Este gráfico

mostra a variação do ângulo do pêndulo para uma posição inicial aleatória, diferente

das posições usadas para o treinamento, para as 10000 primeiras unidades de tempo.
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Figura 4.8: Ângulo do pêndulo com relação ao tempo.
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Figura 4.9: Ângulo do pêndulo e velocidade do carro com relação ao tempo.
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Método Número Médio de Avaliações
Q-MLP 2056

SARSA-CMAC 540
SARSA-CABA 965

CNE 352
SANE 302
NEAT 743
ESP 289

AEIQ–� 210

Tabela 4.15: Parâmetros usados para o problema do pêndulo invertido.

A figura 4.9 mostra o mesmo gráfico mas, além do ângulo, também émos-

trado a velocidade horizontal do carro.

Todos os resultados mostrados nos problemas de benchmark sugerem que o

AEIQ–� é um algoritmo com ótimo potencial de uso em vários tipos de aplicações,

oferecendo melhor desempenho em termos do número de avaliações e, em vários

casos, resultados superiores em termos do melhor valor encontrado. No entanto,

ainda existe a necessidade de se realizar diversos experimentos que comprovem o

bom desempenho do algoritmo nos mais diversos tipos de aplicação.
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