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Anexos

Testes Estatisticos
Teste Kolmogorov Smirnov para normalidade dos dados

Seja uma amostra X, X, X3,... X, de uma populacio P. Designa-se por f(x) a
funcdo densidade e por F(x) a fungdo distribuicdo acumulada de X. Estimar f(x) é
equivalente a estimar F(x). Sendo assim, nosso objetivo € testar se a amostra
observada vem de uma distribui¢do de probabilidades especificada, ou seja:

H, : F(x) = F,(x), para todo x. (8-1)

A hipoétese alternativa pode ser definida como:

H, : F(x) # Fy(x), para algum x. (8-2)

O teste é feito comparando-se a distribui¢do observada F(x) com um bom
estimador. Seja entdo a fungdo F.(x) uma func¢do em ‘“escada”, com saltos de
probabilidades para cada incremento de X; da ordem de 1/n, o estimador de F(x).
Neste caso, ambas as distribui¢des devem estar bem préximas, caso contririo, se
terd evidéncias para acreditar na hipétese alternativa.

Os probabilistas russos Kolmogorov e Smirnov propuseram uma estatistica
para o teste, obtida através do maximo dos valores absolutos das diferencas F(x;)-
F.(xi), i=1,...,n. Formalmente, tem-se que a estatistica a ser usada no teste sera:

D,.. ={£13x|F(xi)—Fé(xi)|. (8-3)

Ao nivel de significancia o, com n menor ou igual a 100, o valor Dy,.x deve
ser comparado com uma tabela de distribuicdo de D, proposta por Kolmogorov-

Smirnov. Para n maior do que 100, o valor de D pode ser obtido diretamente por:

—ln(gj
D= 5, (8-4)

Em ambos os casos de D, tabelado ou calculado diretamente de (8-4),
rejeita-se a hipétese de normalidade se Dyx> D. Caso contrario, as amostras em

andlise seguem uma distribui¢cdo normalmente distribuida.
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Teste F para comparacao de duas variancias de duas populacoes

normais

uponha duas amostras independentes, de tamanhos n; e n,, retiradas de
S ha d t d dentes, de t h tiradas d
duas populagdes normais com a mesma varidncia 6°. Seja os estimadores de 6°

dados por S? e 822, para as duas amostras respectivamente. Pode-se provar que:

_ 2
U=w~X2(nl—l),
o
~1)s?
Vv :@ ~ Xz(nz -1,
o
e portanto a v.a.
U
5Ll -ty 1) 8-5
522 - V 1 ’n/Z . ( - )
n, —1
Considere uma amostra X;, X, Xs,..., X, de uma populagdo com

distribuicao N(uzl,czl) e uma Y, Y, Yi,... Y, de uma populacio com
distribui¢do N(I,L22,622). Suponha também independéncia entre X e Y. Nossas
hipdteses a serem testadas podem ser definidas da seguinte forma:
HO:O';Z:O';2 =0, 8-6)
H :of #0,.
Chama-se de 521 e 522 as variancias amostrais respectivas. Sob a hipétese Hy
e sobre (8-5), vem-se que:
W=S87/8; ~ F(n—1,m-1). (8-7)
Seja oo um nivel de significincia desejado, e f; e f, dois valores da
distribuicdo F(n-1,m-1) de modo que P(W<f))=a/2= P(W>f,), se tera evidéncias
para rejeitar a hipotese nula em caso de:
PWeRC)=PW<fiouW>f,)=a. (8-8)

Caso contrario, se aceita Hp, a igualdade das varidncias ao nivel de

significancia de o.
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Teste t-student para comparacao de duas médias de duas
populacées normais

Seja P; com distribuicio N(u21, (521) e P, com distribuicdo N(u22, (522),
deseja-se testar a hip6tese de:
Hy: ph = fh,
contra
Hy: i # 1. (8-9)
Para cada amostra de P; e P, pode-se calcular os estimadores da média e da
variancia:

n

X:l Xi’Slz=L (Xi_X)Z;
n:E: n—1: :
" ° (8-10)
W=t E R — E ¥ -1y
m m—1
=l i=1
Sob a hipétese Hy, isto €, (= o,
E(X-Y)=0,
_ _ _ 8-11
Var(X =Y)=Var(X)+Var(Y) = i.,_i ( )
n

m
Como os estimadores de média de X e Y tem distribuicdo normal, se as
variancias fossem conhecidas, a estatistica
Z= % (8-12)
oL, 0%
n m

Teria distribuicdo normal padrdo, sob a hipétese nula Hy, e poderia ser
usada para testar Hy contra H;. Contudo, em situagdes praticas as variancias nio
sdo conhecidas, devendo ser substituidas por estimativas convenientes.

Suponha que, ao se testar a hipdtese de variincia pelo teste F, esta seja
aceita, ou seja, 0%1= 6%= 6°. Porém, como esta varidncia comum é desconhecida.
E como 821 e 822 sdo dois estimadores nio-viesados de 62, pode-se combina-los

em um tnico estimador nio viesado de G*

_ (n=1S{ +(m-1)S;
n+m-2 '

52 (8-13)
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E ainda, cada parcela de (8-13) quando dividida por o, terd distribuicao
qui-quadrado, com (n-1) e (m-1) graus de liberdade, respectivamente. Vem-se
entdao que

(n+m=-2)S,

0_2

~X*(n+m=-2). (8-14)

Desta forma, é possivel provar que

X-Y
ovl/n+l/m _ X-Y (8-15)

S,lo SN n+1/m

Tera uma distribuicdo t de Student, com (n+m-2) graus de liberdade, sob Hy,
isto €, se W=, Neste caso, se aceitaria a hipdtese alternativa, ou seja, L
diferente. de |, em caso de T observado em (8-15) for maior que um t da
distribuicdo t-student com (n+m-2) graus de liberdade, em caso de varidncias
consideradas estatisticamente iguais.
Para o caso de varidncias desiguais ou desconhecidas, deve-se usar a
estatistica
r=— XY (8-16)

JSE/n+S2Im

Pode-se provar que, sob a veracidade de Hy, a v.a. T aproxima-se de uma
distribuicdo t de Student, com o nimero de graus de liberdade dado

aproximadamente por

(A+B)*
= , 8-17
A% l(n-1)+ B* I(m—-1) -17)
onde
A=slIn, B=s3/m. (8-18)

Sendo assim, em caso de varidncias estatisticamente desiguais ou
desconhecidas, se rejeitaria Hy em caso de T em (8-16) for maior que um t de
student com v graus de liberdade. Ou seja, a hipdtese de diferencas de médias

entre |L; e L, seria aceita.
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Teste Wilcoxon (ou Mann-Whitney) para comparacao de duas médias
de duas populacoes nao-normais

O teste de Wilcoxon, ou de Mann-Whitney, pertence a uma categoria de
procedimentos chamados ndo-paramétricos ou livres de distribuicdo, e, portanto,
ndo fazem suposi¢des a respeito da forma das distribuicdes P; e P,, a ndo ser que
estas tenham uma escala de medida pelo menos ordinal. Da mesma forma, deseja-
se saber se uma populacdo tende a ter valores maiores que outra, ou se elas tém a
mesma mediana, ou média.

Este teste se baseia nos postos dos valores obtidos combinando-se as duas
amostras. Primeiro ordena-se os valores de duas amostras, do menor para o maior,
em uma Unica lista. A estatistica de teste é a soma dos postos associados aos
valores amostrados de uma populagdo, P;, por exemplo. Se esta soma for grande,
isto seria um indicativo de que os valores da populacdo P, tendem a ser maior que
o da P,. Neste caso, rejeitar-se-ia a hipotese de igualdade de médias.

Sejam duas amostras independentes, Xj, ..., X;, de Py, e Yy, ..., Yy, de P,.
Seja N=n+m e combinam-se as duas amostras numa sé, ordenam-se os N valores
do menor para o maior e chamemos S;< S; <...< Sy, 0s postos dos Y (tratamentos)
e Ri<Ry<..<R; o0s postos de X; (controles). Supondo que ndo hajam empates,
pode-se definir

Wy =8, +8, 4.+, (8-19)
a soma dos postos dos tratamentos.

Sejam as hipdteses de teste

Hy:ph =, (8-20)
Hy oy # 1,
é possivel provar que
By =20,
(8-21)
Var(Wy) = —”m(g D

e que, a distribuicdo Wy pode ser aproximada pela distribui¢do normal, quando n e
m tendem ao infinito. Ou seja:

Wy —EW;)

\Var(Wg)

Z= ~N(0,1) (8-22)
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Neste caso, ao nivel de significincia de o, rejeita-se Hp caso a

P(Ws<Wopservado) S€ja menor que o. Caso contrdrio, aceita-se a igualdade de

médias.

Resultados Outros Algoritmos

Algoritmos MPPCE DPPCE Fonte | Ano Publicacao
Original Decision Tree 20,6% 0,6% [33] 1986
Cost-Complexity Pruning 15,8% 1,9% [33] 1986
Reduced Error Pruning 15,2% 3,2% [33] 1986
Pessimistic Pruning 16,1% 0,4% [33] 1986
Production Rule Form 16,5% 1,8% [33] 1986
Production Rule Form 16,5% 1,8% [33] 1986
Composite Rule Sets 14,4% 1,9% [33] 1986
MLP-Backprop 17,1% 1,8% [10] 2005
Cascade correlation 18,0% 3,0% [10] 2005
Tower 14,7% 3,2% [10] 2005
Pyramid 16,9% 2,1% [10] 2005
SVM 16,7% 2,6% [10] 2005
RBF - Batch 16,7% 3,9% [10] 2005
RBF - DF 16,3% 2,5% [10] 2005
RBF - 1O 17,8% 4,0% [10] 2005
RBF - DFIO 16,7% 4,3% [10] 2005
RBF - IODF 17,3% 4,4% [10] 2005
RBF - On line 16,9% 4,4% [10] 2005
RBF - Optimal 15,9% 4,7% [10] 2005
RBF - GA 14,0% 3,5% [10] 2005
C4.5 Rules 15,5% - [10] 2005
C4.5 Trees 15,1% - [10] 2005
Foil trad.1 17,8% - [10] 2005
Foil trad.2 17,4% - [10] 2005
Foil trad.3 17,0% - [10] 2005
Foil exd.1 18,0% - [10] 2005
Foil exd.2 16,4% - [10] 2005
Foil exd.3 16,4% - [10] 2005
EDRL 13,9% 0,4% [35] 1998

Tabela 5.1 — Melhores resultados por algoritmo e por autor para o problema Australian Credit.

138


DBD
PUC-Rio - Certificação Digital Nº 0812709/CA


PUC-RIo - Certificacdo Digital N° 0812709/CA

Referéncias Bibliograficas 139

Algoritmos MPPCE DPPCE Fonte | Ano Publicacao
Depuration (3,2) 4,3% 4,8% [38] 2004
RelabelOnly (3,2) 4,3% 4,8% [38] 2004
RemoveOnly (3,2) 4,8% 5,1% [38] 2004

NNEE (5,5) 4,5% 3,3% [38] 2004

v-K-SVCR 1,3% - [39] 2006
FSSEM-TR-STD-1 2,7% 4,4% [40] 2004
FSSEM-k-TR-STD-1 4,7% 5,2% [40] 2004
FSSEM-ML-STD-1 7,3% 12.1% [40] 2004
FSSEM-k-ML-STD-1 3,3% 4,5% [40] 2004
EM-STD-1 3,3% 5,4% [40] 2004
EM-k-STD-1 42,0% 14,3% [40] 2004
FSS-Kmeans-TR-STD-2 2,7% 3,3% [40] 2004
FSS-Kmeans-k-TR-STD-2 13,3% 9,4% [40] 2004
FSS-Kmeans-ML-STD-2 2,0% 3,1% [40] 2004
FSS-Kmeans-k-ML-STD-2 4,7% 4,3% [40] 2004
Kmeans-STD-2 17,3% 10,8% [40] 2004
Kmeans-k-STD-2 44,0% 11,2% [40] 2004
K-means 27,8% 22,2% [45] 2005
Girolami 10,3% 2,2% [45] 2005

K-lines (s) 12,3% 5,3% [45] 2005

LDC 1,7% 2,4% [41] 2003

LDC-PCA 4,0% 3,1% [41] 2003
LDC-Fisher 1,7% 2,4% [41] 2003
LDC-MDS 4,7% 3,6% [41] 2003
LDC-LLE 1,0% 1,6% [41] 2003
LDC-1SLLE 12,0% 6,1% [41] 2003
LDC-alfa-SLLE 1,0% 1,6% [41] 2003
Clustering GP (k=2) 21,1% 0,3% [37] 2004
Clustering GP (k=3) 2,1% 0,2% [37] 2004
Clustering GP (k=4) 5,2% 0,7% [37] 2004
Clustering GP (k=5) 6,0% 0,8% [37] 2004
Refined GP Gain (k=2) 29,6% 0,3% [37] 2004
Refined GP Gain (k=3) 6,3% 0,3% [37] 2004
Refined GP Gain (k=4) 5,1% 0,7% [37] 2004
Refined GP Gain (k=5) 6,5% 1,0% [37] 2004
Refined GP Gain Ratio (k=2) 31,7% 0,9% [37] 2004
Refined GP Gain Ratio (k=3) 31,,7% 0,9% [37] 2004
Refined GP Gain Ratio (k=4) 31,,7% 0,9% [37] 2004
Refined GP Gain Ratio (k=5) 31,,7% 0,9% [37] 2004
Simple GP 5,6% 1,1% [37] 2004

C4.5 5,9% - [37] 2004

Bagged C4.5 5,0% - [37] 2004
Boosted C4.5 5,0% - [37] 2004
CEFR-Miner 4,7% 7,1% [37] 2004

ESIA 4,7% 0,0% [37] 2004

EDRL 4,0% 0,0% [35] 1998

Tabela 5.2 — Melhores resultados por algoritmo e por autor para o problema Iris Data.
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Algoritmos MPPCE DPPCE Fonte | Ano Publicacao
Selective Bayesian Classifier 23,8% - [36] 2002
Naive Bayesian Classifier 24,7% - [36] 2002
C4.5 26,0% - [36] 2002
Augmented Bayesian Classifier 23,9% - [36] 2002
Clustering GP (k=2) 27,8% 0,7% [37] 2004
Clustering GP (k=3) 28,0% 0,8% [37] 2004
Clustering GP (k=4) 27,9% 0,9% [37] 2004
Clustering GP (k=5) 28,4% 0,8% [37] 2004
Refined GP Gain (k=2) 28,1% 0,8% [37] 2004
Refined GP Gain (k=3) 27,1% 0,8% [37] 2004
Refined GP Gain (k=4) 28,3% 0,7% [37] 2004
Refined GP Gain (k=5) 28,2% 0,6% [37] 2004
Refined GP Gain Ratio (k=2) 28,3% 0,5% [37] 2004
Refined GP Gain Ratio (k=3) 28,5% 0,6% [37] 2004
Refined GP Gain Ratio (k=4) 28,6% 0,5% [37] 2004
Refined GP Gain Ratio (k=5) 28,5% 0,5% [37] 2004
ESIA 29,5% 0,2% [37] 2004
EDRL 29,9% 0,8% [35] 1998

Tabela 5.3 — Melhores resultados por algoritmo e por autor para o problema German Credit.

Algoritmos MPPCE DPPCE Fonte | Ano Publicacao
SMO 2,1% - [42] 1997
Simple Logistic 3,3% - [42] 1997
LMT 2,8% - [42] 1997
1Bk 3,9% - [42] 1997
1B1 3,9% - [42] 1997
Logistic 3,0% - [42] 1997
MultClassClassifier 3,0% - [42] 1997
ThresholdSelector 2,8% - [42] 1997
Bagging 10,4% - [42] 1997
BayesNet 10,7% - [42] 1997
MultlayerPerceptron 2,8% - [42] 1997
MSM-T 3,0% - [43] 1994

Tabela 5.4 — Melhores resultados por algoritmo e por autor para o problema Diagnostic Breast

Cancer.
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Algoritmos MPPCE DPPCE Fonte | Ano Publicacédo
ClassificationViaRegression 20,2% - [42] 1997
Logistic 20,2% - [42] 1997
MultiClassClassifier 20,2% - [42] 1997
LogitBoost 20,7% - [42] 1997
SimpleLogistic 21,7% - [42] 1997
LWL 22,7% - [42] 1997

RBF Network 23,7% - [42] 1997

AdaBoostM1 23,7% - [42] 1997

SimpleCart 23,7% - [42] 1997

AttributeSelectedClassifier 23,7% - [42] 1997
NaiveBayes 22,2% - [42] 1997
NaiveBayesUpdateable 22,2% - [42] 1997
Tabela 5.5 — Melhores resultados por algoritmo e por autor para o problema Prognostic Breast
Cancer.

Algoritmos MPPCE DPPCE Fonte | Ano Publicacao
Depuration (3,2) 5,1% 4,3% [38] 2004
RelabelOnly (3,2) 5,1% 4,3% [38] 2004
RemoveOnly (3,2) 5,1% 2,9% [38] 2004

NNEE (5,5) 51% 2,9% [38] 2004

v-K-SVCR 3,3% - [39] 2006

FSSEM-TR-STD-1 44,0% 8,1% [40] 2004
FSSEM-k-TR-STD-1 12,4% 13,0% [40] 2004
FSSEM-ML-STD-1 30,6% 21,8% [40] 2004
FSSEM-k-ML-STD-1 23,6% 14,4% [40] 2004
EM-STD-1 10,0% 17,3% [40] 2004
EM-k-STD-1 37,1% 12,6% [40] 2004
FSS-Kmeans-TR-STD-2 37,3% 14,0% [40] 2004
FSS-Kmeans-k-TR-STD-2 28,1% 9,6% [40] 2004
FSS-Kmeans-ML-STD-2 16,1% 9,9% [40] 2004
FSS-Kmeans-k-ML-STD-2 18,5% 7,2% [40] 2004
Kmeans-STD-2 0,0% 0,0% [40] 2004
Kmeans-k-STD-2 33,4% 21,3% [40] 2004
RBF with Partial Supervision 18,0% - [44] 2005
K-means 8,7% 10,5% [45] 2005

Girolami 3,9% 0,9% [45] 2005

K-lines (s) 18,9% 6,6% [45] 2005

Tabela 5.6 — Melhores resultados por algoritmo e por autor para o problema Wine Data.
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Apéndices

Resultados para os testes estatisticos de normalidade, variancia e
media, por variacao de parametros nas configuracoes

Variagao Kolmogorov-Smirnov Z Resultado
Estratégia=1 0,780 Distribuicao € Normal
Estratégia=2 0,884 Distribuicao € Normal
Estratégia=3 0,726 Distribuicdo é Normal
Estratégia=4 0,815 Distribuigao € Normal
Estratégia=5 0,791 Distribuicdo é Normal
Estratégia=6 0,741 Distribuicdo é Normal
Estratégia=7 0,637 Distribuigao é Normal
Estratégia=8 0,534 Distribuicdo é Normal
Estratégia=9 0,577 Distribuicao € Normal
Estratégia=10 0,600 Distribuigao € Normal
Estratégia=11 0,834 Distribuicdo é Normal
Estratégia=12 0,873 Distribuicao € Normal

TI=20 1,480 Distribuicdo € Normal
T1=30 1,446 Distribuicao € Normal
TI=40 1,396 Distribuicdo € Normal
Nq=5 1,036 Distribuicao € Normal
No=10 0,915 Distribuicdo € Normal
No=15 1,480 Distribuicdo € Normal
Nq@=30 1,446 Distribuicao € Normal
Nc=15 1,213 Distribuicdo € Normal
Nc=30 1,446 Distribuicao € Normal
Nc=60 1,024 Distribuigao é Normal

Nc=100 0,915 Distribuicao € Normal

Nc=200 1,036 Distribuicao € Normal

Ccp=0.92 1,015 Distribuicdo é Normal

Ccp=0.95 1,480 Distribuicdo é Normal

Ccp=0.98 1,396 Distribuicdo é Normal

Ccp=0.99 1,006 Distribuicao € Normal

Ccr=0.08 1,015 Distribuicdo é Normal

Ccr=0.05 1,480 Distribuicdo é Normal

Ccr=0.02 1,396 Distribuicao € Normal

Ccr=0.01 1,006 Distribuicdo é Normal

Cqa=0.10 1,480 Distribuicao € Normal

Cq=0.20 1,446 Distribuigao € Normal

Cqo=0.30 1,396 Distribuicdo é Normal

0=0.020"pi 1,396 Distribuicao € Normal
6=0.050"pi 1,446 Distribuicdo é Normal
6=0.080"pi 1,480 Distribuicdo é Normal
Fungao Avaliagao=(1) 1,851 Distribuicao € Normal
Funcao Avaliagao=(1)/(2) 1,583 Distribuicao € Normal

Tabela 5.7 — Teste Kolmogorov-Smirnov para distribuicdo de MPPCE por variagédo de parametros
nas estratégias do NEIQ-BR.
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- - Desvio
Estratégias G.L. Média Padrio
1 8 1,875 2,475

2 8 1,375 2,387

3 8 2,000 2,976

4 8 1,750 2,188

5 8 1,500 2,070

6 8 1,250 1,753

7 8 2,500 2,507

8 8 2,250 2,550

9 8 2,500 3,024

10 8 3,125 3,182

11 8 2,375 3,335

12 8 2,375 2,875

Tabela 5.8 — Estatisticas descritivas por variagdo de estratégias.

Estratégias 1 2 3 4 5 6 7 8 9 10 11
1 - - - - - - - - - - -
2 0,699 - - - - - - - - - -
3 0,648 | 0,44 - - - - - - - - -
4 0,851 | 0,799 | 0,509 - - - - - - - -
5 0,596 | 0,936 (0,349 (0,689 - - - - - - -
6 0,39 (0,729 | 0,215 | 0,437 | 0,757 - - - - - -
7 0,522 | 0,31 |1 0,308 | 0,176 | 0,055 - - - - -
8 0,788 | 0,518 |1 0,613 | 0,4 0,221 | 0,722 - - - -
9 0,529 | 0,348 (0,885 | 0,391 | 0,258 | 0,145 | 0,846 | 0,678 - - -
10 0,297 | 0,187 (0,62 |0,183 | 0,115 | 0,051 | 0,485 | 0,397 | 0,721 - -
11 0,43 |0,287 (0,738 | 0,317 | 0,214 | 0,126 | 0,67 |0,547 (0,836 |0,913 -
12 0,378 | 0,232 (0,772 | 0,227 | 0,137 | 0,053 | 0,652 | 0,514 | 0,896 | 0,777 | 0,907

Tabela 5.9 — P-valor do teste F por variagdo de estratégias.

Estratégias 1 2 3 4 5 6 7 8 9 10 11
1 - - - - - - - - - - -
2 0,687 - - - - - - - - - -
3 0,929 | 0,650 - - - - - - - - -
4 0,916 | 0,748 | 0,851 - - - - - - - -
5 0,747 | 0,912 | 0,702 | 0,818 - - - - - - -
6 0,569 | 0,907 | 0,549 | 0,622 | 0,798 - - - - - -
7 0,624 | 0,374 | 0,722 | 0,534 | 0,399 | 0,267 - - - - -
8 0,770 | 0,490 | 0,859 | 0,680 | 0,529 | 0,376 | 0,846 - - - -
9 0,658 | 0,423 | 0,744 | 0,579 | 0,453 | 0,329 | 1,000 | 0,861 - - -
10 0,395 | 0,234 | 0,477 | 0,331 | 0,246 | 0,166 | 0,669 | 0,554 | 0,693 - -
11 0,739 | 0,502 | 0,816 | 0,664 | 0,539 | 0,413 | 0,934 | 0,934 | 0,939 | 0,652 -
12 0,715 | 0,462 | 0,801 | 0,632 | 0,496 | 0,361 | 0,927 | 0,928 | 0,934 | 0,629 | 1,000

Tabela 5.10 — P-valor do teste t por variagdo de estratégias.
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Tabela 5.11 — Estatisticas descritivas por variagdo de neurdnios na camada escondida.

o Desvio
TI G.L. Média Padrio
20 32 1,875 2,537
30 32 2,313 2,546
40 32 2,031 2,621

- Teste F Teste T

20 30 40 20 30 40
20 - - - - - -
30 0,460 - - 0,494 - -
40 0,624 | 0,827 - 0,809 | 0,665 -

Tabela 5.12 — P-valor do teste de variancia e média por neurénios na camada escondida.

- Desvio

Ng G.L. Média Padrio

5 16 1,813 2,373

10 16 2,250 2,910

15 32 1,875 2,537

30 32 2,313 2,546

Tabela 5.13 — Estatisticas descritivas por individuos quanticos.
Teste F Teste T
Na

5 10 15 30 5 10 15 30
5 - - - - - - - -
10 0,396 | - - - o645 - - B
15 0,961 | 0,392 - - 10,935 0,648 - -
30 0,459 | 0,706 | 0,460 - 10,515[0,939 (0,494 | -

Tabela 5.14 — P-valor do teste de variancia e média por individuos quanticos.

Cao G.L Média F'?aeg:’;g
0.10 32 1875 | 2537
020 32 2313 | 2,546
0.30 32 2031 | 2621

Tabela 5.15 — Estatisticas descritivas por taxa de cruzamento quantico.

Teste F Teste T
C
“ 0.10 | 0.20 | 0.30 | 0.10 | 0.20 | 0.30
0.10 - - - - - -
0.20 0,460 - - 0,494 - -
0.30 0,624 | 0,827 - 0,809 | 0,665 -

Tabela 5.16 — P-valor do teste de variancia e média por taxa de cruzamento quantico.
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- Desvio
N¢ G.L. Média Padrio
15 16 1,938 2,720
30 32 2,313 2,546
60 16 1,813 2,428
100 16 2,250 2,910
200 16 1,813 2,373
Tabela 5.17 — Estatisticas descritivas por individuos classicos.
N Teste F Teste T
C
15 30 60 100 | 200 15 30 60 100 | 200
15 - - - - - - - - - -
30 0,576 - - - - 0,640 - - - -
60 0,947 | 0,471 - - - 0,892 (0,518 - - -
100 0,505 | 0,706 | 0,409 - - 0,756 | 0,939 | 0,648 - -
200 0,946 | 0,459 | 1,000 | 0,396 - 0,891 | 0,515 | 1,000 | 0,645 -
Tabela 5.18 — P-valor do teste de variancia e média por individuos classicos.
- Desvio
Cer G.L. Média Padrio
0.08 16 2,188 2,428
0.05 32 1,875 2,537
0.02 32 2,031 2,621
0.01 16 2,438 2,732
Tabela 5.19 — Estatisticas descritivas por taxa de cruzamento classico real.
c Teste F Teste T
Ci
r 0.08 | 0.05 | 0.02 | 0.01 | 0.08 | 0.05 | 0.02 | 0.01
0.08 - - - - - - - -
0.05 0,707 - - - 0,685 - - -
0.02 0,960 | 0,624 - - 0,843 | 0,809 - -
0.01 0,635 (0,423 | 0,674 - 0,786 | 0,484 | 0,620 -

Tabela 5.20 — P-valor do teste de variancia e média por taxa de cruzamento cléssico real.

Con GL | Média Eaeg;’;g
0.92 16 2188 | 2428
0.95 32 1875 | 2537
0.98 32 2031 | 2621
0.99 16 2438 | 2.732

Tabela 5.21 — Estatisticas descritivas por taxa de cruzamento classico binaria.
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c Teste F Teste T
Cb

0.08 | 0.05 | 0.02 | 0.01 | 0.08 | 0.05 | 0.02 | 0.01
0.92 - - - - - - -
0.95 0,707 - - 0,685 - - -
0.98 0,960 | 0,624 - 0,843 0,809 - -

0.99 0,635 (0,423 | 0,674

0,786 | 0,484 | 0,620 -

Tabela 5.22 — P-valor do teste de variancia e média por taxa de cruzamento classico binaria.

o Desvio

0 G.L. Média Padrio
0.020*pi 32 2,031 2,621
0.050*pi 32 2,313 2,546
0.080*pi 32 1,875 2,537

Tabela 5.23 — Estatisticas descritivas por velocidade de atualizagéo 6.

Teste F Teste T
0
0.020*pi | 0.050*pi | 0.080*pi | 0.020*pi | 0.050*pi | 0.080*pi
0.020*pi - - - - - -
0.050*pi 0,827 - - 0,665 - -
0.080*pi 0,624 0,460 - 0,809 0,494 -

Tabela 5.24 — P-valor do teste de variancia e média por velocidade de atualizacéo 6.

Resultados para modelagem manual dos problemas da cooperativa

de crédito por redes neurais e algoritmo de retropropagacao

Neurénios SSE MPPCE
Camada Escondida Treino | Teste | Normal | Excedeu | Total
(n® atributos + n® classes) /2 = 16 2,896 | 0,867 64,0% 73,4% | 69,4%
n? atributos = 29 2,819| 0,837 | 64,8% 74,1% | 70,1%
n® classes = 2 2,972| 0,843| 61,0% 75,6% | 69,5%
n? atributos + n° classes = 31 2,863 | 0,856 | 68,4% 70,4% | 69,6%
4 neurénios 2,921 | 0,849| 69,3% 69,6% | 69,5%
6 neurdnios 2,874| 0,838| 68,3% 71,7% | 70,3%
8 neurdnios 2,876 | 0,853 | 67,2% 71,2% | 69,5%

Tabela 5.25 — MPPCE por variagéo de neurdnios na camada escondida, problema crédito de limite

especial.
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Neurdnios SSE DPPCE
Camada Escondida Treino | Teste | Normal | Excedeu | Total
(n? atributos + n® classes) /2 = 16 0,126 | 0,070 8,7% 7,3% | 0,6%
n® atributos = 29 0,077 | 0,083 4,4% 2,1% | 2,0%
n® classes = 2 0,106 | 0,067 2,3% 3,6% | 2,0%
n2 atributos + n? classes = 31 0,075 | 0,047 0,7% 0,8% | 0,2%
4 neurdnios 0,066 | 0,059 1,2% 0,8% | 0,1%
6 neurdnios 0,096 | 0,080 1,3% 2,1% | 1,8%
8 neurdnios 0,100 | 0,067 2,3% 1,4%| 0,3%

Tabela 5.26 — DPPCE por variagdo de neurbnios na camada escondida, problema crédito de limite

especial.

Duragéo da Fase SSE MPPCE

de Treinamento | Treino | Teste | Normal | Excedeu | Total
25 2,865| 0,842| 65,4% 73,8% | 70,2%
50 2,821 | 0,841 65,8% 72,9% | 69,9%
100 2,898 | 0,857| 65,1% 73,9% | 70,2%
200 2,875| 0,842 68,2% 71,1% | 69,9%
400 2,854 | 0,835| 67,0% 72,6% | 70,2%
800 2,918 | 0,853| 66,7% 71,8% | 69,6%

Tabela 5.27 — MPPCE por variagéo de fase de treinamento, problema crédito de limite especial.

Duragao da Fase SSE DPPCE

de Treinamento | Treing | Teste | Normal | Excedeu | Total
25 0,064 | 0,066 4,3% 6,3% | 1,9%
50 0,081 | 0,081 3,1% 44% | 1,3%
100 0,088 | 0,068 2,4% 0,5% | 1,1%
200 0,101 | 0,051 0,5% 0,2% | 0,2%
400 0,095 | 0,064 1,0% 2,7% | 1,1%
800 0,030 | 0,063 3,4% 1,4% | 0,8%

Tabela 5.28 — DPPCE por variagéo de fase de treinamento, problema crédito de limite especial.

Neurdnios SSE MPPCE

Camada Escondida Treino | Teste | Adimplente | Inadimplente | Total
(n2 atributos + n® classes) / 2 = 17 0,090 | 1,283 93,2% 82,1% | 93,2%
n® atributos = 32 0,096 | 1,076 94,7% 72,9% | 94,5%
n® classes = 2 0,111 ] 1,328 94,3% 721% | 94,2%
n? atributos + n? classes = 34 0,084 | 1,379 93,2% 78,4% | 93,1%
4 neurodnios 0,119| 1,219 94,0% 81,6% | 93,9%
6 neurénios 0,078 | 1,427 92,1% 87,9% | 92,1%
8 neuronios 0,063 | 1,523 91,7% 87,1% | 91,7%

Tabela 5.29 — MPPCE por variagdo de neurbnios na camada escondida, problema empréstimos

financeiros.
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Neurénios SSE DPPCE
Camada Escondida Treino | Teste | Adimplente | Inadimplente | Total
(n® atributos + n® classes) /2 =17 0,026 | 0,363 1,6% 6,2% | 1,5%
n® atributos = 32 0,053 | 0,272 1,9% 16,5% | 1,8%
n® classes = 2 0,070 | 0,450 2,7% 20,3% | 2,6%
n? atributos + n? classes = 34 0,050 | 0,195 1,5% 13,0% | 1,5%
4 neurdnios 0,124 | 0,550 3,2% 7,4% | 3,1%
6 neurdnios 0,049 | 0,369 3,1% 6,2% | 3,0%
8 neurdnios 0,046 | 0,366 1,3% 2,5% | 1,3%

Tabela 5.30 — DPPCE por variagdo de neur6nios na camada escondida, problema empréstimos

financeiros.

Duragéo da Fase SSE MPPCE

de Treinamento | Trgino | Teste | Adimplente | Inadimplente | Total
25 0,097 | 1,422 93,5% 76,8% | 93,4%
50 0,074 | 1,436 92,8% 82,3% | 92,8%
100 0,100 | 1,266 94,3% 82,4% | 94,2%
200 0,121 | 1,058 95,2% 76,8% | 95,1%
400 0,076 | 1,413 92,4% 80,0% | 92,3%
800 0,103 | 1,186 94,9% 74,4% | 94,7%

Tabela 5.31 — MPPCE por variagéo de fase de treinamento, problema empréstimos financeiros.

Duragéao da Fase SSE DPPCE
de Treinamento | Treino | Teste | Adimplente | Inadimplente | Total
25 0,056 | 0,254 1,5% 12,9% | 1,4%
50 0,045| 0,418 2,6% 53% | 2,6%
100 0,055| 0,176 2,0% 9,7% | 1,9%
200 0,066 | 0,145 2,1% 12,9% | 2,0%
400 0,030 | 0,406 2,4% 9.4% | 2,3%
800 0,042 | 0,223 1,6% 16,5% | 1,5%

Tabela 5.32 — DPPCE por variacdo de fase de treinamento, problema empréstimos financeiros.
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