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4
Fundamentacao Tedrica

4.1
Geoestatistica

A Geoestatistica é um ramo da Estatistica Aplicada e da Matematica
que nasceu da necessidade de se ter uma ferramenta, mais poderosa que a
Estatistica Classica, que permitisse a interpretacdo e a manipulagao mais
adequadas de dados provenientes de medicoes efetuadas na Terra. Segundo
[43], dados dessa natureza apresentam uma correlacao espacial, que acontece
em maior ou menor grau, dependendo da distancia que os separa, ou seja, a
similaridade entre duas medicoes serd tao maior quanto menor for a distancia
entre os pontos de coleta. Esse comportamento ¢ tipico de fendmenos ditos
regionais e sao representados pelas variaveis regionalizadas que sao o objeto
de estudo da Geoestatistica. Essa variabilidade leva em consideracao tanto a
heterogeneidade quanto a direcionalidade em conjuntos de dados.

A utilidade da Geoestatistica fica evidente com a ilustragao da Figura 4.1.
Apesar da imagem a esquerda ter uma aparéncia quase aleatoria, ainda assim
é possivel observar um alinhamento preferencial de noroeste para sudeste. No
caso da imagem a direita, hd um alto grau de continuidade espacial e de
anisotropia que mantém o alinhamento de noroeste para sudeste. Visualmente
as imagens sao bastante diferentes, contudo seus valores de média e de variancia
sao exatamente os mesmos, o que expoe a limitacao da Estatistica Classica ao

representar esses dados.

Figura 4.1: Distribuigoes de pontos diferentes com os mesmos valores de
média e de variancia (Fonte: Chambers, 2000)
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As origens da Geoestatistica remontam ao inicio dos anos 50, quando
D. G. Krige e H. S. Sichel desenvolveram um método empirico para estimar
reservas minerais ([44]). Porém, esse método sé recebeu um tratamento formal
no inicio dos anos 60, quando G. Matheron elaborou a sua Teoria das Varidveis
Regionalizadas ([45]). Na édrea de petréleo, a Geoestatistica s6 foi introduzida
em meados dos anos 70, época em que se espalhou também por varias outras
areas devido, principalmente, ao advento dos computadores de alta velocidade.

O processo de caracterizagao de um reservatorio envolve a construgao de
uma série de mapas que sao modelos numéricos da distribuicao espacial de
propriedades do reservatorio como, por exemplo, porosidade e permeabilidade.
A grande dificuldade por tras da construgao desses mapas é a escassez de
dados reais medidos diretamente no campo, pois, é a partir desses poucos
dados que se faz a interpolacao de todos os pontos nao amostrados do
reservatorio. A qualidade dessa caracterizacao é fundamental para se obter
previsoes mais precisas a respeito do comportamento do reservatoério, por isso,
os mapas que compoem o modelo de um reservatério devem representar as suas
heterogeneidades com a maior fidelidade possivel. Para atingir esse objetivo, a
Geoestatistica tem sido uma ferramenta amplamente aceita para a construcao
desses mapas, especialmente quando incorpora dados secundarios como, por

exemplo, dados provenientes de andlise sismica em 3D e, mais recentemente,

em 4D ([46]).

4.1.1
Variograma e Krigagem

O interesse por tras da analise de continuidade espacial é quantificar a
variabilidade de um conjunto de amostras de um atributo que estao separadas
por uma determinada distancia h e dispostas em uma determinada direcao.
A forma mais comum de analisar a continuidade espacial de um conjunto de
dados é através do calculo do variograma. O variograma é uma medida de
dissimilaridade entre amostras espacialmente distribuidas e, por isso, tende a
aumentar a medida que aumenta a distancia entre as amostras. Esse aumento
ocorre até que um limite, denominado patamar, seja atingido. A partir dai
a correlagdo entre as amostras praticamente deixa de existir. Segundo [47],
o variograma mede o grau de dependéncia espacial entre um conjunto de
amostras e, para a sua construcao, é calculada a soma dos quadrados das
diferencas das amostras, dada uma distancia de separacao e uma direcao,

conforme ilustra a Equacao 4-1.
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Onde:

h é a distancia de separacao dos pontos;

v(h) é o variograma dos pontos separados pela distancia h;
N(h) é o ntimero de pontos separados pela distancia h;
Zirn ¢ o0 valor da amostra distante h unidades da amostra ;

x; é o valor da amostra 1.

Visto que tanto a direcao quanto a distancia de separacao entre as
amostras influenciam o céalculo do variograma, uma analise criteriosa da
continuidade espacial implica em calcular o variograma para varias distancias

e diregoes diferentes. Com isso, é possivel identificar:

e o tamanho da zona de influéncia em torno de uma amostra, pois toda
amostra cuja zona de influéncia é maior ou igual a distancia entre a
amostra e um ponto a ser estimado fornece informagoes sobre aquele

ponto;

e a anisotropia, caso os variogramas apresentem comportamentos diferen-

tes para direcoes de linhas de busca diferentes;

e ¢ a continuidade, de acordo com a forma do variograma.

Para estimar valores nao amostrados de uma varidvel regionalizada é
necessario conhecer a funcao variograma para todos os azimutes e distancias
possiveis. Isso exige que o variograma calculado experimentalmente seja ajus-
tado a um modelo tedrico para que a variancia do erro seja conhecida em
qualquer localizacao. Ha diversos modelos tedricos possiveis, mas os mais co-
muns sao os modelos esférico, exponencial, linear (sem patamar) e gaussiano.
Segundo [47], a escolha do modelo tedrico mais apropriado, geralmente, é feita
depois de vérias tentativas e depende da experiéncia do profissional. A va-
lidacao cruzada é uma ferramenta que pode ser utilizada para avaliar a escolha
adotada, apesar de ela nao provar que o modelo escolhido é o mais correto e
sim que ele nao ¢ totalmente incorreto.

Depois de estabelecido o modelo tedrico do variograma, a estimagao dos
valores nao amostrados é realizada através da krigagem. Em [47], a krigagem
¢ definida como uma técnica deterministica de interpolacao que estima valores

de variaveis distribuidas no espaco a partir de valores adjacentes que sao
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considerados interdependentes pelo variograma. A krigagem usa as informagoes
do variograma para encontrar os pesos 6timos que sao associados as amostras
utilizadas para estimar um ponto. A estimativa de um ponto por krigagem

simples é dada pela Equagao 4-2.

To = My + Z w; - (T — my,) (4-2)
i=1

Onde:

t = 0 ¢é o indice do ponto a ser estimado;
xo € o valor estimado do ponto;
m, € a média constante da variavel x;

7

w; € o peso da krigagem da amostra ;

x; € o valor da amostra ¢;

n é o numero de pontos.

Segundo [46], a krigagem simples parte do principio de que a média das
amostras (m,) é constante e este valor de média deve ser inicialmente fixado.
Isso significa que as médias locais, ou seja, as médias das amostras em torno
dos pontos a serem estimados, sao consideradas relativamente constantes e de
valor muito semelhante a média de todas as amostras.

Os pesos w; 6timos associados as amostras envolvidas na estimativa de
um ponto sao aqueles que minimizam a variancia do erro de estimacao. Isso
corresponde a minimizar uma fungao de erro quadratico parametrizada em
termos da covariancia espacial da variavel x. Na pratica, a obtencao desses
pesos 60timos corresponde a solugao de um sistema de equacgoes semelhante ao
apresentado na Equagao 4-3. Segundo [46], os elementos da diagonal principal
da matriz sao todos iguais a variancia da variavel regionalizada x. O vetor
a direita do sinal de igualdade é obtido a partir do cédlculo das covariancias
espaciais entre as amostras disponiveis e o ponto a ser estimado. A matriz de
krigagem captura a informagao sobre a correlacao das amostras enquanto o
vetor de krigagem apresenta a informacao sobre a correlacao espacial entre a

localizagao do ponto a ser estimado e as localizagoes das amostras.

Cnn Ci ... Cyy wq Cor
Co1 Coy ... Oy, w2 Co2

Cnl Cn2 Cnn W, COTL
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Onde:

1 =0 é o indice do ponto a ser estimado;
C;; ¢ a covariancia espacial estimada entre os pontos i e j;

w; é 0 peso associado ao ponto i.

E importante observar que o sistema de krigagem depende apenas da
configuracao das amostras em relagao a localizagao do ponto a ser estimado e
nao propriamente dos valores das amostras. Uma vez calculados, esses pesos
sao usados para estimar o valor de um ponto, através da Equacao 4-2, em
uma situagao semelhante a apresentada na Figura 4.2. A Figura 4.3 ilustra
um exemplo de um mapa completo construido por meio de krigagem, onde os

pontos em destaque representam as amostras.

X Xy

Figura 4.3: Mapa construido atraves de krigagem

De forma semelhante a krigagem simples, a interpolagao de pontos pode
ser feita também por krigagem ordindria. No caso da krigagem ordinaria,
a estimativa de um ponto também é dada pela Equagao 4-2. Contudo, o
calculo da média m,, considera que as médias locais nao estao necessariamente

proximas da média de todas as amostras. Por isso, nesse caso, a cada nova
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estimativa o valor de m, deve ser calculado a partir dos valores das amostras
que estao na vizinhanca do ponto a ser estimado.

Os métodos de krigagem simples e ordindria, porém, nao levam em
consideracao as relagoes existentes entre a propriedade em estudo e as outras
propriedades. Para considerar essas relagoes pode-se usar a cokrigagem, uma
extensao multivariada da krigagem cujo objetivo é estimar o valor de uma
propriedade em um local, combinando as medidas da mesma propriedade
em outras localizagoes, com medidas de outra variavel que apresente uma
correlacao cruzada com a primeira. Além dessas, hé outras formas de krigagem

cujos detalhes podem ser encontrados em [48] e [49].

4.1.2
Simulacao Sequencial

Segundo [50], as propriedades de interesse para a caracterizagao de um
reservatério como, por exemplo, porosidade e permeabilidade, sao o resultado
de processos fisicos e quimicos altamente complexos. Esses processos estabe-
lecem um padrao espacial para essas propriedades e é importante entender
suas escalas e seus aspectos direcionais, a fim de criar modelos realistas que
colaborem para aumentar a eficiéncia na producao de hidrocarbonetos. Além
da variabilidade espacial, que aumenta a complexidade dessas propriedades, a
escassez de dados reais também contribui para dificultar ainda mais a tarefa de
estimar os valores dessas propriedades em outros pontos do reservatorio. De-
vido a isso, € inevitavel a consideracao de existéncia de incerteza na estimacao
desses pontos.

Como visto na Secao 4.1.1, a krigagem é um método deterministico
de interpolacao que retorna apenas uma solucao que é a melhor estimativa,
ou seja, aquela que minimiza a variancia do erro de estimacao. Portanto, o
mapa construido com a krigagem é uma estimativa suavizada. Porém, obter
a melhor estimativa pode nao ser o objetivo do especialista, uma vez que
este pode estar interessado em saber mais a respeito da variablidade espacial
da variavel regionalizada. Para estudar a variabilidade espacial utiliza-se a
simulagao sequencial que, segundo [47], permite a geracao de uma infinidade de
realizacoes diferentes de mapas onde cada um tem aproximadamente o mesmo
variograma e a mesma variancia dos dados originais. Teoricamente a média
de uma grande quantidade de mapas gerados por simulagao fornece resultados
mais realistas e, portanto, mais confidveis para prever o comportamento do
reservatério. Além disso, a variacao identificada entre as realizagoes representa
uma medida de incerteza associada as estimativas.

A simulacao sequencial é um processo iterativo que consiste em, inicial-
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mente, estabelecer um caminho aleatério de visitagao dos pontos nao amostra-
dos de um mapa. Em seguida, a cada iteracao, visita-se um ponto do caminho,
estima-se a distribuicao probabilistica condicional local e sorteia-se um valor
aleatorio para o ponto a partir da distribuicao probabilistica estimada. Para
estimar a distribuicao de probabilidade em torno de um ponto leva-se em consi-
deracao tanto os dados reais disponiveis no mapa, quanto os pontos estimados
em iteragoes anteriores. Vale lembrar que, assim como acontece na interpolagao
deterministica, é possivel também incorporar dados secundarios ao processo
de simulagao. Para gerar as diversas realizacoes de um mapa, basta repetir
o processo de simulacao com um caminho aleatério diferente. O algoritmo de

simulagao sequencial esta ilustrado na Figura 4.4.

inicio

definir caminho
aleatério

N > numero de

¥ 3

pontos?
nao sortear valor
¥ aleatorio
sim | visitar ponto néo l
simulado
acrescentar valor

l sorteado aos dados
condicionantes

calcular distribuigéo
de probabilidade

retornar mapa

Figura 4.4: Fluxograma da simulagao sequencial

H4& pelo menos dois tipos de simulacao sequencial, a simulacao sequencial
indicadora (SIS) e a simulacao sequencial gaussiana (SGS). A SIS ¢ utilizada
na simulacao de propriedades categdricas como, por exemplo, as litofacies
arenito e folhelho. J4 a SGS é utilizada na simulagao de propriedades continuas

como, por exemplo, as propriedades petrofisicas permeabilidade e porosidade.


DBD
PUC-Rio - Certificação Digital Nº 0621331/CA


PUC-RIo - Certificacdo Digital N° 0621331/CA

Capitulo 4. Fundamentacdo Tedrica 45

A diferenca entre esses dois tipos de simulacao esta justamente na forma como
a distribuicao probabilistica condicional local é estimada.

Na SIS, a distribuicao é calculada por meio da krigagem indicadora que,
para o caso mais comum, que envolve apenas duas categorias, ¢ determinada

segundo as Equagoes 4-4 e 4-5.

i—1
P, (Z) =Te T ij ’ (xj - 7T61) (4'4)
j=1

Onde:

¢ é o indice do ponto a ser estimado;

j € o indice de um ponto amostrado ou estimado anteriormente;
P., é a probabilidade de ocorréncia da categoria cy;

P,, é a probabilidade de ocorréncia da categoria cy;

7., € 0 valor esperado da categoria cy;

w; ¢ o peso da krigagem do ponto j ;

x; é o valor do ponto j.

A krigagem indicadora aproxima a distribui¢do condicional. Logo, a
probabilidade de ocorréncia da categoria c¢; pode ser reescrita conforme a

Equacao 4-6.

P (i) = P(z; = 1z1, -+, 2i1) (4-6)

Na SGS a krigagem é utilizada para calcular os parametros de média e
de variancia da distribuicao gaussiana que é utilizada para o sorteio aleatério
dos pontos. Os valores de média e de variancia sao determinados segundo as

Equacoes 4-7 e 4-8.

i—1
T =my + Z wj - (x; —my) (4-7)
j=1
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i—1
0'2-220'2—2'11}]"01']' (4—8)
j=1

Onde:

¢ € o indice do ponto a ser estimado;

j € o indice de um ponto amostrado ou estimado anteriormente;
x; ¢ a média da distribuicao normal local no ponto ¢;

m, é a média constante da variavel x;

w; € o peso da krigagem do ponto j;

0; ¢ a variancia da distribuicao normal local no ponto i;

0, € a variancia constante da variavel x;

C;j ¢ a covariancia espacial estimada entre os pontos i e j.

4.1.3
Geoestatistica de Muiltiplos Pontos

Segundo [51], os métodos geoestatisticos convencionais, baseados no
calculo do variograma, nao sao os mais adequados para a construcao de
modelos onde os objetos ou estruturas a serem representados sao curvilineos.
Exemplos bastante comuns sao os canais sinuosos de permeabilidade em um
reservatério de petroleo. Para a criacao de modelos dessa natureza, que sejam
realmente representativos, é necessario langar mao de métodos estatisticos que
considerem multiplos pontos de uma s6 vez. Enquanto o variograma se limita
a calcular a variabilidade espacial entre pares de pontos, a Geoestatistica de
Muiltiplos Pontos, como o proprio nome indica, calcula essa variabilidade entre
varios pontos distribuidos no espaco. Com isso, torna-se possivel modelar com
maior fidelidade as nao linearidades proprias de determinadas propriedades de
um reservatoério.

Porém, durante a caracterizagao de um reservatorio, os dados reais dis-
poniveis, ou seja, os dados vindos de medicoes realizadas no campo, raramente
sao suficientes para permitir a inferéncia das estatisticas de multiplos pontos.
Para contornar essa limitagao foi proposto em [52] um algoritmo de simulagao
sequencial por indicadores que infere as estatisticas de multiplos pontos a par-
tir de imagens de treinamento e, em seguida, utiliza essas estatisticas para a
geracao do modelo geoestatistico numérico.

Uma imagem de treinamento é uma representagao puramente conceitual

dos padroes esperados das heterogeneidades geoldgicas presentes no modelo
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do reservatorio. Na construcao de um modelo geoestatistico, mais de uma
imagem de treinamento pode ser usada, tanto para representar as diferentes
escalas de variabilidade, quanto os estilos das heterogeneidades. Segundo [53],
fotografias interpretadas, dados de sensoriamento remoto, ou ainda esbogos
desenhados a mao podem ser usados para construir imagens de treinamento.
A inferéncia das estatisticas a partir da imagem de treinamento elimina a
necessidade de calcular o variograma para identificar a variabilidade espacial
dos dados e também a necessidade da krigagem para derivar as probabilidades
condicionais. A Figura 4.5 apresenta dois exemplos possiveis de imagens de
treinamento. A primeira representa uma propriedade categorica que pode
assumir trés valores distintos: branco, preto ou cinza. A segunda representa
uma propriedade continua que pode assumir qualquer valor entre branco e

preto, segundo uma escala de cinza.

Figura 4.5: Imagens de treinamento para propriedades categérica e continua
(Fonte: Switzer, 2008)

Segundo [51], o algoritmo proposto originalmente em [52] apresenta um
custo computacional extremamente elevado, pois, durante a simulacao, para
cada ponto nao amostrado, é necessario percorrer toda a imagem de treina-
mento para calcular a probabilidade condicional associada ao ponto. A fim de
melhorar sua eficiéncia, foi proposto em [51] o algoritmo de simulagao sequen-
cial SNESIM, que é uma extensao do algoritmo original em que a imagem de
treinamento é percorrida apenas uma vez no processo de simulagao de pontos.
Em [54] sao apresentados os detalhes de utilizacao do algoritmo SNESIM e,
além disso, sao feitas andlises de sensibilidade que avaliam os impactos cau-
sados pela variacao de uma série de parametros que sao considerados pelo
algoritmo quando uma simulagao é realizada.

Apesar do aumento de eficiencia em relagao ao algoritmo original, o
SNESIM esta limitado a simulacao apenas de propriedades categdricas como,
por exemplo, mapas de facies, nao se aplicando, portanto, a simulacao de mapas
de propriedades como permeabilidade e porosidade, que sao constituidos de

valores continuos. Para superar a limitacao imposta pelo SNESIM, foi proposto
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em [55] e [56] o algoritmo de simulacao sequencial FILTERSIM que, além de
simular tanto propriedades categéricas quanto continuas, apresenta também
um baixo consumo de memoéria a um custo razoavel de CPU quando comparado
ao SNESIM. O FILTERSIM também extrai as estatisticas de multiplos pontos
a partir de imagens de treinamento, porém de uma forma diferente de como
sao extraidas no algoritmo SNESIM. O algoritmo FILTERSIM, que é parte do

modelo de solucao proposto no Capitulo 5, é apresentado em detalhes a seguir.

Algoritmo FILTERSIM

O algoritmo FILTERSIM é dividido em duas etapas, uma de classificacao
dos padroes presentes na imagem de treinamento e uma de simulacao da
propriedade em questao. Na etapa de classificacao, inicialmente o algoritmo
recebe uma imagem de treinamento sobre a qual a classificacao deve ser
realizada. Vale ressaltar que essa imagem de treinamento deve representar
adequadamente as heterogeneidades da propriedade em estudo, seja essa uma
propriedade categérica ou continua (Figura 4.5). O passo seguinte, ainda dentro
da etapa de classificacao, consiste em atribuir um conjunto de pontuacoes
a cada ponto da imagem de treinamento de acordo com o padrao ao redor
daquele ponto. Para isso, seja X (i,j) o valor na posigao (i,j) da imagem
de treinamento. A pontuagdo Sf(i,j), onde f € {1,...,6}, para o padrao na
vizinhanga de (7, j) é definida pela aplicacao de um filtro f(u,v), segundo a

Equagao 4-9.

Si6ig) = 30 S X(iduj+v)- flu,) (4:9)

Vv=—Nu=—"m

Onde:
a dimensao da vizinhanga local é (2n + 1) x (2n + 1).

A representacao grafica dos filtros a serem aplicados a imagem de
treinamento sao apresentados na Figura 4.6. Nesse exemplo o tamanho dos
filtros é de 15 x 15 pixels (n = 7), mas este valor pode variar.

As defini¢oes matematicas dos filtros f(u,v) sdo dadas pelas Equagoes
4-10 a 4-15:

e fi: filtro de média Norte - Sul.

(4-10)
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Figura 4.6: Filtros a serem aplicados & imagem de treinamento (Adaptado de
Switzer, 2008)

o fy: filtro de média Leste - Oeste, que é obtido mediante uma rotacao de

90° em fl-

fo(u,v) =1 Jul (4-11)
n
o f5: filtro de gradiente Norte - Sul.
v
i) = (112

e f4: filtro de gradiente Leste - Oeste, que é obtido mediante uma rotagao
de 90° em f3.

Sie

Ja(u,v) (4-13)
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e f5: filtro de curvatura Norte - Sul.

fs(u,v) = M — (4-14)

n

e fs: filtro de curvatura Leste - Oeste, que é obtido mediante uma rotacao
de 90° em f5.

_ 2y

fo(u,v) 1 (4-15)

n

O célculo da pontuagao em um dado ponto da imagem ¢é exemplificado
na Figura 4.7, onde o filtro f; é aplicado a um padrao especifico da imagem

de treinamento.

15 1
1o — —
05 O
5 aplicagéo do filtro pontuagio
a um padrio associada ao
0

S o s daimagem pixel central
dréo local pontuagio
filtro £, pa

Figura 4.7: Aplicagao do filtro a imagem de treinamento (Adaptado de
Switzer, 2008)

Apoés a aplicacao do conjunto de filtros a todos os pontos da imagem
de treinamento, classificam-se todos os padroes identificados na imagem de
acordo com os 6 valores de pontuacao atribuidos ao seu ponto central. Para
isso, calcula-se a distribuicao de frequéncia dos valores de pontuacao de cada
filtro. Em seguida divide-se cada distribuicao de frequéncia em n partes de
forma que todas elas tenham a mesma frequéncia. Em [53] sugere-se a divisao
em 5 partes, conforme ilustra a Figura 4.8. Assim, o espago hexadimensional
de pontuacoes é particionado em 5% células.

Uma vez estabelecidas as células, associa-se cada padrao de treinamento
a célula que corresponde a combinacao das 6 pontuagoes atribuidas ao padrao.
Apesar da grande quantidade de células (5%), na pratica muitas dessas células
nao terao padroes associados devido a inexisténcia de padroes que apresen-
tem as combinagoes de pontuagoes correspondentes. As células que possuem
padroes associados representam as classes e, para cada classe, calcula-se um

protétipo que é dado pela média de todos os padroes presentes na classe. Na
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Figura 4.8: Particionamento das distribuicoes de frequéncia

Figura 4.9 ¢ apresentado um exemplo de um conjunto de padroes pertencen-
tes a uma mesma classe e o seu prototipo correspondente. Na Figura 4.10 é

apresentado um fluxograma que resume os passos da etapa de classificacao do

algoritmo FILTERSIM.
ndnchndndning:

X=X ~

IR XD

o e I D XX

Figura 4.9: Padroes pertencentes a uma classe e seu prototipo correspondente
(Adaptado de Switzer, 2008)

AL KA

Uma vez finalizada a etapa de classificagao dos padroes da imagem de
treinamento, inicia-se a etapa de simulacao dos valores da propriedade em
estudo. A etapa de simulacao segue os principios da simulacao sequencial e, por
isso, inicialmente é preciso estabelecer um caminho aleatério para a visitagao
de todos os blocos do modelo do reservatério onde o valor da propriedade deve
ser estimado.

Para determinar o valor da propriedade em um bloco é necessario,
primeiramente, verificar se existem dados condicionantes na regiao em torno
desse bloco. A regiao a ser verificada tem uma quantidade de blocos igual

a quantidade de pontos dos padroes que foram inicialmente classificados,
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Figura 4.10: Fluxograma da etapa de classificacao do algoritmo FILTERSIM

sendo o bloco a ser simulado o centro dessa regiao. Caso nao existam dados
condicionantes em torno do bloco a ser simulado, seleciona-se um padrao
aleatorio, pertencente a um protétipo aleatorio, e substitui-se a regiao do
modelo pelo padrao selecionado. Caso existam dados condicionantes em torno
do bloco, seleciona-se o prototipo mais proximo ao padrao em torno do bloco

segundo a funcao de distancia dada pela Equacao 4-16:

d(R. P) = iwk > iy ek (in) — yi(in)| (4.16)

n
k=1 k
Onde:

R é a regiao em torno do bloco a ser simulado;
P é o prototipo;

k ¢é o tipo de dado condicionante;

w € o peso atribuido a cada tipo de dado;

1 ¢ a localizagao do ponto na imagem;

x é o valor da propriedade no padrao;

y € o valor da propriedade no protétipo;

n é o numero de pontos.

Os dados condicionantes podem ser de 3 tipos:

e valores rigidos, provenientes de medicoes feitas no préprio reservatorio;
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e valores estimados em iteracoes anteriores durante o processo de si-
mulacao;
e valores provenientes de partes de padroes associados aos blocos simulados

anteriormente.

Uma vez identificado o protétipo mais préximo do padrao em torno do
bloco, seleciona-se aleatoriamente um padrao pertencente a classe representada
pelo protoétipo e substitui-se a regiao do modelo pelo padrao selecionado.
Esse procedimento é repetido até que todos os blocos do reservatério sejam
simulados.

A distancia calculada segundo a Equagao 4-16 é mais adequada para os
casos em que o modelo a ser simulado tem apenas duas dimensoes. Para mo-
delos com trés dimensoes o custo computacional aumenta consideravelmente,
principalmente em casos em que a imagem de treinanemto é mais complexa.
Essa limitacao é contornada em [57], onde é proposta uma nova maneira de
calcular essa distancia, que reduz significativamente o seu custo computacio-
nal. Na Figura 4.11 é apresentado um fluxograma que resume os passos da
etapa de simulacao do algoritmo FILTERSIM.

4.2
Inteligéncia Computacional

Desde a invencao dos primeiros computadores eletronicos digitais, a quan-
tidade e a complexidade das tarefas atribuidas a essas maquinas vém au-
mentando consideravelmente. O que antes era restrito a geracao de tabelas
de calculo de trajetérias balisticas, como foi o caso do computador ENTAC
durante a 2* Guerra Mundial, evoluiu para a execucao de tarefas bem mais
ambiciosas. Técnicas computacionais essencialmente exatas e deterministicas
passaram a dividir espaco com técnicas aproximadas e nao deterministicas, que
estao bem mais proximas da forma como o ser humano e a propria natureza se
comportam. Técnicas desse tipo, que se inspiram em comportamentos obser-
vados na natureza, sao comumente denominadas “inteligentes” e constituem
um ramo da Ciéncia da Computagao conhecido como Inteligéncia Computa-
cional. Elas sao empregadas, principalmente, na solucao de problemas para
0s quais nao existem procedimentos efetivos capazes de soluciona-los satisfa-
toriamente. Problemas assim, geralmente podem ser modelados como tarefas
de aprendizagem, percepcao, previsao, adaptacao ou evolucao, e estas sao as
principais caracteristicas presentes nas técnicas de Inteligencia Computacional.
Atualmente a Inteligéncia Computacional compreende um grande conjunto de
técnicas, mas as de maior destaque sao as Redes Neurais Artificiais ([58], [59],
[60]), a Logica Nebulosa ([61], [62]) e os Algoritmos Genéticos ([63], [64]).
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Figura 4.11: Fluxograma da etapa de simulacao do algoritmo FILTERSIM

4.2.1
Redes Neurais

Uma rede neural artificial, ou simplesmente rede neural, é um modelo
matematico nao-linear, inspirado na estrutura e operagao do cérebro humano,
usado para encontrar relacionamentos complexos entre conjuntos de dados de
entrada e de saida. Esse modelo é usado principalmente na solucao de pro-
blemas que envolvem reconhecimento de padroes e aproximacao de funcoes.
Semelhantemente ao sistema nervoso biolégico, uma rede neural também é
formada por unidades elementares, denominadas neuronios artificiais, que efe-
tuam operagoes muito simples. Esses neuronios encontram-se interconectados
de forma que cada neuronio recebe e envia informacoes para neurdnios vizi-

nhos. A interconexao e o paralelismo dos neuronios tornam a rede neural eficaz
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na tarefa de encontrar uma funcao que seja capaz de aproximar dados nao li-
neares, incompletos e ruidosos. Esse pontencial de aproximagao é a principal

vantagem das Redes Neurais perante outros métodos de interpolagao.

4.2.2
Légica Nebulosa

A Loégica Nebulosa, por sua vez, é uma técnica que se inspira nas
imprecisoes inerentes ao discurso em linguagem natural, para a modelagem
de sistemas de maneira mais realista e flexivel. Quando se diz, por exemplo,
que “o dia estda quente”, o significado do termo “quente” nao é precisamente
estabelecido. Entretanto, essa imprecisao nao compromete o entendimento do
conceito que se quer expressar. Apesar de os seres humanos lidarem com
essas imprecisoes de uma maneira bastante natural, a matematica tradicional,
especificamente a teoria classica de conjuntos, nao é suficientemente adequada
para modelar essas imprecisoes. Uma vez que um conjunto classico apresenta
uma fronteira muito bem definida, é necessario estabelecer um limiar, a partir
do qual um valor passa a pertencer ao conjunto das temperaturas quentes e
abaixo do qual deixa de pertencer.

O senso comum, no entanto, sugere que a transicao entre as temperaturas
quentes e nao quentes nao acontece de forma tao abrupta, e sim de uma
forma mais suave. Assim, foram propostos em [65] os conjuntos nebulosos, que
permitem que situacoes como a que foi exemplificada sejam adequadamente
representadas. A partir dos conjuntos nebulosos foi criado todo um arcabougo
l6gico ([66], [67], [68]) que permitiu o surgimento da Légica Nebulosa. Através
dessa nova légica é possivel construir sistemas baseados em regras, onde essas
regras manipulam termos imprecisos, que podem ser applicados na solucao de
problemas complexos que envolvem, principalemente, controle e aproximacao

de fungoes.

4.2.3
Algoritmos Genéticos

Os Algoritmos Genéticos, propostos em [69], pertencem ao grupo dos
métodos evolutivos que sao baseados em populagoes de potenciais solugoes de
um problema. Métodos dessa natureza se mostram interessantes na resolugao
de problemas complexos de otimizacao porque conseguem um equilibrio entre
a capacidade de exploragao do espago de solucoes e também de aproveitamento
das melhores solugoes ao longo da evolucao. Isso os torna menos suscetiveis ao
aprisionamento em 6timos locais, porém o tempo de convergéncia costuma ser

bem mais elevado que o tempo gasto por métodos de otimizacao baseados em
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gradiente. O consumo de tempo estd diretamente relacionado ao ntimero de
chamadas a funcao objetivo, que no caso de um algoritmo genético costuma
ser bem maior que num método baseado em gradiente. Devido a essas carac-
teristicas, os métodos evolutivos sao mais adequados para a busca de uma
solugao aceitavel, que nao necessariamente seja uma solucao 6tima, para um
problema de otimizagcao.

A Computagao Evolutiva é uma abordagem para a resolugao de proble-
mas inspirada, principalmente, no principio da sobrevivencia dos mais aptos,
proposto pelo naturalista inglés Charles Darwin em sua Teoria da Evolugao

das Espécies. Segundo Darwin:

“Quanto melhor um individuo se adaptar ao seu meio ambiente,

maior serd sua chance de sobreviver e gerar descendentes.”

Os Algoritmos Genéticos sao um dos principais modelos pertencentes
a Computacao Evolutiva e sao tipicamente utilizados para resolver proble-
mas da forma f : S — R, onde S é um espaco de busca constituido por
todas as possiveis solucoes para um problema particular. Dependendo das pe-
culiaridades do problema, as solucoes podem ser representadas por vetores
n-dimensionais de nimeros bindrios, inteiros, reais, ou estruturas mais com-
plexas. Para todas as solugoes existentes no dominio de S, um numero real é
associado, medindo quao adequada ¢ a solucao para resolver o problema em
questao. A tarefa principal de um algoritmo genético é buscar, de forma efi-
ciente, em amostras do espaco de busca S, solugbes que estejam de acordo
com o objetivo do problema. E importante mencionar que essas solugoes nao
precisam ser necessariamente 6timas, mas sim satisfatérias. Ao se lidar com
espagos de busca muito grandes e complexos, o 6timo pode ser dificil de ser

atingido e, nesse caso, pode-se apenas esperar achar uma solugao satisfatoéria.

Etapas de um Algoritmo Genético Classico

Em um dado problema de otimizacao, uma representacao adequada deve
ser estabelecida para codificar possiveis solugoes em estruturas de dados do tipo
definido no conjunto S. Na implementagao classica, as solugoes sao codificadas
por vetores de ntimeros binarios. Logo, primeiramente é preciso encontrar uma
forma adequada de representar as solucoes do problema por meio de vetores
binarios. Apds a escolha da representacao, uma populacao de n potenciais
solucoes, também chamadas de individuos, é gerada aleatoriamente e, em
seguida, os individuos sao avaliados. A avaliacao consiste em associar a cada
individuo da populacao um nimero real, também chamado de aptidao, cuja

finalidade é medir o quanto aquela solucao é adequada para satisfazer as
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especificagoes de um problema particular. O calculo da avaliacao se da pela
chamada da funcao objetivo, que recebe como entrada a solugao representada
pelo individuo.

Uma vez avaliada a populacao inicial do algoritmo genético, inicia-se
o processo evolutivo em que os individuos sao submetidos a quatro etapas
basicas: selecao, cruzamento, mutacao e novamente avaliacao. Essas etapas se
repetem por um determinado niimero de ciclos de evolucao, também conhecidos
por geracoes, até que uma condicao de parada seja satisfeita.

Na etapa de selecao os individuos passam por um procedimento que,
baseado no principio de Darwin, privilegia os mais aptos. Esse procedimento
consiste em distribuir os individuos em uma roleta, de maneira que os mais
aptos ocupem porgoes maiores dessa roleta. Assim, ao ser girada, os individuos
que ocupam porg¢oes maiores terao mais chances de serem selecionados para
compor a populacao da proxima geragao. Isso significa que cada individuo
da populacao tem uma probabilidade de selecao associada que ¢ diretamente
proporcional a sua aptidao.

Como o tamanho da populagao é mantido constante ao longo de todo o
processo evolutivo, na transicao de uma geragao para a outra, a roleta deve
ser girada um ntumero de vezes igual ao tamanho da populagao. Devido as
caracteristicas da roleta, espera-se que na geracao seguinte, a nova populacao
seja formada pelos individuos mais aptos da geracao anterior e que os menos
aptos sejam eliminados.

A Figura 4.12 exibe um exemplo de uma roleta com 5 individuos.
Observa-se que o individuo identificado como 1 apresenta a maior aptidao,
uma vez que ocupa a maior porcao. O contrario acontece com o individuo
identificado como 3. Portanto, a probabilidade de o individuo 1 compor a
populacao de individuos da geracao seguinte é bem maior que a do individuo
3. Assim, ha uma probabilidade bastante alta de o individuo 3 ser eliminado

na transi¢ao de uma geragao para a outra.

Figura 4.12: Roleta de selecao dos individuos mais aptos
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Apoés a selecao, alguns individuos da nova populacao sofrem a acao de
operadores genéticos que sao responsaveis pela modificacao desses individuos,
ou seja, geram novas solucoes para o problema em questdao. A cada operador
genético é associada uma probabilidade de aplicacao e, a partir dela, é
possivel selecionar o subconjunto de individuos que devem ser modificados. Os
principais operadores genéticos sao o cruzamento e a mutacao. O cruzamento
consiste em recombinar o material genético de dois individuos a fim de
criar dois novos, ao passo que a mutacao consiste em aplicar modificagoes
aleatérias em uma ou mais caracteristicas de um individuo para criar um novo.
Considerando individuos codificados por vetores binarios, as Figuras 4.13 e 4.14
ilustram, respectivamente, como funcionam os operadores de cruzamento e de

mutacao.

(O
fOfeNes qEEaEEa

Figura 4.13: Operador classico de cruzamento

Figura 4.14: Operador classico de mutacao

Enquanto o operador de mutacao ¢ responsavel pela exploracao do
espaco de busca, o operador de cruzamento é responsavel por tirar proveito
de um determinado subespaco de busca. O equilibrio adequado entre essas
duas caracteristicas é fundamental para a obtencdo de bons resultados e,
esse equilibrio, é alcancado mediante a configuracao criteriosa das taxas de
aplicacao dos operadores genéticos.

Depois da aplicagao dos operadores genéticos tem-se uma nova populacao
e, para encerrar um ciclo de evolugao, avalia-se os individuos dessa nova
populagao. Conforme mencionado, esses ciclos (geragoes) se repetem até que
uma condicao de parada seja satisfeita. Essa condicao de parada pode variar
de um problema para outro, mas geralmente é dada pelo nimero de geracoes
que, juntamente com o tamanho da populacao e com as taxas de aplicacao
dos operadores genéticos, compoem o conjunto de parametros que devem ser
inicialmente informados ao algoritmo genético. Ao final da evolucao espera-

se obter solugoes que, lembrando mais uma vez o principio de Darwin, sejam
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melhores que as solucoes encontradas nas geracoes anteriores. O fluxograma

de um algoritmo genético classico estd ilustrado na Figura 4.15.

ler tamanho da
populagdo
ler numero de
geragoes
/i/ selecionar
ler taxas de P(t) de P(t- 1)
operadores v
sim | cruzamento Pt}
t«0 *
mutagao P(t)
gerar P(t) *
+ avaliar P(t)
avaliar P(t) —}
retornar melhor

individuo de P(t)

Figura 4.15: Fluxograma de um algoritmo genético classico

Aprimoramentos

Nos Algoritmos Genéticos, além da capacidade de lidar com problemas
complexos de otimizacao, outra caracteristica que merece ser destacada é a
flexibilidade. A partir da versao classica (Figura 4.15) é possivel modificar
a forma de representagao, acrescentar novas instrugoes ou novos operadores
e até mesmo associar novas técnicas, a fim de criar modelos hibridos. Essa
flexibilidade é importante porque abre possibilidades para a criacao de modelos
de solucao mais adequados ao problema que se quer resolver.

A representacao por nimeros binarios, por exemplo, pode ser substituida
por representacoes baseadas em nimeros reais ou inteiros, baseada em ordem
ou por alguma representacao especifica para o problema. As representacoes es-
pecificas podem ser tao complexas quanto as necessidades impostas pelo pro-
blema e, dentre outras particularidades, podem envolver duas ou mais formas
de representacao no mesmo cromossomo. E importante observar que, para cada
tipo de representacao, é necessario estabelecer operadores genéticos de cruza-

mento e de mutacao que estejam alinhados aquela representacao. Assim, cada
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tipo de representacao deve sempre ter os seus respectivos operadores associ-
ados. No caso das representacoes especificas, dependendo da complexidade, é
necessario construir operadores particulares que estejam de acordo a forma de
representacao.

O procedimento de geracao da populacao inicial pode ser alterado
para que nem todos os individuos sejam gerados aleatoriamente. Entre esses
individuos podem ser incluidas algumas sementes iniciais, que sao individuos
que representam solugbes promissoras previamente conhecidas. Geralmente
essas solucoes surgem a partir da experiéncia adquirida por um especialista no
problema em questao. Por isso, a inclusao de sementes iniciais é atrativa, uma
vez que tende a conduzir o algoritmo genético a resultados finais melhores do
que em situagoes nas quais a evolucgao parte de uma populagao inicial composta
apenas por individuos aleatérios.

Outra modificagao que pode impactar positivamente no desempenho do
algoritmo genético é a garantia de preservacao dos melhores individuos da
populacao, na transicao de uma geracao para outra. Através a utilizacao
de um mecanismo denominado steady state, tem-se a garantia de que um
percentual dos melhores individuos de uma geracao sao automaticamente
transportados para a geracao seguinte, sem a necessidade de serem submetidos
a selecao pela roleta. A vantagem da utilizacao do steady state é a garantia
de que o desempenho da evolucao nao decresce durante as geragoes. No
algoritmo classico, ainda que o melhor individuo da populacao tenha uma
probabilidade de selecao maior que a dos individuos piores, nao ha garantia
de que esse individuo estara presente na proxima populacao. Portanto, em
determinado momento, essa solucao pode ser perdida e isso acarreta uma queda
no desempenho da evolucao.

Além de ser aplicado entre uma geracao e outra do algoritmo genético,
o steady state também pode ser aplicado entre uma rodada e outra. Nesse
contexto, uma rodada representa um experimento, ou seja, uma execugao
completa de um algoritmo genético. Da mesma forma como acontece entre
as geracoes dentro de uma rodada, o steady state entre rodadas garante que
as melhores solugoes sejam preservadas entre uma rodada e outra.

A realizacao de vérias rodadas é interessante porque permite encontrar
solucoes melhores que aquelas encontradas com apenas uma rodada. Ao final
de uma rodada, espera-se que o algoritmo genético tenha convergido para uma
solucao. Porém, a solucao encontrada pode nao ser a solucao étima. Assim,
inicia-se uma nova rodada em que um percentual dos individuos é transferido
da rodada anterior para a seguinte por steady state. O restante dos individuos

da populacao inicial sao gerados aleatoriamente. Assim, é possivel aumentar
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a diversidade da populacao sem a perda das melhores solucoes encontradas
até entao. Essa diversidade da chances ao algoritmo de encontrar uma solugao
ainda melhor que aquela encontrada na rodada anterior.

A utilizacao de taxas adaptativas, principalmente de cruzamento e de
mutacao, também ¢ interessante porque permite que o equilibrio entre o
aproveitamento das melhores solugoes e a exploracao do espaco de busca seja
ajustado ao longo da evolugao. Com isso, é possivel, por exemplo, aplicar
taxas de cruzamento maiores no inicio da evolugao e taxas menores no final.
De maneira inversa, pode-se aplicar taxas de mutacao menores no inicio e
maiores no final da evolucao. Esse ajuste no equilibrio é importante para que,
no inicio, a evolugao tire maior proveito das solugoes disponiveis e, a medida
que se aproxima do final, comece a explorar mais o espaco de busca a fim de
evitar uma convergeéncia prematura.

Essas possibilidades de modificagao tornam os Algoritmos Genéticos ex-
tremamente versateis e, por isso, aplicaveis a problemas de otimizacao de
diversas areas do conhecimento. A qualidade dos resultados obtidos nessas
aplicagoes esta diretamente relacionada a qualidade da etapa inicial de mode-
lagem do problema. Na modelagem, uma vez conhecidas as caracteristicas do
problema, sao definidos os detalhes do algoritmo genético de forma a aproveitar

a0 maximo o seu potecial para a solucao de problemas de otimizagao.
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