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Categorizacao de Textos

Neste capitulo sdo apresentados os fundamentos da area de Categorizacao
de Textos, bem como um breve historico da area. Além disso, uma pesquisa sobre
os softwares de Mineracdo de Textos e suas possibilidades quanto a tarefa de

Categorizacao.

5.1.
Introducéo

Nos ultimos anos, as tarefas de manipulacdo de documentos baseadas em
contetdo, conhecidas coletivamente como Recuperagdo de Informagéo, ganharam
um status de destaque na area de Sistemas de Informacéo, devido ao aumento da
disponibilidade de documentos em formato digital e a consequente necessidade de
acessa-los e organiza-los de maneiras mais flexiveis.

Categorizacdo de Textos (CT), a atividade de rotular textos em linguagem
natural com categorias tematicas a partir de um conjunto pré-definido, é uma
dessas tarefas (SEBASTIANI, 2002).

Na comunidade de pesquisa a abordagem dominante para este problema é
baseada em técnicas de Aprendizado de Maquina: um processo indutivo cria um
classificador que, a partir de um conjunto de documentos categorizados, aprende
as caracteristicas de cada categoria.

As vantagens desta abordagem sobre a heuristica baseada em Engenharia do
Conhecimento, que consiste na definicdo manual de um classificador - baseado
em regras - por especialistas do dominio, sdo boa eficacia, economia consideravel

em termos de forca de trabalho especializada e pouca dependéncia de dominio.
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5.2.
Historico da &rea de Categorizacédo de Textos

A éarea de Categorizacdo de Textos pode ser cronologicamente dividida em
duas fases. Na primeira fase predominam as abordagens baseadas em Engenharia
do Conhecimento e situou-se até o final da década 80. A fase seguinte foi marcada
pelas abordagens ao problema baseadas em Aprendizado de Maquina e

compreende a década de 90 aos dias atuais.

5.2.1.
1% Fase - Até o final década de 80

CT remonta ao inicio dos anos 60 e até o final dos anos 80, a abordagem era
baseada na Engenharia do Conhecimento, em que proprio especialista codifica o
classificador atraves de regras que definem cada categoria. Nesse método é
extremamente dependente de intervencdo humana para a construgdo do

classificador ou adaptacdo para outro dominio de conhecimento.

5.2.2.
22Fase - Década de 90 em diante

Nos anos 90, a abordagem mencionada acima comecou a perder
popularidade. O paradigma de Aprendizagem de Maquina, segundo o qual um
processo indutivo cria um classificador que, a partir de um conjunto de
documentos categorizados aprende as caracteristicas de cada categoria, passou a
centralizar os esforgos académicos.

As vantagens desta abordagem sdo: precisdo comparavel a obtida por
especialistas humanos; e uma economia consideravel em termos de forca de
trabalho especializada, uma vez que nenhuma intervencdo de engenheiros do
conhecimento ou especialista do dominio é necesséria para a constru¢do do
classificador ou por sua portabilidade para um conjunto diferente de categorias ou

dominio.
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Atualmente, CT &, portanto, uma disciplina, interdisciplinar a
Aprendizagem de Maquina e Recuperacdo de Informacdo, e, como tal,
compartilha uma série de caracteristicas com Mineracdo de Textos (Cavaleiro
1999; Pazienza 1997).

Ainda ha um debate consideravel sobre onde a fronteira exata entre essas
disciplinas se encontra e a terminologia ainda estd em processo de evolucgéo.
Mineracdo de Textos é cada vez mais utilizada para designar todas as tarefas que,
através da andlise de grandes quantidades de texto detecta padrdes de uso e, extrai
informacGes Uteis. De acordo com este ponto de vista, CT é uma instancia de
Mineracdo de Textos.

Uma observacdo deve ser realizada sobre CT: muitas vezes, o termo
Categorizacdo Automatica de Textos”? (CAT) é utilizado para referenciar a
abordagem de CT realizada por Aprendizagem de Maquina, mesmo que todas as
etapas necessarias para a realizacdo deste processo, como por exemplo, 0 ajuste
dos parametros dos classificadores utilizados seja manual. Além disso, segundo
(MANNING, RAGHAVAN, & SCHUTZE, 2007), o termo também ¢ utilizado
para designar a descoberta de um conjunto de grupos que compartilham
caracteristicas comuns, como em (BORKO & BERNICK, 1963); uma tarefa

normalmente chamada de Clusterizacdo de Documentos.

5.3.
Definicdo

De acordo com (LINDEN, 2008), Categorizacao de Textos é a atribuicdo de
um valor booleano para cada par (di, cj) — D X C ,emque D é uma colecdo de
documentos e C = {c;, ..., c;¢;} um conjunto de categorias predefinidas. Partindo
desse conceito inicial, a CT é formalmente descrita como a deciséo de classificar
¢d; € cj, 0 valor-verdade F é associado ao par (dl-, cj), caso contrario aplica-se o

valor-verdade V.

22 Do termo inglés, Automated Text Categorization.
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Para que o processo de decisdo seja automatizado, é necessario que uma
inferéncia seja realizada. Mais formalmente, a tarefa é aproximar a funcdo de
destino desconhecida ¢ : D x C — {V,F} por meio de uma funcdo ¢ : D X
C - {V,F} denominada classificador, tal que ¢ e ¢ coincidam tanto quanto
possivel.

Na realidade, a funcio ¢ é uma aproximacdo da funcdo ¢. Essa funcéo
descreve 0 modo como os documentos da colecdo D devem ser classificados em
C. Os dados de entrada dessa funcdo sdo os documentos ou suas caracteristicas
representativas e suas respectivas categorias. A saida € um conjunto de valores
{V, F}.

(SEBASTIANI, 2002) também ressalta algumas premissas sobre o processo
de Aprendizagem de Maquina em CT:

e As categorias sdo apenas roétulos simbodlicos, e nenhum
conhecimento adicional de seu significado esta disponivel.

e Nenhum tipo de conhecimento exdgeno, ou seja, informacgdes de
qualquer tipo fornecidas para efeitos de classificacdo por uma fonte
externa esta disponivel. A classificacdo deve ser baseada apenas no
conhecimento enddgeno, ou seja, o conhecimento extraido dos
documentos. Metadados, tais como data de publicacéo, tipo de
documento, fonte de publicagdo, etc., ndo estdo disponiveis.

5.4.
Tipos de Classificadores

Diferentes restrigcdes podem ser aplicadas a tarefa de CT, dependendo do
dominio do problema. Pode ser necessario que para um determinado ndmero
inteiro k, exatamente k (ou < k, ou > k) elementos de C sejam atribuidos a cada
dj € D. O caso em que exatamente uma categoria deve ser atribuida a cada d; € D
é denominado monocateg6rico. O caso em que qualquer nimero de categorias de
0 a|C| pode ser atribuido a0 mesmo d; € D é denominado multicategérico. Um

caso especial do tipo monocategorico € o binario, em que cada d; € D deve ser

atribuido tanto a categoria c; ou ao seu complemento c;.
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Do um ponto de vista tedrico, o caso bindrio é mais geral do que o
multicategdrico, uma vez que um algoritmo de classificagdo binaria também pode
ser usado para a classificacdo multicategorica: para isso, é necessario tratar o
problema da classificacdo multicategérica de {cl,...,c|c|} em |C| problemas
independentes de classificacdo binaria de {c;, ¢;}, parai = 1, ..., |C|.

No entanto, essa abordagem requer que as categorias sejam
estocasticamente independentes umas das outras, isto é, para qualquer c’,c", o
valor de ¢ (d;,c") ndo depende do valor de ¢ (d;,c”), e vice versa. O inverso
ndo € verdadeiro: um algoritmo de classificacdo multicategdrico ndo pode ser
usado para 0 caso binario. Na realidade, dado um documento d; para ser
classificado, o classificador multicategdrico pode atribuir k > 1 categorias a d;, e
talvez ndo seja Obvio como escolher uma categoria mais adequada, ou o
classificador multicategorico pode ndo atribuir a d; categoria alguma, e talvez néo

seja 6bvio como escolher a categoria menos inadequada de C.

5.5.
Modelagem da categorizagéo

Existem duas maneiras diferentes de se modelar um categorizador de textos.
A primeira é denominada categorizacdo orientada a documento®: dado d; €D,
deseja-se encontrar todas as categorias ¢; € C pertinentes a d;. A alternativa é
designada categorizacdo orientada a categoria®: dada uma categoria c; € C,
deseja-se encontrar todos os documentos d; pertencentes a c;.

Mais pragmatica do que conceitual, esta distingdo é importante quando os
conjuntos C e D ndo estdo inteiramente disponiveis desde o inicio. Também é
relevante para a escolha do método de construcdo do classificador, pois alguns
métodos permitem a construgcdo de classificadores com uma inclinacdo definida

para um ou outro modelo.

2% Do termo inglés, document-pivoted categorization.

2 Do termo inglés, category-pivoted categorization.
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A categorizacdo orientada a documento é, portanto, apropriada quando os
documentos se tornam disponiveis em diferentes momentos no tempo, por
exemplo, na filtragem de e-mail. Ja a categorizacdo orientada a categoria € mais

adequada quando uma nova categoria c|c+; pode ser adicionada a um conjunto

existente C = {cl, ...,c|c|} depois que uma série de documentos ja tenham sido
classificados em C, e esses documentos precisam ser reconsiderados para a
classificagcdo em ci.j+;. A categorizagdo orientada a documento é utilizada mais

frequentemente do que PCC, pois a primeira situacdo é mais comum do que a

Gltima.

5.6.
Tipos de categorizacao

Enguanto a automacdo completa da tarefa CT exige uma decisdo V ou FF
para cada par (d-, ci), a automacdo parcial deste processo pode ter necessidades
diferentes.

Por exemplo, dado d; € D um sistema pode simplesmente classificar as

categorias C = {cl, ...,c|c|} de acordo com o grau de pertinéncia estimada a d;,
sem tomar qualquer deciséo definitiva para qualquer uma das categorias. Tal lista
ordenada seria de grande ajuda para um especialista humano encarregado de
tomar a deciséo final da categorizagcdo, uma vez que ele poderia, assim, restringir
sua escolha as categorias do topo da lista, sem ter que examinar todo o conjunto.

Alternativamente, dado ¢; € C um sistema pode simplesmente classificar os
documentos em D de acordo o grau de pertinéncia estimada a c;; simetricamente,
para a classificagdo em c¢; um especialista humano iria apenas examinar 0S
documentos do topo da lista em vez de todo o conjunto de documentos.

Essas duas modalidades s&o denominadas categorizacdo de textos ranqueada
por categoria e categorizacdo de textos ranqueada por documento (Yang, 1999),
respectivamente, e sdo as contrapartidas evidentes de categorizacdo orientada a

documento e categorizacéo orientada a categoria.


DBD
PUC-Rio - Certificação Digital Nº 0821678/CA


PUC-RIo - Certificacdo Digital N° 0821678/CA

92

5.7.
Aplicagcdes de Categorizacédo de Textos

5.7.1.
Organizacao de documentos

Indexacdo com um vocabulario controlado é uma instancia do problema
geral da organizacdo de base do documento. Em geral, muitas outras questdes
relativas a organizacdo e armazenamento de documentos, seja para fins de
organizacdo pessoal ou estruturacdo de uma base corporativa de documentos,
podem ser abordadas por técnicas de CT.

Por exemplo, nos escritorios de um jornal de classificados, os anuncios
devem ser, antes de sua publicacdo, categorizados em categorias, tais como
encontros, carros para venda, imoveis e outras. Jornais que lidam com um grande
volume de anuncios classificados se beneficiariam de um sistema automatico que
define a categoria mais adequada para um determinado anuncio. Outras aplicac6es
possiveis sdo a organizacdo de patentes em categorias para tornar a sua busca mais
facil ou a identificacdo automatica de artigos de jornal sob as se¢fes apropriadas

(Politica, Esportes, Estilo de Vida, etc.).

5.7.2.
Filtragem de Documentos

Filtragem de documentos ¢ a atividade de categorizar um fluxo de chegada
de documentos enviados de forma assincrona de um produtor de informag&o para
um consumidor de informacdo (Belkin e Croft, 1992). Um caso tipico é um feed
de noticias, em que o produtor é uma agéncia de noticias e o consumidor ¢ um
jornal (Hayes et al., 1990). Neste caso, o sistema de filtragem deve bloquear o
fornecimento de documentos em que provavelmente o consumidor ndo esta
interessado.

Pode ser vista como um caso de CT binaria, isto é, a classificacdo dos
documentos que entram em duas categorias disjuntas: relevantes e irrelevantes.

Além disso, um sistema de filtragem também podem ainda classificar os
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documentos considerados relevantes para o consumidor de informagdo em
categorias tematicas. No exemplo acima, todos os artigos sobre esportes devem
ser classificados de acordo com o esporte que lidam, de modo a permitir que 0s
jornalistas especializados em esportes individuais acessem apenas 0s documentos

de interesse potencial para eles.

5.7.3.
Desambiguacéao Lexical de Sentido

A ambiguidade lexical € causada, fundamentalmente, pela existéncia de
algumas relacbes semanticas interlexicais, principalmente a polissemia e a
homonimia. De acordo com (Lyons, 1977), na polissemia uma mesma palavra tem
dois ou mais significados diferentes, mas relacionados entre si, sendo que,
normalmente, somente um dos significados se ajusta a um determinado contexto.
Na homonimia duas ou mais palavras com significados totalmente distintos, sem
tracos comuns, sdo idénticas quanto ao som (homofonia) e/ou a grafia
(homografia).

O problema da ambiguidade lexical pode, ainda, ser classificado como
ambiguidade categorial ou ambiguidade de sentido (Ullmann, 1964).

A ambiguidade categorial ocorre quando as duas ou mais opgOes de
significados de uma dada palavra sdo de diferentes categorias gramaticais. Na
traducdo, um exemplo de ambiguidade categorial causada pela relacdo de
homonimia ¢é a palavra do inglés field, que pode ser traduzida para as palavras
“campo” (substantivo) ou “interceptar” (verbo), no portugués. J& um exemplo de
ambiguidade categorial derivada da relacdo de polissemia é a palavra do inglés
eats, que pode ser traduzida no portugués como “mantimentos, viveres, géneros
alimenticios™ (substantivos) ou “come” (verbo “comer” conjugado na terceira
pessoa singular, presente do indicativo).

A ambiguidade de sentido, por sua vez, ocorre quando as duas ou mais
opcdes de sentido (ou tradugdo) de uma dada palavra tém a mesma categoria
gramatical. Alguns exemplos séo a palavra know, que pode ser traduzida como
“saber” ou “conhecer”, como um caso de polissemia, e a palavra light, que pode

ser traduzida como “leve” ou “luz”, como um caso de homonimia.


DBD
PUC-Rio - Certificação Digital Nº 0821678/CA


PUC-RIo - Certificacdo Digital N° 0821678/CA

94

A ambiguidade categorial €, em geral, muito mais simples que a de sentido,
uma vez que pode ser resolvida, na maioria das vezes, pela analise das
caracteristicas sintaticas das palavras, realizada por procedimentos de etiquetacao
gramatical (ver item 3.2.3.2) ou analise sintatica (ver item 3.2.3.6), por exemplo.
Procedimentos dessa natureza alcangcam, atualmente, resultados bastante
satisfatorios. A resolucdo da ambiguidade de sentido®, por sua vez, exige a
analise da semantica das palavras e, eventualmente, a analise do uso de tais
palavras (realizadas por procedimentos de analise semantica e pragmatica, por
exemplo).

WSD ¢ muito importante para muitas aplicagdes, como Processamento de
Linguagem Natural e indexacdo de documentos pelo valor seméantico dos termos.
Pode ser vista como uma tarefa de CT, uma vez que contextos de ocorréncia do
termo sejam tratados como documentos e 0s sentidos do termo como categorias.
Em geral, € abordado como um problema de categorizacédo binaria e modelo como

categorizacdo orientada a documento.

5.8.
Aprendizagem de Maquinaem CT

5.8.1.
Aprendizagem Supervisionada

Nesta abordagem de Aprendizagem de Maquina, um processo indutivo cria
automaticamente um classificador para uma categoria c¢; observando as
caracteristicas representativas de um conjunto de documentos categorizados
manualmente sob ¢; ou ¢; por um especialista no dominio. A partir destas
caracteristicas, o processo indutivo compila as caracteristicas que um novo
documento deve ter para ser classificado sob c;.

Na terminologia de Aprendizagem de Maquina, o problema de classificagdo

é uma atividade de aprendizagem supervisionada, uma vez que esse processo de

% Do ter inglés, word sense disambiguation (WSD)
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aprendizagem é guiado pelo conhecimento das categorias e dos exemplos de

treinamento que lhes sdo pertinentes.

5.8.2.

Treinamento e Teste

Existem diversas estratégias para a execucdo do treinamento e,

posteriormente, aplicacdo de testes. O treinamento tem como objetivo apresentar

ao classificador exemplos que o fardo conhecer e aprender sobre a massa textual.

A aplicacdo de testes possibilita a avaliacdo do desempenho. A seguir, a descricao

das principais estratégias relatadas na literatura:

Holdout: Consiste em separar do conjunto de treinamento uma
determinada por¢do, compondo o conjunto de teste. Usualmente, o
teste utiliza 1/3 do conjunto total, mantendo o restante para
treinamento. Apesar de simples e rapida de se aplicar, recebe criticas
por ndo usar de forma otimizada o conjunto total de amostras — o
classificador poderia ficar mais bem construido se utilizado todo o
conjunto de treinamento — e pela prépria aleatoriedade dos dados,
isto é, o conjunto de teste pode acabar ficando “favorecido”, levando
a uma falsa concluséo da real adequacéo do treinamento.

K-Fold Cross Validation (Validacdo Cruzada): Validagdo Cruzada
é a metodologia de treinamento e teste que trabalha com o conceito
de folds. Desta forma, o conjunto de amostras inicial é dividido em k
subamostras. Destas k subamostras, uma subamostra é retida para ser
utilizada na validacdo do modelo (conjunto de teste) e as k-1
subamostras compdem o0 conjunto de treinamento. O processo é
entdo repetido k vezes, de modo que cada uma das k subamostras
seja utilizado ao menos uma vez como teste. O resultado final é a
média do desempenho do classificador nas k iteragdes. O objetivo
desta estratégia é aumentar a confiabilidade da avaliagdo, com o
onus de se despender mais tempo que a técnica anterior. Vale
ressaltar que nada impede que as duas estratégias possam ser

combinadas, com a aplicacdo da técnica de holdout como mais uma
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forma de validar os resultados conseguidos com a Validagdo
Cruzada, com o 6nus de se despender muito mais tempo para a
execucdo dos ciclos e de ser necessario mais dados para que 0S
conjuntos (treinamento e teste) formados possam ter tamanho

significante.

5.8.3.
k-Nearest Neighbors

O k-Nearest Neighbors (KNN) é um algoritmo de aprendizagem
supervisionado, pertencente a um grupo de técnicas denominado de Instance-
based Learning ou Lazy Learning que tem sido usado em muitas aplicaces no
campo da Mineracdo de Dados, reconhecimento de padres estatisticos,
processamento de imagens e entre outros. E considerado um dos melhores
métodos para a classificacdo de texto, é simples, efetivo e escalonavel para
grandes aplicacdes. Algumas aplicagdes de sucesso incluem reconhecimento de
escrita @ mao e imagens de satélite.

O algoritmo k-Nearest Neighbors classifica um dado elemento
desconhecido (de teste) baseado nas categorias dos k elementos vizinhos mais
préximos, ou seja, 0s elementos do corpus de treinamento que obtiveram os graus
de similaridade mais altos com o elemento de teste, conforme ilustrado na Figura
24.

A Exemplos de treinamento

o
- ¢ @ a
¢ A
* A
\ \
e JAN
A Ao A
® @ [ & Novo exemplo
@ JAN <A ~~~~~~~~~~~~~~ Sele¢do dos k (=3) vizinhos mais préoximos
()

Figura 24 — Algoritmo KNN - Sele¢&o baseada nos k ( = 3) vizinhos


DBD
PUC-Rio - Certificação Digital Nº 0821678/CA


PUC-RIo - Certificacdo Digital N° 0821678/CA

97

Calcula-se a similaridade de cada um dos elementos do corpus de treino
com o elemento que se quer classificar e entdo ordena os componentes da base de
treino do mais similar ao menos. Dos elementos ordenados, selecionam-se os k
primeiros, que irdo servir como parametro para a regra de classificagéo.

Dois pontos importantes do kNN séo: a regra de classificacdo e a funcdo que
calcula a similaridade. A regra de classificacdo diz como o algoritmo vai tratar a
importancia de cada uns dos k elementos mais proximos. A funcao de similaridade
vai mensurar qudo dois elementos sdo semelhantes de forma a poder identificar
quais sdo 0s KNN.

Para k = 1 ndo existe regra de classificacdo, pois o elemento de classe
desconhecida tera a mesma classificacdo do vizinho mais proximo. Para k > 1 é
preciso uma regra para decidir a qual classe se atribuird o elemento. Em (WANG,
2006) sdo revistas duas regras de classificacdo bem comuns: maioria na votacdo
(majority voting scheme) e a soma do peso da similaridade (weighted-sum voting
scheme). Na primeira, cada elemento tem uma influéncia igual, a classe escolhida
sera aquela que tiver mais representantes entre os k elementos. Na segunda, entre
0s k elementos, sdo somadas as similaridades dos elementos de mesma categoria,
0 elemento desconhecido sera classificado na categoria que obtiver maior valor.
As fungdes do célculo de similaridade mais conhecidas na literatura sdo: a do
célculo do cosseno de dois vetores e a distancia euclidiana.

5.8.4.
SVM

Support Vector Machines ou Maquinas de Vetores de Suporte constituem
uma técnica de Aprendizagem de Maquina supervisionada, utilizada para
classificagdo e regressédo. Em problemas de classificagédo, a ideia principal de uma
maquina de vetores de suporte € construir um hiperplano como superficie de
deciséo de tal forma que a margem de separacdo entre exemplos positivos e

negativos seja maxima, conforme ilustrado na Figura 25.
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Classificagdo _ |
incorreta

® Margem de separagdo

Vetor su.porte

Figura 25 — Maquina de Vetores de Suporte

Aplicada com sucesso em diversas areas, SVM tem sido muito utilizada em
PLN, e com excelentes resultados em tarefas como Categorizacdo de  Textos
(JOACHIMS, 1998) e Desambiguacédo Lexical de Sentido (LEE, NG, & CHIA,
2004).

SVM ¢ um classificador binario. Para estender a utilizacdo de SVMs em
problemas de k classes (k > 2), ha uma abordagem bésica, conforme ilustrado na
Figura 26, que é reduzir o problema de k classes a um conjunto de problemas
binarios. Para isto, duas abordagens sdo possiveis, e seguem 0s seguintes passos:

e Decomposic¢do um por classe:
1. Construcdo de k SVMs binérias para separar uma classe de todas
as outras.
2. Classificagdo nas k classes: o ponto x é classe da SVM com
maior saida.
e Separacdo das classes duas a duas:
1. Construcéo da SVM; para distinguir a classe i da classe j, i #j e
i,je{l,...k}
2. Classificacdo na classe i ou j (voto para essa classe).

3. Classificacdo final através de votacdo.
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Decomposicaoum
por classe

Métodos baseados
em problemas
binarios

Classificagdo em k
classes
Separagdo das
classes duas a duas

Figura 26 — Abordagens SVM para problemas néo binérios

Para ambas as abordagens vistas acima, podem ocorrer situacfes em que 0
resultado final ndo pode ser concluido sobre a classe a ser predita. Por exemplo,
ao reduzir um problema de classificacdo com trés classes distintas, € necessaria a
construcdo de trés SVMs, sejam estas para a decomposi¢ao um por classe (SVMy,
SVM;, SVM3) ou separacdo das classes duas a duas (SVMi,, SVMs3, SVMy3). E

nestes casos, pode ocorrer empate no resultado final, conforme ilustrado Tabela 9:

Tabela 9 - Resultados conflitantes de SVMs binérias

Um por classe Saida SVM Duas a duas Saida SVM
SVM; Sim SVMi, 1 (sim)
SVM; Né&o SVMi3 3 (néo)
SVM; Sim SVMy3 2 (sim)

Outro detalhe importante sobre a utilizacdo de SVMs em problemas de

classificacdo é relativo ao valor do pardmetro C. que possui as seguintes

caracteristicas:

e Controla o compromisso entre a complexidade da maquina e o
ndmero de pontos ndo separaveis;
e Pode ser visto como uma forma de pardmetro de regularizacdo e
deve ser selecionado pelo usuério.

Em geral, sdo utilizadas heuristicas gulosas para o ajuste deste parametro,

ou seja, inicia-se com valores pequenos e gradativamente aumenta-se o valor de

C.
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Importante também é definir o tipo de funcdo kernel a ser utilizada pela

SVM. A saber, sdo trés funcGes disponiveis: Linear; Polinomial e RBF.

5.8.5.
Combinacao de Classificadores

A combinacdo de classificadores, uma alternativa para melhorar o processo
de CT, € baseada na seguinte premissa: dada uma tarefa que exige o conhecimento
de especialista, uma quantidade n de especialistas ird apresentar um resultado de
melhor qualidade do que apenas um especialista apresentaria. Na Categorizacéo
Automatica de Textos, esse esforco consiste em executar um conjunto de k
classificadores {¢, ..., ¢5} para a mesma tarefa de categorizacdo e combina-los
de forma apropriada. Essa combinacdo de classificadores é caracterizada por uma
escolha de k classificadores e de uma funcdo combinatoria.

A performance de um classificador pode ser ajustada para obter a melhor
acuracia possivel para uma determinada situacdo, mas 0s ajustes sdo uma tarefa
complexa e, ainda, podem existir padrdes em que mesmo o melhor classificador
apresente falhas na categorizacdo. Segundo (ALPAYDIN, 2004), para obter
resultados produtivos na combinagdo de classificadores, as decisdes de
categorizacdo tomadas pelos classificadores ndo podem ser as mesmas. Decisdes
iguais levam a resultados iguais; se for tomada a decisdo errada, todos 0s
classificadores erram. Decisdes diferentes permitem a um classificador errar
enquanto outros classificadores acertam, resultando em uma deciséo final correta.

A principal discussdo desse método é em relacdo a funcdo combinatoria.
Dentre inimeras fungdes combinatdrias disponiveis, a votacdo, a sele¢do dinamica
de classificadores e a combinacdo adaptativa de classificadores sédo trés funcoes
combinatdrias comumente utilizadas. Segue uma breve exposi¢do sobre cada uma,
a partir dos pressupostos apresentados por (SEBASTIANI, 2002) e (BENNETT,
DUMAIS, & HORVITZ, 2005):

. A funcdo combinatdria mais simples é a escolha por voto
majoritario. Nela a decisdo final é obtida escolhendo-se a

categoria com maior nimero de votos dentre o0s Kk
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classificadores. Outra forma de aplicar a votagdo €
atribuir pesos aos classificadores (votagdo com pesos);
nesse caso 0 voto de cada classificador é relativo ao seu
peso, para a decisao final.

Um exemplo de selecdo dindmica de classificadores € a
utilizagdo do classificador mais eficiente para uma
determinada categoria ou categorias. Esta funcdo também
pode ser denominada Best By Class.

A combinacdo adaptativa de classificadores € descrita
como uma fungdo intermediaria entre a votacdo com
pesos e a selecdo dindmica de classificadores. Essa
funcdo agrega todos os votos dos classificadores,
atribuindo pesos para a contribuicdo da decisdo final
conforme a eficiéncia de cada classificador em um corpus

de avaliacéo.

Com base nessas fungdes combinatorias iniciais, diferentes autores

descrevem suas proprias propostas de métodos combinatorios que, de uma forma

ou outra, fazem uso dos conceitos expostos por (SEBASTIANI, 2002). A seguir

séo apresentados alguns exemplos de combinacgéo de classificadores:

O uso de bagging em (ALPAYDIN, 2004) descreve
um método de votacdo onde os classificadores sdo
treinados com pequenas alteragdes no corpus.
Nesse caso, os classificadores devem ser treinados
usando uma amostra aleatdria do corpus, diferente a
cada iteracdo. Para garantir tamanhos iguais de
amostra para todos os classificadores, o0s
documentos usados em uma iteracdo Sao repostos
nas proximas iteracdes. Existe a possibilidade dos
documentos serem usados mais de uma vez ou, até
mesmo, nenhuma vez. O fator aleatorio permite
amostras, ao mesmo tempo, semelhantes e
diferentes. Semelhantes porque podem
compartilhar os mesmos documentos, e diferentes

porque documentos diferentes sdo incorporados a
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amostra. A principal desvantagem desse método é o
fato de que o desempenho dos classificadores é
baseado na probabilidade da escolha das amostras.
O método de boosting (SEBASTIANI, 2002)
apresenta um conceito intuitivo de aprimoramento,
que se encaixa na definicdo de selecdo dinamica de
classificadores. A ideia do boosting é aplicar um
conjunto de n classificadores iterativamente sobre
um corpus de treino. A cada iteracdo um novo
classificador prioriza a categorizacdo  nos
documentos onde o classificador anterior obteve a
maior taxa de categorizacBes incorretas. Assim, 0
treinamento de novos classificadores ndo é baseado
em probabilidade, como ocorre no método bagging.
A desvantagem desse método € a exigéncia de um
corpus suficientemente grande para o treinamento
dos classificadores.

O algoritmo AdaBoost (FREUND & SCHAPIRE,
1999), frequentemente citado na literatura, utiliza
uma medida de peso para referenciar 0s
documentos incorretamente categorizados, que
recebem pesos maiores, enquanto documentos
corretamente classificados recebem pesos menores.
Utilizando a reposicdo de documentos, o algoritmo
permite a escolha por documentos com pesos
menores em corpora pequenos.

(ALPAYDIN, 2004) exemplifica uma forma de
combinagdo em cascata entre os classificadores. A
ideia é ter k classificadores utilizados em sequencia,
de acordo com sua complexidade ou custo de
representagdo. Assim, o0s classificadores séo
aplicados a partir do mais simples ao mais
complexo (FREUND & SCHAPIRE, 1999). Cada

classificador garante um grau de confiabilidade em
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sua decisdo, para que os classificadores seguintes
concentrem o esforco em categorizar 0s
documentos com baixo indice de confiabilidade na
categorizacdo. Esse é um método muito semelhante
ao boosting, a nova caracteristica € o uso de
classificadores  diferentes no  processo de

categorizacdo.

5.9.
Ferramentas de Mineracdo de Textos

A seguir sdo descritas algumas destas ferramentas com suas caracteristicas e

aplicabilidade.

5.9.1.
Weka

O software WEKA, desenvolvido por (HALL, FRANK, HOLMES,
FAHRINGER, REUTEMANN, & WITTEN, 2009), é uma cole¢do de algoritmos
de aprendizado de maquina para tarefas de Mineragdo de Dados. Os algoritmos
podem ser aplicados diretamente a um conjunto de dados por meio de sua
interface grafica ou executados em outros aplicativos customizados via codigo
Java. Contém ferramentas para pré-processamento de dados, classificacéo,
regressdo, clusterizacdo, regras de associacdo e visualizagdo. Também € bem
adequado para o desenvolvimento de novos sistemas de aprendizagem de
maquina.

Embora desenvolvido para lidar com informagdes estruturadas, o software
dispde de um filtro chamado StringToWordVector que realiza o processo de
tokenizacdo e remocdo de stopwords de documentos textuais. Além disso, possui
a habilidade de realizar o calculo de relevancia dos termos tokenizados segundo

métricas como IDF e TF/IDF. Possui a opcdo de realizar a operacdo e Case
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Folding que consiste em converter todos os termos para caixa baixa. Uma
frequéncia minima por termo pode ser definida fazendo com que este seja
descartado pelo processo de tokenizacdo. A figura exibe a tela de configuracéo
desse filtro.

Apos a aplicacdo desse filtro, obtém-se uma representacdo estruturada dos
documentos, tornando possivel a aplicacdo dos algoritmos tradicionais de

Mineracdo de Dados disponiveis na ferramenta.

&3 weka.guiGenericObjectEditor M

weka. filters, unsupervised.attribute. StringToWardVector

About

Converts String altributes into a set of altributes representing

word occurrence (depending on the tokenizer) information

from the text contained in the strings. =
IDFTransform | False -
TFTransform :False -

attributelndices | first-ast

attributeNamePrefix
doMotOperateOnPerClassBasis :False -
invertSelection :False -
lowerCaseTokens :False -

minTermFreq |1
normalizeDocLength | Mo nermalization x|
outputiWordCounts :False -
periodicPruning  |-1.0

stemmer NullStemmer

stopwords  [weka-3-6

tokenizer WordTokenizer -delimiters " {rinlt., ;10"

useStoplist | False -
I i N

wordsTokeep | 1000

The number
[ Open... ] [ Save... ] [ QK ] [ Cancel ]

Figura 27 — Parametros de configuracéo do filtro StringToWordVector do software Weka

5.9.2.
Text Mine

Text Mine, desenvolvido por (KONCHADY, 2006), é um conjunto de
ferramentas de Mineragdo de Textos escritas em Perl. Necessita de um servidor
web Apache e banco de dados MySQL.

Text Mine disponibiliza as seguintes funcionalidades:
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Coleta: a busca pode ser feita a partir de URLS, onde o crawler visita
as paginas, construindo o conjunto de informagdes necessarias para
as outras funcionalidades, ou em documentos locais a maquina.
Extracdo de informacgdo: é capaz de identificar entidades no texto
como nomes, locais e organizacbes. Para isso, 0 usuario deve
customizar um diciondrio de entidades que serdo identificadas.
Clusterizacao: retorna uma colecdo de grupos, onde cada grupo é
composto por um ndmero variavel de documentos similares. Gera
uma matriz de similaridades da colecdo de documentos e utiliza
algoritmo genético para agrupa-los segundo o grau de similaridade
existente entre eles.

Categorizacdo: consiste em organizar as mensagens de texto em
categorias.

Sumarizacao: consiste em resumir artigos ou documentos da Web,
extraindo palavras- chave que determinam o significado do

documento.

TMSK ou Text-Miner Software Kit é um pacote de softwares para

mineracdo preditiva de textos. Possui funcionalidades para pré-processar

documentos de textos em formato XML e disponibiliza implementagdes para as

seguintes tarefas:

Pré-processamento: implementa funcionalidades de tokenizacéo,
stemming, criacdo de dicionario e detec¢do de inicio e fim de
sentencas.

Classificacdo: possui classificadores baseados em regras de decisdo,
predicdo usando Naive Bayes e modelos de ranqueamento linear.
Recuperacdo de informacdo: implementa o conceito de indices
invertidos para busca de informacao.

Clusterizacao: realiza o agrupamento de documentos usando o

algoritmo k-means.
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e Extracdo de informacdes: identificagdo de entidades nomeadas.

5.9.4.
RIKTEXT

O RIKTEXT é um pacote de softwares completo para categorizacdo de
documentos baseado em regras de decisao.

Seu objetivo € determinar o melhor conjunto de regras para a predicdo e
classificacdo, onde o melhor conjunto é formado pelo menor nidmero de regras
com erro minimo.

Os dados para este classificador devem estar na forma de tabela, onde cada
linha corresponde a um documento e cada coluna corresponde a um termo do
dicionario. Cada célula da planilha recebe valores booleanos indicando a presenca
ou a auséncia da palavra no documento, ou a frequéncia linear do termo.

O RIKTEXT complementa o TMSK, disponibilizando métodos para
construcdo e uso de regras para classificacdo de documentos. O formato dos dados
de entrada do RIKTEXT € idéntico ao dos métodos de classificacdo apresentados
no TMSK.

5.9.5.
STATISCA Text Miner

O STATISTICA Text Miner é uma extensdo opcional do STATISTICA
Data Miner que compreende as etapas de coleta, pré-processamento e mineragdo
do processo de KDT.

Dispbe de algoritmos para a reducdo de palavras ao seu proprio radical
(lematizacdo) e eliminagdo de stopwords. Assim, o aplicativo elimina uma parte
insignificante do texto a ser analisado, reduzindo o nimero de termos da matriz de
palavras de texto. Uma vez definidas as palavras com real valor para a anélise, s&o
aplicados algoritmos de mineragdo, por meio dos quais se derivam modelos
preditivos para explicar a possibilidade de ocorréncia de termos significantes em
outros documentos.

As caracteristicas principais do STATISTICA Text Miner:


DBD
PUC-Rio - Certificação Digital Nº 0821678/CA


PUC-RIo - Certificacdo Digital N° 0821678/CA

107

Contém varias opcdes de acesso a documentos textuais em diversos
diferentes, incluindo TXT, PDF, PostScript, HTML, XML, RTF e
DOC.

Prové suporte a web-crawling, permitindo extrair documentos de
paginas Web. Também é possivel selecionar os documentos a partir
de uma pasta local, conforme ilustrado na Figura 28.

Inclui stoplists e algoritmos de stemming para as linguas:
dinamarqués, holandés, inglés, francés, alemao, italiano, portugués,
espanhol, sueco etc. As stoplists podem ser editadas manualmente
pelo usuério. O software é projetado de modo que o suporte a
linguas adicionais possa ser feito com o minimo de esforco;

Efetua a contagem de frequéncia de todas as palavras nos
documentos, que serve de base para todas as analises numéricas
subsequentes. Filtros adicionais podem ser aplicados. Por exemplo,
calculo de frequéncia normalizada dos termos, frequéncia inversa
dos documentos, gerando uma sumarizacdo numeérica dos
documentos;

Disponibiliza métodos de analise estatistica que sdo aplicadas sobre
0s sumarios numéri-cos dos documentos, técnicas de Clusterizagéo,
tais como k-Means para identificar documentos similares

relacionamentos entre estes.
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?)- )X

'— Retrieve text contents

@ fromfle © from varable

W Browse documents

(= Load documents

@ ‘_.i'.';lf."-n"y“v'_' (s :'w‘nf."ylr'-]r'n_'} dr.r:m‘.»‘-rt I:‘:v“- ames

E Text vanahble I".-'.r.r

Synoryms & phrases |  Delimiters | Project | Defauks |
Quick | Advanced | Fiters | Characters | Index

none

nove

Options =

Ether browse to the
documents or URL
(Web sites) or select
vanables with text or
references 10
documents (URLs),

(= OpenData |

SELECT
cases 3

Figura 28 — Interface de coleta do software STATISCA
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