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9.  
Apêndices 

9.1 
Apêndice A – Estrutura de Configurações do PMO 

Neste Apêndice é apresentada a estrutura de formação das configurações do 

PMO, conforme discutido no Capítulo 5. Maiores detalhes acerca do assunto estão 

disponíveis em (FERREIRA, 2013). 

A estrutura do histórico de ENA utilizada no modelo NEWAVE tem 

características bastante peculiares. Embora esteja disponível apenas uma série 

histórica de dados, no planejamento da operação de médio prazo são consideradas 

“configurações” desta série histórica, que variam a cada PMO em função da 

inclusão/exclusão e/ou ampliação/redução de usinas que compõem os subsistemas 

equivalentes. Desta forma, uma “configuração” é uma série histórica 

correspondente a um dado período de tempo, à qual são acrescidos ou 

decrementados valores da variável estocástica em questão. Todos os meses, em 

cada PMO, uma nova série de configurações é disponibilizada para os períodos de 

planejamento. A partir destas séries serão simuladas as árvores de cenários. 

Para, mensalmente, compor as configurações de ENA, é necessário (i) 

transformar as séries de vazões naturais em ENA – conforme descrito na equação 

(3.12) –, agregá-las por subsistema e compor as séries históricas correspondentes 

às configurações do parque gerador. 

A “montagem” das configurações, embora não envolva conceitos da 

modelagem estocástica, é importante para o entendimento da abordagem dada 

pelo SEB à utilização do modelo PAR(p) na geração dos cenários da árvore, 

conforme apresentado a seguir. 

A Câmara de Comercialização de Energia Elétrica disponibiliza 

mensalmente o PMO, elaborado pelo ONS. No mesmo é possível identificar 

quando usinas entrarão (ou sairão) em operação nos próximos estágios do 

planejamento, bem como as novas capacidades de geração e produtibilidade. A 

cada mês em que novas unidades geradoras hidrelétricas se tornam operacionais, 
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tem-se uma nova configuração hidrelétrica do sistema, isto é, a série histórica de 

ENA para o período de janeiro de 1931 (início das séries de ENA) a dezembro de 

dois anos antes do ano corrente, o que ocorre em função da consolidação dos 

dados das séries de afluências. É importante ressaltar que o impacto dessa 

defasagem diz respeito ao conjunto de dados que será utilizado para ajuste dos 

parâmetros do modelo PAR(p) e não para definir as condições correntes da 

hidrologia necessárias para gerar os cenários. Para tal, é informado ao modelo um 

conjunto de dados até o período imediatamente anterior ao estudo que está sendo 

feito. Por exemplo, para o PMO de junho, estão disponíveis os dados históricos de 

afluência (ou de ENA) até maio. 

Desta forma, o termo “configuração” é uma série histórica de ENAenergia 

correspondente a um dado período de tempo fixo. É válido ressaltar que nem 

todos os estágios de planejamento apresentam variações das configurações. 

Muitas vezes, quando não há incremento/decremento nos valores das séries, as 

mesmas se mantêm constantes até que haja uma alteração. 

Imaginando que a cada estágio será disponibilizada uma nova série e o 

horizonte de planejamento seja de cinco anos (60 meses), o conjunto dessas 

formará o PMO, cujo número de configurações poderá variar de entre 60 (no caso 

de janeiro) a 49 (no caso de dezembro). Desta forma,  o número de configurações 

de um dado PMO é dado por (em que NPER  representa o número de períodos 

considerados no horizonte de planemento): 

 

1_  PMOmesNPERNCONF  (9.1) 

 

Ainda, neste, existem dois termos definidos pelo SEB que são o pré-estudo 

e o pós-estudo. O primeiro corresponde, basicamente, a primeira configuração e 

serve como ponto inicial para a estimação dos modelos, já o pós-estudo é a última 

configuração do sistema e os modelos definidos nessa configuração serão 

replicados, caso deseja-se criar cenários com horizonte maior que 60 estágios.. 

No contexto do módulo NEWAVE, os períodos de pré-estudo e pós-estudo 

são períodos nos quais as configurações do parque gerador e os dados de demanda 

são considerados constantes. Estes períodos servem para eliminar os efeitos do 

estado inicial (pré-estudo) e para obter uma informação acerca da FCF a partir do 

período de interesse (FCF diferente de zero). Estes períodos são utilizados tanto 
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no planejamento da expansão quanto no planejamento da operação. A diferença é 

que para o planejamento da expansão, o que se quer é definir as configurações do 

parque gerador para todo o período de planejamento, que compreende 10 anos ou 

mais, e no planejamento da operação a configuração é supostamente conhecida. 

De forma ilustrativa, considere um PMO de janeiro/2011, 60 estágios de 

simulação e que em todos estes há alterações nas séries temporais de ENA (ou 

mesmo que não haja, uma dada configuração pode ser replicada até que sejam 

observadas atualizações nos dados). A Figura 9.1, adaptada de (FERREIRA, 

2013), apresenta o esquema de configurações deste PMO. 

 

 

 

Figura 9.1 – Pré-estudo, Pós-estudo e as diferentes configurações  

 

Costuma-se referenciar as configurações com o nome do mês e ano em que 

a mesma corresponde, isto é, caso esteja-se trabalhando com o PMO de janeiro de 

2011, por exemplo, referencia-se a configuração 1 como configuração de janeiro 

de 2011, a configuração 2 como configuração de fevereiro de 2011 e assim 

sucessivamente até a última que, neste caso, seria a configuração de dezembro de 

2016 (configuração 60).  

É válido ressaltar que casa configuração fornecerá um modelo estocástico, 

com ordem, parâmetros e resíduos, que será empregado na simulação das 

realizações das variáveis estocásticas de ENA que compõem a árvore de cenários 

De acordo com (FERREIRA, 2013), para estudos de planejamento da 

operação, o período de interesse são os cinco primeiros anos. No contexto do 

NEWAVE, adicionalmente, em geral consideram-se cinco anos adicionais, 

perfazendo um total de 10 anos de cenários gerados, para levar em conta os efeitos 

de final de horizonte, isto é, o sistema deve continuar operando após os cinco anos 

iniciais. Para o planejamento da expansão, em geral o horizonte é maior, 10 anos 

de interesse, podendo chegar a 30. De qualquer forma, em ambos os estudos, 
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operação e planejamento, sempre se consideram cinco anos adicionais, destinados 

a construir uma função de custo futuro para a fronteira do horizonte de interesse. 

Nessa situação, em que se deseja gerar séries sintéticas de ENAs para 

períodos superiores ao número de configurações, mantêm-se a configuração 

denominada pós-estudo para todo o horizonte de análise, em outras palavras, o 

SEB assume não ter conhecimento da dinâmica do parque hídrico após o período 

de 5 anos e o admite constante. 

 

9.2 
Apêndice B – Caracterização das Distribuições de Probabilidade 

Neste apêndice serão apresentadas as principais distribuições contínuas 

passíveis de serem ajustadas aos resíduos do modelo PAR(p) em função do 

suporte que comportam. Para cada uma das distribuições será realizada uma 

descrição teórica e logo em seguida serão apresentadas as características 

estatísticas, como momentos, parâmetros, função densidade de probabilidade e 

outros, quando cabível. 

 

9.2.1 
Distribuição Normal 

 A distribuição de Gauss ou Normal é uma distribuição de probabilidade 

para variáveis aleatórias contínuas, caracterizada pela média e desvio padrão. Os 

valores de uma série que segue a distribuição Normal se distribuem 

simetricamente em relação à média e, portanto, apresentam o coeficiente de 

assimetria igual a zero.  

 A caracterização matemática da distribuição Normal está resumida na 

Tabela 9.1. 
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Tabela 9.1 - Características da Distribuição Normal 

Suporte  x  

Parâmetro de localização    

Parâmetro de escala   

Função Densidade de Probabilidade 







 


2

2
2/1

2

)(
exp)2(

1
)(






x
xf X  

Coeficiente de Assimetria 0 

Coeficiente de Curtose 3 

 

 A seguir, na Figura 9.2, exemplos de distribuições Normais com diferentes 

parâmetros de localização e escala.  

 

 

Figura 9.2 – Exemplos da Distribuição Normal 

 

9.2.2 
Distribuição Logística 

A distribuição Logística se assemelha à Normal, porém suas caudas são 

mais densas. A literatura mostra exemplos de aplicação em hidrologia para a 

modelagem de dados de precipitação de chuvas. 
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Tabela 9.2 - Características da Distribuição Logística 

Suporte  x  

Parâmetro de localização a  

Parâmetro de escala  3/222 kb   

Parâmetro de escala alternativo  bk 2/13  

Função Densidade de Probabilidade 
  
   2

/exp1

/exp
)(

kaxk

kax
xf X




  

Coeficiente de Assimetria 0  

Coeficiente de Curtose 2.4  

 

 A seguir, na Figura 9.3, um exemplo da função de distribuição de dados 

simulados de uma distribuição Logística.  

  

 

Figura 9.3 – Dados Simulados de uma Distribuição Logística 

 

9.2.3 
Distribuição de Gumbel 

Também conhecida como Distribuição de Eventos Extremos, a distribuição 

de Gumbel surge quando se toma o logaritmo de uma variável com a distribuição 

Weibull. Em hidrologia, a distribuição de Gumbel é usada para analisar variáveis 

como valores máximos mensais e anuais de precipitação e volumes de descarga de 

rios, além de descrever secas. Em (STEPHENS, 1977), o autor apresenta um 

tratamento específico para o ajuste da Distribuição de Eventos Extremos. 
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Tabela 9.3 - Características da Distribuição de Gumbel 

Suporte  x  

Parâmetro de localização  a  

Parâmetro de escala  b  

Média 57721.0)1('  aba  

Variância 6/22b  

Função Densidade de Probabilidade       baxbax
b

xfX /exp/exp
1

)(   

Coeficiente de Assimetria 14.1  

Coeficiente de Curtose 4.2  

 

A seguir, na Figura 9.4, exemplo da função de distribuição de dados 

simulados de uma distribuição de Gumbel.  

 

 

Figura 9.4 – Distribuição de Gumbel 

 

9.2.4 
Distribuição Generalizada de Valores Extremos 

Na teoria da Probabilidade e Estatística, a distribuição Generalizada de 

Valores Extremos (GEV) é uma família de distribuições de probabilidade 

contínuas desenvolvidas dentro da Teoria do Valor Extremo para combinar as 

distribuições de Gumbel, Fréchet e Weibull, também conhecidas como tipos I, II e 

III de distribuições de valores extremos. 
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A GEV tem facilitado muitas aplicações e tem crescente aceitação para 

descrição dos eventos máximos naturais, principalmente dados de cheias máximas 

anuais. Esta distribuição é utilizada em muitas áreas, sendo uma das principais, a 

Engenharia Estrutural, em que o objetivo principal é projetar estruturas que 

resistam aos níveis mais extremos de certos processos ambientais. Na prática, a 

distribuição GEV é usada para modelar uma extensa variedade de extremos 

naturais, como cheias, chuvas, velocidade do vento, temperaturas e outros 

extremos, conforme mostram (VOGEL & WILSON, 1996). Pode também ser 

aplicada na modelagem de ruídos.  
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Tabela 9.4 - Características da Distribuição GEV 

Suporte 

 
 

 













0/,

0,

0,/







sex

sex

sex

 

Parâmetro de localização   

Parâmetro de escala   

Parâmetro de forma   

Média 

 






















1

0

0,0
1











se

se

se

 

Variância 

 





















2

1

0
6

2

1
,0

2
2

2

2

122













se

se

se
gg

 

 kgk  1  

Função Densidade de Probabilidade 

 

  













/1

1

/exp

1
)(

)(exp)(
1






























 






x

x

xt

xtxt

 

Coeficiente de Assimetria 

 




















0
)3(612

0
23

3

2/32

12

3

1213








se

se
gg

gggg

 

Onde )(x é a Função Zeta de Riemann 

Coeficiente de Curtose  



















0
5

12

03
364

22

12

4

1

2

12314





se

se
gg

gggggg
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A seguir, na Figura 9.5, exemplo da função de distribuição de dados 

simulados de uma distribuição de GEV.  

 

 

Figura 9.5 – Distribuição GEV 

 

9.2.5 
Distribuição do Tipo Location-scale 

A Distribuição t de Student é bastante semelhante à Normal, porém com 

caudas mais largas, ou seja, uma simulação desta distribuição pode gerar valores 

mais extremos que uma simulação da Normal. O único parâmetro que a define e 

caracteriza a sua forma é o número de graus de liberdade (GL, representando pela 

letra grega  ). Quanto maior for esse parâmetro, mais próxima da Normal ela 

será. 

De acordo com (JACKMAN, 2009), a Distribuição t de Student pode ser 

generalizada para uma distribuição de três parâmetros da família de distribuições 

conhecida como Location-scale. Para tal, basta introduzir um parâmetro de 

localização   e um parâmetro de escala   através da relação TX   . Desta 

forma pode-se definir a Distribuição do tipo Location-scale ou Distribuição t de 

Student não padronizada. 

Se a variável X pertence a uma Distribuição do tipo Location-scale com 

parâmetros  ,   e  , então a relação 


x
 segue uma Distribuição t de Student 

com   graus de liberdade. 
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A Distribuição do tipo Location-scale é útil para a modelagem de dados 

com caudas mais pesadas (mais propensas à presença de outliers) do que a 

distribuição Normal. 

 

Tabela 9.5 - Características da Distribuição do Tipo Location-scale 

Suporte  x  

Parâmetro de localização   

Parâmetro de escala   

Parâmetro de forma (GL)   

Variância 2
1

2 








 

Função Densidade de 

Probabilidade 

  
  

  2/1

2

2/1

1
1

2/

2/1
)(























 















 x
xfX  

Coeficiente de Assimetria 0  

Coeficiente de Curtose 0  

 

É importante notar que o parâmetro de escala   não corresponde a um 

"desvio padrão", o qual, na realidade, pode nem existir, e nem é o desvio padrão 

da distribuição Normal subjacente, que é desconhecido. O referido parâmetro 

simplesmente ajusta a escala global da distribuição.  

Na Figura 9.6, exemplo da função de distribuição de dados simulados de 

uma distribuição t de Student com 2 GL e uma Normal Padrão, para fins de 

comparação. 

  

Figura 9.6 – Distribuição t de Student vs Normal 
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9.3 
Apêndice C – Testes e Critérios de Ajuste, Estimação Paramétrica e 
Seleção de Distribuições 

Haja vista que as principais distribuições de probabilidade contínuas 

aplicadas aos resíduos do modelo estocástico periódico, com suporte definido no 

conjunto dos números reais, foram apresentadas, faz-se necessário realizar testes 

e/ou critérios estatísticos que sejam capazes de comparar e/ou testar a hipótese de 

aderência dos dados às distribuições apresentadas. A seguir serão apresentados 

alguns testes utilizados no ajuste e estimação paramétrica de distribuições de 

probabilidade e os Critérios de Informação, que, conforme apresentado na seção 

5.2, serão aplicados contexto deste trabalho. 

 

9.3.1 
Testes de Inferência Estatística Não Paramétrica 

Os testes estatísticos clássicos de aderência de distribuição são não-

paramétricos e correspondem a uma classe dos testes de hipóteses que têm como 

função verificar a forma de uma distribuição de probabilidade, isto é, verificar se 

os dados em questão se adaptam à curva de um modelo distributivo hipotético. Os 

testes clássicos, conhecidos como "Tests of Goodness of Fit" são Chi-Quadrado, e 

Kolmogorov-Smirnov e Anderson-Darling. Os dois primeiros são descritos a 

seguir e detalhes do último podem ser encontrados em (ANDERSON & 

DARLING, 1952). 

 

9.3.1.1 
Teste Chi-Quadrado 

Considere uma amostra de N observações independentes de uma variável 

aleatória X. Essas N observações são agrupadas em c classes e o número de 

elementos em cada classe é representado na forma de uma Tabela de 

Contingência, (CONOVER, 1971), da seguinte forma, em que jO  denota o 

número de observações na classe cj ,...,2,.1 . 
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Tabela 9.6 - Tabela de Contingência 

 

 

Considere agora )(xF  como função de distribuição desconhecida da 

variável aleatória X e )(* xF  como alguma distribuição completamente 

especificada (incluindo a estimação de seus respectivos parâmetros). O teste de 

hipótese a ser realizado é: 

 

)(*)(:

)(*)(:

1

0

xFxFH

xFxFH




 (9.2) 

 

Em outras palavras: 

 

H0: a função de distribuição da variável aleatória observada é F*(x) 

H1: a função de distribuição da variável aleatória observada é diferente de F*(x) 
(9.3) 

 

A estatística de teste empregada considera a probabilidade de uma dada 

observação pertencer a uma classe específica ( *

jp ), sob a hipótese de que )(* xF  é 

a função de distribuição da variável aleatória X, (PLACKETT, 1983). Logo, o 

número esperado de observações na classe j  quando 0H  é verdadeira é dado por: 

 

cjNpE jj ,...,2,1*   (9.4) 

 

A estatística de teste, T , é dada por: 

 

   
N

E

O

E

EO
T

c

j j

j
c

j j

jj



 

 1

2

1

2

 (9.5) 

 

1 2 ... c Total

Frequencias observadas O1 O2 ... Oc N

Classes
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A distribuição aproximada de T , válida para grandes amostras, é uma Chi-

Quadrado com )1( c  graus de liberdade. Assim, a região crítica de tamanho   

corresponde aos valores de T  maiores que 1x . O quantil  1  de uma 

distribuição Chi-Quadrado com )1( c  graus de liberdade é obtido a partir de 

tabelas padronizadas. A regra de decisão é: rejeitar 0H  se T  excede 1x . Em caso 

contrário, 0H  não é rejeitada. 

 

9.3.1.2 
Teste Kolmogorov-Smirnov 

Este teste observa a máxima diferença absoluta entre a função de 

distribuição acumulada assumida para os dados e a função de distribuição 

empírica dos mesmos. Como critério, comparamos esta diferença com um valor 

crítico, para um dado nível de significância. 

Considere uma amostra aleatória simples nXXX ,...,2,1 , de uma população 

com função de distribuição acumulada contínua XF desconhecida. A estatística 

utilizada para o teste é:  

 

)()(sup xFxFD n
x

n   (9.6) 

 

Esta função corresponde a distância máxima vertical entre os gráficos de 

XF  e )(xFn  sobre a amplitude dos possíveis valores de x. Em nD  temos que: 

 XF  representa a função de distribuição acumulada assumida para os 

dados. 

 )(xFn  representa a função de distribuição acumulada empírica dos 

dados. 

Neste caso, queremos testar a hipótese )()(:0 xFxFH n   contra a hipótese 

alternativa )()(:1 xFxFH n  . Para isto, tomamos )()2(),1( ,..., nXXX  as 

observações aleatórias ordenadas de forma crescente da população com função de 

distribuição contínua )(xFn .  
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A função de distribuição acumulada assumida para os dados é definida por 

))(())(( ixXPixFn   e a função de distribuição acumulada empírica é definida 

por uma função escada, dada pela função indicadora: 

 

 



n

i

xn ixI
n

xF
1

],( ))((
1

)(  (9.7) 

 

Observe que a função da distribuição empírica )(xFn  corresponde à 

proporção de valores menores ou iguais a x.  

A distribuição assintótica da estatística de teste K-S é válida quando temos 

conhecimento completo sobre a distribuição de 0H . Entretanto, na prática, 0H  

especifica uma família de distribuições de probabilidade. Neste caso, a 

distribuição assintótica da estatística de Kolmogorov-Smirnov não é conhecida e 

foi determinada via simulação. 

Como a função de distribuição empírica )(xFn  é descontínua e a função de 

distribuição hipotética é contínua, consideram-se duas outras estatísticas para o 

cálculo da estatística de teste: 

 

)()(sup )()(

)(

ini
x

xFxFD
i


 (9.8) 

 

)()(sup )1()(

)(



  ini
x

xFxFD
i

 (9.9) 

 

Essas estatísticas medem as distâncias (vertical) entre os gráficos das duas 

funções, teórica e empírica, nos pontos )( )1( ix  e )( )(ix . Com isso, pode-se utilizar 

como estatística de teste: 

 

),max(  DDDn  (9.10) 

 

Se nD  é maior que o valor crítico, rejeita-se a hipótese nula com 

%100*)1(   de confiança. Caso contrário, a hipótese nula é aceita. 
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Embora bastante consolidados, os testes não paramétricos de Goodness of 

Fit podem apresentar alguns inconvenientes em determinadas aplicações e devem 

ser utilizados com cautela. 

Na próxima seção são apresentados os Critérios de Informação empregados 

na seleção de distribuições. 

 

9.3.2 
Critérios de Informação 

O uso de Critérios de Informação com vistas à comparação de modelos é 

bastante difundido na literatura. Diversos estão disponíveis e os mais comuns são: 

BIC (Bayesian Information Criterion), AIC (Akaike Information Criterion), AICc 

(Akaike Information Criterion Corrected), HNIC (Hanna-Quinn Information 

Criterion), dentre outros. As principais referências primárias são: (AKAIKE, 

1974), (AKAIKE, 1976), (HANNAN & QUINN, 1979) e (SCHWARZ, 1978). 

Basicamente, se uma boa estimativa para a log verossimilhança esperada 

dos modelos em questão puder ser obtida através dos dados observados, esta 

estimativa poderá ser utilizada como um critério para comparar modelos. Assim 

um modo de comparar n  modelos, );(),....,;(),;( 2211 nn xgxgxg  , é 

simplesmente comparar as magnitudes da função suporte maximizada )ˆ( iL  . 

Contudo, tal método não fornece uma verdadeira comparação, haja vista que, em 

não conhecendo o verdadeiro modelo )(xg , primeiramente o método da máxima 

verossimilhança estima os parâmetros i  de cada modelo )(xg i  e posteriormente 

são utilizados os mesmos dados para estimar   ̂;ln xfEG , isto introduz um viés 

em )ˆ( iL  , sendo que a magnitude deste viés varia de acordo com a dimensão do 

vetor de parâmetros. 

Deste modo, os Critérios de Informação são construídos para avaliar e 

corrigir o viés   Gb  da função suporte. Segundo (KONISHI & KITAGAWA, 

2008), um critério de informação tem a forma que se segue: 

 

     



n

i

nin GbXXfGXIC
1

)(2)(ˆ;ln2ˆ;   (9.11) 
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Em (MULAIK, et al., 1989), os autores apresentam formas alternativas em 

substituição aos testes não paramétricos clássicos de testes de goodness of fit, haja 

vista que esses não conseguem avaliar a parcimônia dos modelos. No citado, o 

AIC é tratado com um índice de lack-of-fit ao invés de goodness of fit, uma vez 

que a regra de decisão da estatística seria “quanto menor, melhor”.  

O mesmo ocorre em outros trabalhos recentes, como (VOSE, 2008) e 

(MAYDEU-OLIVARES & GARCIA-FORERO, 2010), que apresentam os 

Critérios de Informação como soluções eficientes em substituição às técnicas não 

paramétricas tradicionais para verificar a aderência de distribuições. 

Dessarte, serão empregados os Critérios de Informação para seleção das 

distribuições de probabilidades mais aderentes aos resíduos do modelo PAR 

empregado no ajuste dos dados de ENA. Importante ressaltar que o ajuste, 

rankeamento e estimação paramétrica das distribuições de probabilidade dos 

resíduos do modelo estocástico são fundamentais para a simulação dos resíduos 

empregados no passo Backward, conforme sequência definida na seção 4.1. 

Neste trabalho serão considerados para rankear as distribuições ajustadas os 

Critérios de Informação BIC, AIC e AICc. O último, AIC “corrigido”, revisto por 

(HURVICH & TSAI, 1989) e recomedado por (BURNHAM & ANDERSON, 

2002), foi proposto por (SUGIURA, 1978), faz uma correção no AIC clássico em 

função de se adequar melhor a pequenas amostras (é mister lembrar que a amostra 

de resíduos do modelo PAR tem tamanho finito). Em (KUHA, 2004), o autor 

argumenta que a situação ideal para comparação dos modelos ou distribuições 

mais aderentes é de que todos os Critérios de Informação apontem para a mesma 

decisão. 

Assim, tendo em vista o exposto, a seguir serão apresentados os Critérios 

AIC, BIC e AICc. 

 

9.3.2.1 
AIC 

A literatura apresenta diversas versões do AIC, embora este critério tenha 

sido proposto originalmente por (AKAIKE, 1974) com a seguinte estrutura: 

 

kLAIC 2)ln(2   (9.12) 
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Em que L  é o valor obtido para a Máxima Verossimilhança do modelo e k  é 

o número de parâmetros do mesmo. 

O modelo ou distribuição mais aderente aos dados terá o menor valor de 

AIC. Em (KAPLAN, 2000), o AIC é classificado como um índice de badness of 

fit, de forma análoga ao apresentado em (MULAIK, et al., 1989). 

A derivação matemática do AIC unifica os conceitos teóricos de Entropia e 

do Método de Máxima Verossimilhança, tornando o AIC bastante robusto. Por 

outro lado, o cálculo do índice é bastante simples, uma vez conhecido o valor da 

log verossimilhança dos modelos utilizados para comparação. Evidentemente, 

assim como no caso do BIC, dado que o cálculo não preconiza normalizações, não 

é possível interpretar um valor isolado do AIC, devendo ser utilizado como 

critério de desempate no ranking de distribuições ajustadas aos dados. Importante 

lembrar que os Critérios de Informação são medidas descritivas e não testes de 

hipóteses do ponto de vista do arcabouço da Inferência Estatística. 

 

9.3.2.2 
BIC 

Proposto por (SCHWARZ, 1978), o BIC é muito similar ao seu antecessor, 

o AIC. O autor propõe um tratamento Bayesiano para o índice, uma vez que num 

modelo de dimensão conhecida, os estimadores de Máxima Verossimilhança 

podem ser obtidos como os limites dos estimadores de Bayes de grandes amostras 

para as distribuições a priori. Assim, o autor sugere uma modificação no cálculo 

do Critério de Informação, propondo o seguinte índice: 

 

)ln()ln(2 nkLBIC   (9.13) 

 

Nota-se que o BIC que o segundo termo da equação (9.13), conhecido na 

literatura como “termo penalizador” é maior no caso do BIC do que do AIC, 

tornando o primeiro mais conservador. 

Em seu trabalho, (KUHA, 2004) realiza um extenso estudo comparativo 

entre o desempenho dos índices AIC e BIC em diferentes simulações e conclui 

que ambos fornecem resultados satisfatórios. A sugestão do autor é que dois ou 
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mais Critérios sejam utilizados conjuntamente, dando robustez à escolha do 

modelo probabilístico mais aderente. 

Ao longo dos anos, diversos outros Critérios de Informação surgiram e 

adaptações nos já existentes também. Neste contexto, a seguir será apresentado o 

AICC, uma evolução do AIC, que pode ser mais adequado em determinadas 

situações e vem sendo amplamente utilizado na literatura e nos softwares 

comerciais como critério de seleção de modelos. 

 

9.3.2.3 
AICc 

A correção de viés no AIC foi proposta por (SUGIURA, 1978) e revisitada 

posteriormente nos trabalhos de (HURVICH & TSAI, 1989) e (HURVICH & 

TSAI, 1991), chamando o índice de AIC corrigido ou AICc. 

Ambos os critérios podem ser vistos como estimadores da informação 

esperada de Kullback-Leibler. A literatura mostra que o AICc reduz drasticamente 

o viés do índice original, sugerindo que aquele fornece modelos substancialmente 

melhores quando comparado com a seleção via AIC. 

Segundo (HURVICH & TSAI, 1989), o AICc, nos casos de modelos de 

Regressão Linear e Séries Temporais, é assintoticamente eficiente. No primeiro 

modelo, o índice é também não viesado, enquanto que em modelos de Regressão 

Não Linear e Séries Temporais é apenas aproximadamente não viesado. Em todos 

os casos, a redução do viés é alcançada sem incremento da variância, uma vez que 

o AICc é dado pela soma do AIC e um termo não estocástico. 

Finalmente, de acordo com (HURVICH & TSAI, 1991), o AICc é 

recomendado em amostras reduzidas e se mostrou eficiente e com melhor 

performance em comparação ao AIC. 

Isto posto, o AICc é dado por: 

 

2

)2)(1(2






kN

kk
AICAICc  (9.14) 
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9.4 
Apêndice D – Análise de Sequências 

No intuito de apurar e complementar a avaliação de desempenho dos 

modelos de geração propostos, neste item são introduzidas novas variáveis 

aleatórias escolhidas a fim de aferir a capacidade dos modelos em reproduzir as 

correspondentes distribuições de frequências obtidas do histórico. Nesta seção, as 

variáveis selecionadas estão relacionadas com a representação de períodos 

críticos, como as secas registradas ao longo dos anos. Neste contexto é empregado 

o conceito de sequência negativa: uma sequência negativa é o período de tempo 

em que as vazões afluentes estão continuamente abaixo de valores 

predeterminados, por exemplo, as médias mensais (utilizadas neste trabalho), 

precedidos e sucedidos por valores acima destes limites. Vale lembrar que podem 

ser determinadas também sequências positivas, cujo conceito é o oposto do 

anterior. De forma ilustrativa, o exemplo a seguir considera apenas as sequências 

negativas. 

A Figura 9.7 ilustra este conceito. A linha contínua representa afluências e a 

linha pontilhada um limite preestabelecido – neste trabalho utilizou-se a média 

histórica. Os intervalos (t1 - t2) e (t3 - t4) correspondem às sequências negativas, 

isto é, as vazões estão abaixo dos limites. 

 

 

Figura 9.7 - Esquema de uma sequência negativa 

Fonte: adaptado de (CEPEL, 2001) 

 

Para cada sequência negativa estão associadas três variáveis de interesse: 

comprimento, soma e intensidade de sequência, da seguinte forma: 
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Tabela 9.7 – Modelagem das sequências negativas 

Variável Aleatória Descrição Cálculo 

Comprimento 
Corresponde ao comprimento dos 

intervalos (t1 - t2), (t3 - t4) 
)( 12 ttC   

Soma 

Corresponde à área abaixo do limite 

durante a sequência. Na figura anterior, 

equivale às áreas A1 e A2. 





2

1

)(
t

ti

iiZS   

Intensidade 

Corresponde ao valor médio abaixo do 

limite, isto é, a soma de sequência 

dividida pelo respectivo comprimento de 

sequência. 
)(

)(

12

2

1

tt

Z

C

S
I

t

ti

ii












 

Fonte: adaptado de (CEPEL, 2001) 

 

Repetindo estes cálculos para cada sequência negativa encontrada, é 

possível obter, para a série histórica, amostras das três variáveis aleatórias 

mencionadas. De maneira análoga, o algoritmo é realizado para a série sintética 

(utilizando o mesmo limite predeterminado), obtendo-se outras três amostras das 

mesmas variáveis.  

Visto que amostras de mesmas variáveis foram obtidas, para o histórico e 

para os cenários, é possível, portanto, testar a hipótese de as amostras serem 

provenientes de mesmas distribuições por meio dos testes estatísticos de aderência 

descritos Apêndice C. 
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