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Resumo

Grego, Isabela Braune; Villas, Marcos Vianna. Sistema de Tomada de Decisão na Fase

de Pré-Matrícula em uma Universidade Particular. Rio de Janeiro, 2022. 44p. Relatório de

Projeto Final Departamento de Informática. Pontifícia Universidade Católica do Rio de

Janeiro.

Este projeto teve como objetivo solucionar o problema da falta de vagas no período de

matrícula dos alunos.

Logo, foi necessário avaliar como é realizada a previsão da quantidade de vagas por

disciplina e a alocação de professores hoje na PUC-Rio e procurar uma solução para estes

problemas.

Este projeto visa apoiar os coordenadores dos cursos de informática na tomada de

decisão de modo a oferecer mais turmas para mitigar o problema da falta de vagas, bem como

a alocação dos professores.

Palavras-chave: Alocação de professores; Modelos preditivos; Quantidade de vagas; Power

BI; Google Cloud Platform; Notebook Python; Previsão da quantidade de vagas por disciplina;

Tomada de decisão; Pré-Matrícula;



Abstract

Grego, Isabela Braune; Villas, Marcos Vianna. Decision-making System in the Pre-

Enrollment Phase at a Private University. Rio de Janeiro, 2022. 44p. Final Project Report IT

Department. Pontifícia Universidade Católica do Rio de Janeiro.

This project aimed to solve the problem of lack of vacancies during the enrollment period

for students.

Therefore, it was necessary to evaluate how the prediction of the number of vacancies

per subject and the allocation of professors today at PUC-Rio is carried out and to look for a

solution to these problems.

This project aims to support the coordinators of computer courses in decision-making in

order to offer more classes to mitigate the problem of lack of vacancies, as well as the

allocation of professors.

Keywords: Allocation of teachers; Predictive models; Number of vacancies; Power BI; Google

Cloud Platform; Python notebook; Forecasting the number of vacancies per subject; Decision

making; Pre-Registration;
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1. Introdução
O processo de matrícula em uma universidade é crucial para o aluno, pelo fato de

que é chegado o momento em que é necessário organizar a grade de horários com as

disciplinas que ele deseja cursar naquele período.

Ao longo da minha graduação, identifiquei não só a minha dificuldade como também

a de outros alunos na fase de matrícula, em virtude da falta de vagas disponíveis em

algumas disciplinas. Dificuldade esta que me incentivou a procurar uma solução para tal

problema. Após conversar com o coordenador do Curso de Ciência da Computação da

PUC-Rio, professor Ivan Mathias Filho, detectei dois desafios a serem vencidos pelas

equipes de coordenação do Departamento de Informática na fase de matrícula. O primeiro

desafio é definir a quantidade de vagas por disciplina a ser disponibilizada em cada

período. O segundo desafio é remanejar os professores das turmas existentes, avaliando

assim a possibilidade de criação de novas turmas e quem pode lecioná-las.

O Departamento de Informática da PUC-Rio é composto por duas coordenações. A

coordenação das graduações de Ciência da Computação e de Sistemas de Informação,

que é coordenada pelo professor Ivan Mathias Filho, e a coordenação da graduação em

Engenharia da Computação, coordenada pelo professor Augusto Baffa.

Portanto, o projeto do Sistema de Tomada de Decisão na Fase de Pré-Matrícula em

uma Universidade Particular visa apoiar as coordenações dos cursos de Informática da

PUC-Rio nos dois desafios, de modo a oferecer mais turmas, mitigando o problema de

falta de vagas, bem como o de alocação de professores.
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2. Situação Atual
Após detectar dois dos desafios da equipe de coordenação do Curso de Ciência da

Computação da PUC-Rio na fase de matrícula, que consiste em calcular a quantidade de

vagas por disciplina disponibilizada e remanejar os professores das turmas avaliando a

possibilidade de criação de novas turmas em cada período, foi necessário procurar

entender como esses desafios são enfrentados hoje.

Ao consultar a secretária do Departamento de Informática da PUC-Rio, Fernanda

Basílio, sobre como é feito o planejamento da quantidade de vagas disponibilizadas em

cada período, constatei que ele é feito manualmente pela coordenação do departamento

através de relatórios, apresentados na Seção 5 - Levantamento e Entendimento dos

Dados do Projeto, emitidos pelo Decanato do Centro Técnico Científico da PUC-Rio. O

Decanato faz toda a estruturação dos cursos que compõem o CTC e administra um

sistema que possui as turmas oferecidas por curso, e que, ao final, gera estes relatórios

com dados históricos dos últimos seis períodos, que são disponibilizados para a equipe

de coordenação realizar o planejamento.

Além disso, em uma consulta ao professor Ivan Mathias Filho, foi possível inferir que

o remanejamento dos professores das turmas ainda não é realizado, pois não existe um

controle adequado dos horários disponíveis de cada professor e quais disciplinas ele pode

lecionar. O que a coordenação do curso consegue fazer é avaliar se um professor tem

disponibilidade para lecionar uma turma, sem verificar todas as possibilidades dentre

todos os professores do Departamento de Informática.
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3. Proposta e Objetivos do trabalho
Esse trabalho teve como objetivo auxiliar os coordenadores do Departamento de

Informática no desafio da previsão de vagas e de turmas, bem como a alocação de

professores, visando sinalizar aos coordenadores a demanda dos alunos na fase de pré-

matrícula nas disciplinas do Departamento de Informática.

Desta forma, este projeto final consiste no uso de dados fornecidos pela secretaria

do Departamento de Informática e na simulação dos dados de matrícula, disciplinas e

professores feita por mim. Esses dados são utilizados para o desenvolvimento de uma

solução de Business Intelligence que coleta e trata esses dados em uma ferramenta de

BI. A partir desse tratamento, esses dados são utilizados no desenvolvimento do modelo

preditivo e de alocação de recurso, especificados nas seções 7 - Ferramentas de Business

Intelligence e 8 - Modelos de Machine Learning, e carregados em uma ferramenta de

visualização para a apresentação dessas informações de forma clara para os usuários

com o propósito de mitigar os desafios da coordenação.

Após o tratamento dos dados e a criação dos modelos, o coordenador poderá

acessar a ferramenta de visualização com as informações necessárias para que ele seja

capaz de tomar decisões em relação à quantidade de turmas que serão disponibilizadas

e a alocação dos professores nessas turmas.

É possível conferir a arquitetura desse projeto na seção 5 - Arquitetura da Solução,

onde estão especificadas as fontes de dados, o fluxo da informação e o resultado que será

fornecido aos usuários.

É importante salientar a importância do armazenamento dos dados da fase de pré-

matrícula. Este projeto foi desenvolvido com os dados de matrícula e simulação de dados,

pois foi aferido que as informações coletadas na fase de pré-matrícula, também chamada

de simulação da matrícula, da PUC-Rio não são armazenadas. Com esses dados, seria

possível ter um histórico da quantidade de alunos que solicitaram vagas em cada disciplina

e desenvolver o modelo em cima desses dados, com o intuito de mitigar a falta de vagas

na universidade.

Este projeto tem como um de seus objetivos prever a quantidade de vagas das

discplinas, o que promove o aumento da quantidade de turmas e afeta a disponibilidade

das salas da universidade. A disponibilidade das salas gera uma limitação à criação de

turmas e considerar esta informação está fora do escopo deste projeto.
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4. Metodologia
O plano de ação foi constituído de: (1) levantamento e entendimento dos dados que

são utilizados pela equipe de coordenação do Departamento de Informática da PUC-Rio

na previsão da quantidade de vagas que serão disponibilizadas por período; (2)

mapeamento dos dados do projeto; (3) estudo das ferramentas de Business Intelligence1

e dos modelos de Machine Learning2; (4) estudo das ferramentas de visualização para o

desenvolvimento do dashboard para os coordenadores dos cursos do DI; (5) definição do

critério de qualidade de teste dos modelos; (6) definição da arquitetura da solução; (7)

desenvolvimento do ETL; (8) desenvolvimento dos modelos; (9) teste dos modelos; (10)

definição do modelo multidimensional utilizado na ferramenta de visualização; (11) criação

das visualizações com os dados finais dos modelos; (12) apresentação do dashboard para

os usuários finais (coordenadores do Departamento de Informática); (13) consolidação

dos comentários e impressões dos coordenadores.

1 Business Intelligence é um conjunto de métodos de extração, tratamento, análise e visualização de
dados para apoiar nas decisões de negócio.
2 Machine Learning é uma tecnologia capaz de aprender padrões através de treinamentos e testes de
um grande volume de dados.
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5. Arquitetura da Solução
A arquitetura da solução deste projeto (Figura 5.1) considera a existência de seis

etapas, desde a captura dos dados até a visualização no dashboard.

Figura 5.1: Arquitetura da solução.

A primeira etapa consiste na captura e simulação dos dados de matrícula,

professores e disciplinas. Essa etapa está detalhada na seção 6 - Levantamento e

entendimento dos dados do projeto.

A segunda e a terceira etapa compõem o processo de carga e transformação dos

dados. Na segunda etapa ocorre o armazenamento dos dados no Google Cloud Storage

(GCS) e a terceira etapa é o processo de tranformação desses dados no Google Cloud

Bigquery (GCB). Essas duas etapas estão especificadas na seção 8 - Ferramentas de

Business Intelligence.

A quarta etapa desta arquitetura consiste nos modelos preditivos de quantidade de

vagas com menos de 100% das vagas ocupadas e nos modelos preditivos de quantidade

de vagas com 100% das vagas ocupadas. Essa etapa está detalhada na seção 9 -

Modelos de Machine Learning.
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A alocação de professores é a quinta etapa da arquitetura e ela foi desenvolvida

com os dados finais dos modelos preditivos. O detalhamento deste desenvolvimento está

na seção 10 - Alocação de recursos.

A última etapa é o dashboard que os coordenadores do Departamento de

Informática poderão consultar para a tomada de decisões. Essa etapa está especificada

na seção 11 - Visualização.
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6. Levantamento e entendimento dos dados do projeto
O primeiro passo do projeto do Sistema de Tomada de Decisão na Fase de Pré-

Matrícula em uma Universidade Particular foi entrar em contato com a equipe da

Coordenação do Departamento de Informática da PUC-Rio e entender como hoje é

calculada a quantidade de vagas disponibilizadas por disciplina em cada período.

Foram identificadas 5 tabelas/relatórios:

20212-Cursos do Dept. de Informática-CTC dados reais das disciplinas que

foram oferecidas em 2021.

QueroCursarCTC_20212 dados reais das disciplinas que os alunos

tentaram se matricular na primeira fase de matrícula, mas não conseguiram.

Vagas_Disciplina dados reais com o histórico de vagas oferecidas e vagas

ocupadas dos últimos cinco anos.

Horários disponíveis dos professores dados simulados dos horários que os

professores têm disponível.

Disciplinas que os professores lecionam dados simulados indicando as

disciplinas que os professores lecionam.

Cada uma destas tabelas/relatórios é descrita a seguir.

A partir disso, entrei em contato com a secretária do Departamento de Informática,

Fernanda Basílio, que encaminhou dois relatórios para mim. O primeiro relatório se chama

20212-Cursos do Dept. de Informática-CTC (Figura 6.1 e 6.2). Ele contém as informações

das disciplinas que foram oferecidas no último semestre par, ou seja, no segundo período

de 2021, com a quantidade de vagas, bloqueios e a série histórica de ocupação de vagas

(Tabela 6.1).

Campo Definição

Modalidade Indica se é uma disciplina de modalidade online ou

presencial.

Código Indica o código da disciplina.

Nome Indica o nome da disciplina.

Turma Indica a turma da disciplina.

Dia Indica o dia da semana em que a disciplina é lecionada.

Início Indica que horas a aula começa.

Fim Indica que horas a aula termina.

Sala Indica em qual sala ficará a turma.

Tipo Sala Indica o tipo da sala em que a aula será dada (Teoria,

Laboratório).

Modo Horário Indica se será uma disciplina com aula online ou presencial.

Professor Indica o nome do professor que leciona a disciplina.

Horista Indica se o professor é do quadro titular ou não.
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Comp Indica se a turma teve junção de turmas de códigos

diferentes, ou até de códigos iguais, com o mesmo professor em um

mesmo horário.

Eletiva Indica se a disciplina é eletiva.

Total Quantidade total de vagas oferecidas naquela turma.

CAL Quantidade de vagas disponíveis para os calouros.

CEG Quantidade de vagas disponíveis para qualquer curso de

engenharia.

COP Quantidade de vagas disponíveis exclusivamente para o

curso de engenharia da computação.

INF Quantidade de vagas disponíveis exclusivamente para o

curso de informática.

QQC Quantidade de vagas disponíveis para alunos de qualquer

curso da PUC.

20192 Quantidade de vagas ocupadas pelos alunos pela quantidade

de vagas totais da disciplina no segundo período de 2019.

20201 Quantidade de vagas ocupadas pelos alunos pela quantidade

de vagas totais da disciplina no primeiro período de 2020.

20202 Quantidade de vagas ocupadas pelos alunos pela quantidade

de vagas totais da disciplina no segundo período de 2020.

20211 Quantidade de vagas ocupadas pelos alunos pela quantidade

de vagas totais da disciplina no primeiro período de 2021.

20212 Quantidade de vagas ocupadas pelos alunos pela quantidade

de vagas totais da disciplina no segundo período de 2021.

20221 Quantidade de vagas ocupadas pelos alunos pela quantidade

de vagas totais da disciplina no primeiro período de 2022.

Média

Ocupação

Quantidade média de alunos que se matricularam na

disciplina nos seis meses anteriores ao cálculo da previsão de

matrícula.

Média

Cancelamento

Quantidade média de alunos que cancelaram a disciplina até

a fase de cancelamento (um pouco depois da G1) nos seis meses

anteriores ao cálculo da previsão de matrícula.
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Tabela 6.1: Descrição de dados do relatório 20212-Cursos do Dept. de Informática-

CTC realizado por mim.

Figura 6.1: Primeira parte do relatório 20212-Cursos do Dept. de Informática-

CTC.xlsx da coordenação do Departamento de Informática da PUC-Rio.

Figura 6.2: Segunda parte do relatório 20212-Cursos do Dept. de Informática-

CTC.xlsx da coordenação do Departamento de Informática da PUC-Rio.

O segundo relatório, QueroCursarCTC_20212 (Figura 6.3), contém as informações

das disciplinas que os alunos tentaram se matricular na primeira fase de matrícula, mas
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não conseguiram por falta de vaga. Ele possui campo indicando a disciplina e quantidade

de vagas totais solicitadas pelos alunos (Tabela 6.2). A partir dessa planilha, a

coordenação é capaz de ajustar a quantidade de vagas que serão disponibilizadas na

segunda fase da matrícula.

Campo Definição

Disciplina Indica o código da disciplina solicitada pelo aluno.

curso Indica o curso da disciplina.

habil. Indica qual é o curso do aluno que solicitou a disciplina.

enfase Indica se esse aluno está cursando o Ciclo Básico.

pedidos Soma da quantidade de vagas que os alunos solicitaram para

aquela disciplina.

MT_CB Quantidade de alunos do Ciclo Básico que se matricularam

nessa disciplina na primeira fase de matrícula.

MT_PROF Quantidade de alunos do Ciclo Profissional que se

matricularam nessa disciplina na primeira fase de matrícula

MT_OUT_CURSOS Quantidade de alunos de Outros Cursos que se matricularam

nessa disciplina na primeira fase de matrícula.

Tabela 6.2: Descrição de dados do relatório QueroCursarCTC_20212.xlsx realizado

por mim.

Figura 6.3: Relatório QueroCursarCTC_20212.xlsx da coordenação do

Departamento de Informática da PUC-Rio.

Tanto o relatório 20212-Cursos do Dept. de Informática-CTC quanto o

QueroCursarCTC_20212 possuem 20212 em seus nomes, pois eles foram gerados no

segundo período de 2021 e são utilizados para apoiar a previsão da quantidade de vagas

que serão disponibilizadas pelos coordenadores no primeiro período de 2022.

Após analisar esses dois relatórios, foi levantada a importância de utilizar dados

reais complementados por dados simulados para a previsão de quantidade de vagas. Os

dados reais são importantes para as disciplinas que não tiveram todas as vagas que foram

oferecidas ocupadas, pois não há o risco de mais alunos terem o interesse de cursá-las e

não terem conseguido pois foi atingida a quantidade máxima de vagas oferecidas. Os

dados simulados são importantes para as disciplinas que tiveram a quantidade de vagas
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ocupadas igual à quantidade de vagas oferecidas, pois é possível simular que a

quantidade de alunos interessados na disciplina foi maior do que a quantidade de vagas

oferecidas, assim, podendo testar no modelo esse caso.

Desta forma, solicitei o histórico de vagas das disciplinas e a secretaria do

Departamento de Informática disponibilizou o relatório Vagas_Disciplina (Figura 6.4), que

é um relatório gerado no sistema SAU intranet voltado para os funcionários

administrativos, que tem o histórico de vagas oferecidas e vagas ocupadas na PUC-Rio

de 2017 a 2022 (Tabela 6.3).

Campo Definição

Departamento Indica o código do departamento

Nome do departamento Indica o nome do departamento

Nome do professor Indica o nome do professor

Disciplina Indica o código da disciplina

Nome da disciplina Indica o nome da disciplina

Código da turma Indica o código da turma

Identificador de bloqueio Indica se a disciplina tem algum bloqueio

Vagas oferecidas Indica a quantidade de vagas oferecidas

Vagas ocupadas Indica a quantidade de vagas ocupadas

Saldo de vagas Indica o saldo de vagas

Dia da aula Indica o dia da aula

Hora início da aula Indica o horário de início da aula

Hora fim da aula Indica o horário de término da aula

Qtd. horas sem horário fixo Indica a quantidade de horas sem horário fixo

Qtd. horas a distância Indica a quantidade de horas à distância

Sala Indica a sala
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Tabela 6.3: Descrição de dados do relatório Vagas_Disciplina.xlsx realizado por

mim.

Figura 6.4: Relatório Vagas_Disciplina.xlsx da coordenação do Departamento de

Informática da PUC-Rio.

Além desses dados encaminhados pelo DI, realizei a simulação dos dados de vaga das

disciplinas para o caso de serem solicitadas um número maior de vagas na fase de pré-

matrícula do que na liberação da quantidade de vagas oferecidas.

Para a simulação desses dados, eu reaproveitei a planilha Vagas_Disciplina.xlsx,

meros aleatórios de 0 a 50 nessa coluna. Eu utilizei

o intervalo de 0 a 50, pois o número mínimo de vagas ocupadas da planilha Vagas_Disciplina

é 2 e o número máximo é 45, então escolhi explorar esses limites com esse intervalo.

Além disso, realizei a simulação dos dados dos horários disponíveis dos professores

(Figura 6.5 e Tabela 6.4) e dos dados das disciplinas que os professores lecionam (Figura 6.6

e Tabela 6.5) para utilizá-los para o desenvolvimento do modelo de alocação dos professores.
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Campo Definição

nome_professor Indica o nome do professor

horario Indica o horario que o professor tem disponível para dar

aula

Tabela 6.4: Descrição de dados dos horários disponíveis dos professores realizado

por mim.

Figura 6.5: Relatório dos dados dos horários disponíveis dos professores simulados

por mim.

Campo Definição

nome_professor Indica o nome do professor

nome_disciplina Indica o nome da disciplina que o professor leciona

Tabela 6.5: Descrição de dados das disciplinas que os professores lecionam

realizado por mim.

Figura 6.6: Relatório dos dados das disciplinas que os professores lecionam

simulados por mim.
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Figura 7.2: Modelo Relacional4.

Campo Tipo do

dado

Definição

Código da

disciplina

String Indica o código da

disciplina

Código da turma String Indica o código da turma

Código do período String Indica o código do período

Dia da disciplina String Indica o dia da disciplina

Horário da

disciplina

String Indica o horário da

disciplina

Qtd. de vagas

ocupadas

Inteiro Indica a quantidade de

vagas ocupadas

Qtd. de vagas

oferecidas

Inteiro Indica a quantidade de

vagas oferecidas

Tabela 7.1: Descrição dos dados do histórico de disciplina/turma.

Campo Tipo do

dado

Definição

Código da disciplina String Indica o código da

disciplina

Nome do professor String Indica o nome do

professor

Nome da disciplina String Indica o nome da

disciplina

4 Os atributos identificadores estão representados no Modelo Relacional com sublinhado.
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Quantidade de

créditos

Inteiro Indica a quantida de

créditos

Tabela 7.2: Descrição dos dados históricos das disciplinas lecionadas.

Campo Tipo do

dado

Definição

Nome do professor String Indica o nome do

professor

Código das disciplinas String Indica o código das

disciplinas que o professor

pode lecionar

Dias disponíveis do

professor

String Indica os dias que o

professor pode dar aula

Horários disponíveis

do professor

Indica os horários que o

professor pode dar aula

Tabela 7.3: Descrição dos dados dos professores.
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8. Ferramentas de Business Intelligence
O BI compreende vários métodos e tecnologias que permitem extrair, analisar,

transformar e gerar visualizações para tomadas de decisão na área de negócio.

Para a criação de um sistema de Business Intelligence é necessário considerar o

processo de captura, tratamento e carga dos dados (ETL Extract, Transform, Load).

Existem diversas ferramentas no mercado que são capazes de realizar esse processo,

como o Oracle Data Integrator (ODI) e o Informatica Power Center. Porém, o projeto do

Sistema de Tomada de Decisão na Fase de Pré-Matrícula, além de ser uma solução de

BI, possui um modelo preditivo e um modelo de alocação de recursos. Desta forma, é

indispensável avaliar aplicações que viabilizam a integração do processo de ETL com o

Machine Learning e, portanto, essas ferramentas não são uma opção pois elas não

solucionam todos os objetivos deste projeto.

Após alguns estudos, foi possível inferir que os serviços de plataformas na nuvem

são a melhor solução para o desenvolvimento deste projeto, pois a partir de uma

plataforma nuvem é possível integrar os serviços de Business Intelligence entre si e com

modelos de Machine Learning.

Os serviços em nuvem [8] são provedores de plataformas (PaaS), softwares (SaaS)

e infraestrutura (IaaS) que são acessados online. Eles trouxeram inúmeras vantagens

para os desenvolvedores, pois cada serviço possui um valor específico, então você paga

apenas pelos serviços que você está utilizando. Além disso, eles são de mais fácil acesso

e não precisam de data centers físicos, o que diminui o custo de cada serviço.

A tecnologia está em constante evolução e hoje existem três principais plataformas

de nuvem para desenvolvimento de BI. Essas plataformas são: Amazon Web Services

(AWS), Microsoft Azure e Google Cloud Platform (GCP). As três plataformas

compreendem modelos de Machine Learning e serviços que executam os processos

necessários para a entrega de dados de um sistema de Business Intelligence.

A plataforma da Amazon [9] possui vários serviços que servem para a criação de

pipelines5 e entregam os dados preparados para a criação de modelos de machine

learning (Figura 9). A partir dos serviços dela é possível estabelecer conexão com as

fontes de dados, catalogar as informações que serão utilizadas, desenvolver o ETL e gerar

modelos.

A Figura 8.1 mostra serviços da AWS que são capazes de armazenar os dados das

origens (Amazon Redshift, Amazon S3, Amazon RDS, Amazon EC2, Amazon Kinesis,

Amazon MSK), catalogar os dados (AWS Glue Data Catalog), desenvolver ETL (AWS

Glue Studio), automatizar o processo de carga e transformação dos dados (AWS Glue

5 Conjunto de processos capazes de entregar os dados prontos.
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ETL), gerar insights a partir dos dados e criar modelos de machine learning (Amazon

Athena, Amazon Redshift, Amazon EMR, Amazon Sagemaker, Amazon QuickSight).

Todos os serviços mencionados podem ser utilizados para o desenvolvimento de uma

solução de BI.

Figura 8.1: AWS. AWS Glue.

Disponível em <https://aws.amazon.com/pt/glue/?whats-new-cards.sort-
by=item.additionalFields.postDateTime&whats-new-cards.sort-order=desc>. Acesso em
Abril de 2022.

A arquitetura da Microsoft Azure [10] possui a mesma estrutura que a arquitetura da

AWS (Figura 8.2). Ela possui serviços para armazenamento de dados da fonte (Azure

Data Lake Storage), para criação de pipelines (Azure Synapse Analytics) e para criação,

preparação e treino de modelos de machine learning (Azure Synapse Analytics).
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Figura 8.2: Microsoft. Enterprise Data Warehouse.

Disponível em <https://docs.microsoft.com/pt-br/azure/architecture/solution-

ideas/articles/enterprise-data-warehouse>. Acesso em Abril de 2022.

A arquitetura da Google [11] segue o mesmo padrão das arquiteturas mostradas

anteriormente (Figura 8.3). O serviço de armazenamento dos dados que foram extraídos

da fonte de dados é o Cloud Storage. O BigQuery ou o Cloud SQL são os serviços para o

desenvolvimento do ETL. O Cloud Dataflow e Cloud Pub/Sub servem para automatizar o

processo de ETL. No Google Cloud Platform também é possível desenvolver os modelos

de machine learning dentro do BigQuery.
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Figura 8.3: Google Cloud. Designing ETL architecture for a cloud-native data

warehouse on Google Cloud Platform.

Disponível em <https://cloud.google.com/blog/products/bigquery/designing-etl-

architecture-for-a-cloud-native-data-warehouse-on-google-cloud-platform>. Acesso em

Abril de 2022.

Logo após avaliar as plataformas da Amazon, Microsoft e Google, procurei o

relatório mais recente do quadrante mágico Gartner [2], que consiste numa representação

gráfica de como estão performando as ferramentas de Business Intelligence no mercado.

Avaliei o quadrante mágico para complementar os estudos das plataformas citadas acima

e a partir disso, encontrei o Quadrante Mágico da Gartner de 2022 para plataformas de

análise dos dados e Business Intelligence (Figura 8.4) e nele consta o Google classificado

com uma ferramenta desafiadora.
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Figura 8.4: Qlik. Quadrante Mágico do Gartner® 2022 para Plataformas de

Analytics e Business Intelligence.

Disponível em<https://www.qlik.com/pt-br/gartner-magic-quadrant-business-

intelligence>. Acesso em Abril de 2022.

Além da classificação do Quadrante Mágico ter ajudado na escolha da plataforma a

ser utilizada para o tratamento dos dados, tenho maior familiaridade com o Google Cloud

Platform, portanto essa foi a ferramenta escolhida para o desenvolvimento.

Os serviços desta plataforma que foram utilizados para o tratamento dos dados

foram o Google Cloud Storage [4] e o Google Cloud Bigquery [5].

De acordo com a documentação do Google, o Storage, também chamado de GCS,

consiste em um serviço de file system para o armazenamento de objetos de todos os

tamanhos e de vários tipos. O Bigquery é um serviço que serve para gerenciar e analisar

dados com diversos recursos integrados, como o aprendizado de máquina.

A partir da escolha desses serviços, foi feito o tratamento dos dados existentes nos

relatórios indicados na seção 5 - Levantamento e entendimento dos dados do projeto.
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Inicialmente, todos os relatórios, tanto os relatórios simulados, quanto os relatórios

fornecidos pela coordenação do DI, foram carregados no Storage. Como esse serviço que

armazena arquivos possui integração com o Bigquery, foram criadas tabelas externas no

Google Cloud Bigquery, ou seja, tabelas que são criadas a partir dos dados dos arquivos

armazenados no GCS.

Após levar os dados das planilhas para o serviço de tratamento e análise de dados

(Bigquery), foi possível realizar as transformações necessárias nos dados para o

desenvolvimento dos modelos.

O relatório Vagas_Disciplinas foi estruturado com dados de cada período em abas

diferentes no excel. No tratamento desses dados foi necessário unificar os dados de todas

essas abas e criar uma coluna indicando o período referente àquele dado. Além disso,

algumas colunas desse relatório foram desconsideradas nesse processo. As colunas que

foram mantidas e utilizadas para análises do modelo foram período, disciplina, código da

turma, vagas oferecidas e vagas ocupadas.

A coluna que foi criada para indicar o período é uma coluna de data. As datas

referentes ao mês de Janeiro indicam os dados do primeiro período do ano. Já as datas

referentes ao mês de Agosto indicam os dados do segundo período.

Além disso, foi criada a coluna t_periodo, como mostra a tabela 8.1, que enumera

todas as linhas utilizadas do relatório. Essa coluna foi criada especificamente para o

modelo de previsão de quantidade de vagas, que será explicado na seção 8 - Modelos de

Machine Learning.

Campo Definição

Período Indica o código do período.

Disciplina Indica o código da disciplina.

Código da Turma Indica o código da turma.

Vagas oferecidas Indica a quantidade de vagas oferecidas.

Vagas ocupadas Indica a quantidade de vagas ocupadas.

t_periodo Enumera as linhas utilizadas do relatório para o

desenvolvimento do modelo.

Tabela 8.1: Descrição de dados após os tratamentos feitos no Google Cloud

Bigquery.

Para a realização desses tratamentos, foi necessário criar outra tabela no Bigquery.

Os dados originais dos relatórios são carregados em uma tabela externa e para o ajuste

desses dados, é criada uma tabela com as regras de mudança dos dados aplicadas.

O único relatório que sofreu tratamento foi o de Vagas_Disciplinas. Os demais

relatórios carregados na plataforma foram relatórios simulados por mim e, por isso, não

houve a necessidade de alteração.
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A partir desses tratamentos realizados no Bigquery via SQL, foi possível preparar o

dado da melhor forma para a criação dos modelos.
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9. Modelos de Machine Learning
O projeto de Sistema de Tomada de Decisão na Fase de Pré-matrícula em uma

Universidade Particular tem como objetivo auxiliar a coordenação do Departamento de

Informática da PUC-Rio na previsão da quantidade de vagas que será disponibilizada para

os alunos em cada período e no remanejamento dos professores em cada turma.

A partir destes objetivos, foram realizados estudos para estabelecer os modelos de

Machine Learning que serão desenvolvidos para apoiar a decisão do coordenador do

departamento.

O primeiro modelo escolhido foi o ARIMA (Autoregressive Integrated Moving

Average), que consiste em analisar dados que foram gerados no passado e avaliar

padrões para prever o futuro.

O modelo ARIMA [6] foi inicialmente escolhido para solucionar o problema da

previsão de quantidade de vagas, pois é um modelo de fácil implementação, que garante

previsões probabilísticas e apresenta informações sobre as mudanças ao longo do tempo.

Essas propriedades do modelo facilitariam o desenvolvimento da solução proposta para a

questão da previsibilidade da quantidade de vagas de uma disciplina.

Após iniciar o desenvolvimento do modelo, constatei que os dados de quantidade

de vagas são apresentados duas vezes ao ano, ou seja, no primeiro e no segundo período

do ano.

Pelo fato de o ARIMA ser um modelo de série temporal que analisa dados diários, a

performance do modelo a partir dos dados periódicos de quantidade de vagas não foi

muito satisfatória. Analisando os dados de teste utilizados para o desenvolvimento da

previsão e comparando-os com os dados gerados pelo modelo, a diferença entre as

quantidades de vagas reais e previstas foi grande.

Mesmo com esse modelo tendo uma acurácia6 média, ou seja, variando de 30 a

70%, foi decidido manter esses resultados e analisar outros modelos que poderiam ter

uma melhor performance.

Após alguns estudos, foi considerado o desenvolvimento do modelo de Regressão

Linear [7], que compreende a análise de métodos estatísticos para a previsão de valores

das variáveis que compõem a análise.

Para o desenvolvimento desse modelo, eu carreguei as tabelas que foram tratadas

no serviço Bigquery do Google Cloud, especificado na seção 7 - Ferramentas de Business

Intelligence, em um notebook python (Figura 9.1) para a manipulação dos dados através

de dataframes7.

6 É calculada através do erro entre o valor previsto e o valor real.
7 Tabelas manipuláveis que possuem linhas(registros) e colunas(campos).
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Figura 9.1: Notebook python utilizado por mim para o desenvolvimento dos modelos

preditivos.

No notebook eu li o arquivo relativo às vagas das disciplinas como um dataframe e,

com isso, eu iniciei o desenvolvimento do modelo.

A partir da coluna t_periodo que eu criei no tratamento dos dados, eu gerei duas

novas colunas no dataframe chamadas t_periodo2 e t_periodo3 (Tabela 9.1) para criar um

tempo linear elevando t_periodo2 ao quadrado e elevando t_periodo3 ao cubo. Essas

colunas foram criadas com o intuito de ajudar a estimar os efeitos causados pelas

mudanças periódicas do dado.

Campo Definição

Período Indica o código do período.

Disciplina Indica o código da disciplina.

Código da Turma Indica o código da turma.

Vagas oferecidas Indica a quantidade de vagas oferecidas.

Vagas ocupadas Indica a quantidade de vagas ocupadas.

t_periodo Enumera as linhas utilizadas do relatório para

o desenvolvimento do modelo.

t_periodo2 Indica o tempo linear de t_periodo2 ao

quadrado.

t_periodo3 Indica o tempo linear de t_periodo3 ao cubo.
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Tabela 9.1: Descrição de dados após manipulação do dataframe.

Em seguida, eu separei o dataframe em quatro partes. A primeira parte é o trecho

do dataframe que foi utilizado para o treinamento, a segunda parte é o trecho de validação,

a terceira é o de treinamento e validação e a quarta é o trecho de previsão. A partir disso,

separei as variáveis x das variáveis y, removi a variável y do dataframe que possui a

variável de entrada e apliquei isso para cada parte do dataframe.

Após essa preparação do conjunto de dados eu iniciei o modelo de Regressão

Linear treinando-o com o trecho de treinamento e adicionando uma coluna de dados

constantes de treino para o modelo produzir uma estimativa do coeficiente de regressão.

Com a aplicação do modelo no trecho de treinamento, foi possível avaliar os

coeficientes dos dados de treino, mas para avaliar a qualidade de predição do modelo é

necessário saber o y de vagas ocupadas e o y previsto para poder comparar os valores.

Dessa forma, criei um dataframe explicitando esses dois valores e para avaliar a regressão

eu usei as métricas R2, MAE e RMSE. Essas métricas são calculadas comparando o y de

vagas ocupadas com o y previsto e indicam a qualidade estatística do dado.

Para poder chegar no melhor resultado do modelo, foi essencial avaliar o resultado

dessas métricas para todos os tempos lineares criados. Logo, repeti o mesmo processo

para t_periodo2 e t_periodo3 com cada trecho do dataframe e avaliei qual possuía o

melhor resultado.

Depois de analisar as métricas para cada caso testado, pude concluir que o modelo

performa melhor com t_periodo3, pois os valores são menores do que com t_periodo2.

Desse modo, foi gerado o dataframe final com a quantidade de vagas previstas.

Para o desenvolvimento do modelo ARIMA foi necessário realizar os mesmos

preparos dos dados do modelo de Regressão Linear. Após esses preparos, eu utilizei o

auto_arima, que é uma função da biblioteca pmdarima que gera os valores para a criação

do melhor modelo.

A partir dos valores resultantes do auto_arima, executei a função SARIMAX para

gerar a previsão e, com isso, obtive o resultado da quantidade de vagas previstas.

Tanto o modelo ARIMA quanto o modelo de Regressão Linear foram executados

duas vezes. A primeira vez foi para os dados do relatório Vagas_Disciplina para prever a

quantidade de vagas para as disciplinas que não estava totalmente lotadas e a segunda

vez foi para o relatório que eu simulei com números aleatórios de 1 a 50 para prever a

quantidade de vagas das turmas que tiveram mais vagas solicitadas do que vagas

oferecidas.

No relatório que eu simulei os dados, eu inseri a quantidade de vagas ocupadas com

valores aleatórios de 1 a 50, pois esses eram aproximadamente os valores mínimos e

máximos respectivamente da quantidade de vagas ocupadas real.
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10. Alocação de recursos
Para o desenvolvimento da alocação de professores, foi estudado o modelo KNN (K

Nearest Neighbor). Essemodelo havia sido escolhido inicialmente para este desenvolvimento,

pois ele utiliza o cálculo da distância das classes para entender a conformidade dos registros.

O KNN [12] é um dos principais algoritmos para definir o rótulo dos dados. Ele utiliza o

cálculo de distância das amostras para estabelecer o rótulo de um novo dado verificando a

proximidade dele com as outras informações existentes. A partir das informações de alocação

dos professores nos períodos passados, com o uso do modelo KNN seria possível prever o

comportamento das alocações futuras e, com isso, sanar o problema do remanejamento dos

professores em cada turma.

Após inúmeras análises dos dados que foram disponibilizados e simulados para a

criação do segundo modelo, foi constatado que o algoritmo KNN não solucionaria o problema

da alocação dos professores nas turmas. Com isso, foram estudados algoritmos que teriam

características específicas para resolver a questão do modelo.

Um dos algoritmos estudados foi o Gale-Shapley [13], que consiste em um algoritmo

que casa os pares de elementos existentes sem deixar nenhum elemento de fora.

O algoritmo Gale-Shapley foi estudado, pois encontrei o artigo Student Course

Allocation with Constraints [14], que mostrava um cenário parecido com o cenário da alocação

de professores que precisava ser solucionado.

Outro algoritmo que também foi analisado para esse desenvolvimento foi o algoritmo

Húngaro [15], que na verdade consiste em ummétodo de otimização que utiliza a manipulação

de matrizes.

O estudo desses dois algoritmos foi essencial para o entendimento de como

desenvolver a solução do remanejamento dos professores. A partir disso, utilizando o

notebook python gerei o código para resolver a questão da alocação e é possível entendê-lo

com base no pseudocódigo (Figura 10.1) apresentado a seguir.
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Figura 10.1: Pseudocódigo da função Aloca_Professores

Inicialmente, os dados dos horários dos professores, dos horários das disciplinas, das

disciplinas que os professores lecionam e da quantidade de turmas previstas no modelo de

regressão linear são transformados em dataframes para poderem ser manipulados. Esses

dataframes são chamados de professor_horarios, disciplina_horario, professor_disciplina e

qtd_disciplinas_previsao.

Na função Aloca_Professores, os dataframes com os dados necessários para a

alocação são transformados em listas com a função tolist().

Em seguida as listas sao percorridas para verificar se o nome do professor da lista de

professor_disciplina existe na lista professor_horario e se a disciplina não foi alocada ainda.

Além disso, o horário e o dia da semana da lista professor_horarios é comparado com

disciplina_horario para ver se é compatível.

Se essas informações forem correspondentes, então os dados de código da disciplina,

nome da disciplina, horario, dia da semana e nome do professor são inseridos na lista final.

Após todos os loops terminarem, existe uma verificação das disciplinas que foram

resolvidas. Se por acaso alguma disciplina não tiver professor alocado na lista final, então o

horario, dia da semana e nome do professor são preenchidos com ponto de interrogação.

Depois que a função Aloca_Professores termina de ser executada, a função

Calcula_Custo(Figura 10.2) é chamada.
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Figura 10.2: Pseudocódigo da função Calcula_Custo.

Essa função gera vários cenários alterando a ordem dos dados do dataframe

professor_disciplina. Com isso, ela chama a função Aloca_Professores para alocar os

cenários gerados.

Ela verifica cada lista final gerada pela função de alocação e insere na variável custo a

quantidade de professores que não foram alocados.

As duas listas que tiverem o menor custo são retornadas pela função que calcula o

custo.
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11. Visualização
Além de ser necessário avaliar ferramentas para o processo de extração,

transformação e carga dos dados em um sistema de BI, também é indispensável analisar

softwares de visualização de dados para a entrega final das informações que foram

geradas para os usuários. Alguns dos softwares que são capazes de gerar as análises

para a tomada de decisão são Microsoft Power BI e Tableau. Eles são capazes de acessar

arquivos de diferentes formatos ou gerar conexões por meio de conectores com as

ferramentas que preparam os dados para serem consumidos em um sistema de Business

Intelligence.

A partir da minha maior familiaridade com a ferramenta Power BI e a boa

conectividade dela com o serviço Google Cloud Bigquery, serviço escolhido para a

realização do ETL do projeto, ela foi a ferramenta escolhida para o desenvolvimento do

dashboard para os coordenadores dos cursos do Departamento de Informática.

O arquivo Power BI gerado possui três abas. A primeira aba possui o nome

Figura 11.1: Abas do dashboard.

A primeira aba do dashboard possui os resultados do modelo de regressão linear.

Nessa visualização (Figura 11.2 e 11.3
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Figura 11.2: Primeira parte da visualização do modelo preditivo de regressão.

Figura 11.3: Segunda parte da visualização do modelo preditivo de regressão.

O primeiro indicador é a porcentagem do acerto do modelo calculado a partir da

divisão do número de vagas ocupadas pelo número de vagas previstas.

O segundo indicador calcula a média do valor previsto gerado e o terceiro indicador

é calculado através da diferença das vagas ocupadas pelas vagas previstas.

Além disso, essa visualização possui os filtros de disciplina, ano, período e

agrupamento que podem ser selecionados pelo usuário e eles filtrarão toda a página.

O filtro de agrupamento foi gerado com o objetivo de agrupar os dados nos gráficos

a partir das classificações. Essas classificações foram geradas por mim, mas podem ser

alteradas pelos usuários clicando no campo indicado.

Abaixo dos indicadores e dos filtros, encontra-se o gráfico de linhas contendo a

quantidade de vagas real e a quantidade de vagas do modelo no eixo y e o ano no eixo x.

Nesse gráfico é possível analisar a performance desses dois valores ao longo do tempo.

Em seguida, tem o gráfico de barras da quantidade de vagas real e a quantidade de

vagas do modelo no eixo y e as disciplinas no eixo x.

Nos dois gráficos é possível verificar a quantidade de turmas calculadas ao passar

o mouse por cima deles.
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Essa aba também contém uma tabela com as colunas código da disciplina, nome

da disciplina, quantidade de vagas ocupadas, quantidade de vagas previstas e quantidade

de turmas. Essa tabela possibilita verificar esses resultados juntos.

A aba do modelo preditivo arima (Figura 11.4 e Figura 11.5) possui os mesmos

gráficos, filtros, indicadores e tabela que a aba do modelo preditivo regressão. A única

diferença entre essas duas abas são as cores e os dados que foram utilizados. Em

s dados gerados pelo modelo ARIMA. Já em

Figura 11.4: Primeira parte da visualização do modelo preditivo arima.

Figura 11.5: Segunda parte da visualização do modelo preditivo arima.

Além das abas de modelo, o dashboard possui a aba de alocação dos professores

(Figura 11.6).
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Figura 11.6: Visualização da alocação dos professores.

Essa aba possui os filtros de cenário, disciplina, nome do professor e agrupamento.

O usuário pode filtrar o dado que desejar e isso irá alterar a visualização da tabela

que se encontra ao lado dos filtros.

A partir disso, os coordenadores do Departamento de Informática são capazes de

analisar e tomar decisão utilizando esses resultados apresentados nas visualizações.
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12. Apresentação dos resultados para os coordenadores
Na definição da metodologia deste projeto, a etapa de avaliação dos coordenadores do

Departamento de Informática, Ivan Mathias Filho e Augusto Baffa, foi considerada importante,

pois no desenvolvimento de um projeto é importante ter a opinião do usuário.

Com isso, foi agendada uma reunião via Zoom8 com cada um dos coordenadores para

explicar o conceito deste projeto e apresentar o dashboard.

O professor Ivan explicou a importância de ter os dados de quantos alunos estão aptos

a se inscrever nas disciplinas e quantos alunos foram reprovados ou trancaram a matéria,

pois isso mostra o fluxo de alunos para o período seguinte. Esses dados não existem na PUC-

Rio, mas seriam interessantes para o projeto.

Ele comentou sobre a complexidade da alocação das salas para cada turma e de como

é feita hoje a previsão da quantidade de vagas por disciplina e a alocação dos professores.

Por conta disso, ele elogiou a visualização dos dados, pois ela facilitaria esses dois processos.

Além disso, ele comentou sobre a importância de separar os períodos de cada ano e

represamentos e os pré-requisitos das disciplinas.

O professor Baffa falou da importância da quantidade das turmas, porque o espaço é

muito concorrido pelos alunos e, assim como o professor Ivan, mencionou a importância da

alocação das salas.

Ele também explicou que o ARIMA, por ser um modelo de série temporal, a performance

não foi tão boa quanto o modelo de regressão linear e que o modelo de regressão linear seria

o melhor modelo para o desenvolvimento da previsão da quantidade de vagas por disciplina.

Baffa indicou que seria interessante apresentar a margem do canal de confiança

(bollinger channel), que é um indicador que mostra uma linha média móvel central mais linhas

de canal a uma distância acima e abaixo. Ele disse que seria bom ter isso para não ter só o

valor fixo calculado, mas também uma margem dos valores.

Ele comentou da questão dinâmica das ondas de presença e ausência de professores

e que é desejável a integração dos dados entre os sistemas da PUC.

8 Aplicativo de reuniões virtuais.
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13. Trabalhos futuros

Para os trabalhos futuros deste projeto, é interessante realizar a integração dos

dados entre os sistemas da PUC-Rio, como disse o professor Augusto Baffa na reunião

com os coordenadores.

Armazenar os dados da simulação de matrícula e ter os dados de quantos alunos

estão aptos a se inscrever nas disciplinas e quantos alunos foram reprovados ou

trancaram a matéria seria muito importante para gerar melhorias no projeto.

Automatizar os processos extração, transformação e carga dos dados é uma

melhoria que facilitaria e otimizaria a integração entre as ferramentas utilizadas.
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