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APÊNDICE A 

A.1. Previsão da Vazão para o dreno D-191 por Box & Jenkins. 

 
Dados: 

Fonte dos dados: Furnas Centrais Elétricas. 
Série:   Vazão nos drenos D-191 da barragem de Funil 
Período:  02/09/1985 à 16/05/1994 
Periodicidade: Semanal. 
Software utilizado E-views vs 4.0. 
Análise  Univariado 
Previsão  Um horizonte 

 

Conta-se com um total de 455 dados, estes foram obtidos através de prévio 

pré processamento de dados através de splines cúbica. Do conjunto as 200 

amostras iniciais foram utilizadas para gerar o modelo por Box & Jenkins. 

 

A.1.1. Identificação da série. 
a) Gráfico da série de vazão. 

Verifica-se pela figura A.1, que a série de interesse parece ser estacionária. 
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Figura A.1  Série de vazão para o conjunto de modelagem (200 primeiros valores da 

série histórica). 
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Pelo gráfico da série de vazão, observamos antecipadamente que a mesma 

apresenta média e variância constantes no tempo. 

 

b) Teste da Raiz Unitária ( 11 <α  para condição de estacionariedade para 

um AR(1)) 

O teste mais usual para determinar a estacionariedade de uma série temporal 

consiste na aplicação do chamado teste de Dickey–Fuller Ampliado (ADF test).  

Hipótese nula (Ho) 

Ho: Existe RU (raiz unitária, 11 =α ) 

Se  |Tavaliado| >  |Ttabela|   então rejeita-se Ho (hipótese nula) 

Da tabela abaixo, |-3.639976| > |-2.8764| com 5% de significância. Logo não 

existe raiz unitária (RU) e a série é admitida estacionária. 
ADF Test Statistic -3.639976 1% Critical Value* -3.4651 

  5%   Critical Value -2.8764 

  10% Critical Value -2.5746 

*MacKinnon critical values for rejection of hypothesis of a unit root. 

Tabela A.1 Teste de Dickey–Fuller Ampliado (ADF test) para a série de vazão do dreno 

“D191” (E-views 4.0) 

 

A.1.2. Análise do Correlograma (Identificação do modelo) 
Para identificar o modelo analisamos as funções de autocorrelação simples 

(ACF) e de autocorrelação parcial (PACF). 

 
Figura A.2 Funções de autocorrelação simples e parcial da série de vazão do dreno  

D-191 (E-views 4.0). 

DBD
PUC-Rio - Certificação Digital Nº 0016543/CA



 

 

157

 

Observando o comportamento da ACF na figura A.2, verifica-se que a 

autocorrelação decresce exponencialmente, indicando que a série é estacionária na 

média, conforme observado na figura A.1. O comportamento da PACF mostra um 

corte no ‘lag 1’, podendo-se inferir que se trata de um processo auto-regressivo de 

ordem p=1, isto é, AR(1). 

 

A.1.3. Modelo autoregressivo AR(1) 
  

D191=0.5731375666+0.9373114823*D191(-1) (A.1) 

onde, a variável D191, no instante t, é uma função linear da mesma variável 

atrasada em um período D191(-1), ou seja, o valor da vazão no tempo t-∆t. Onde 

1230.937311481 <=α  

 

A.1.4. Verificação do desempenho do modelo AR(1) 
a) Teste de significância dos parâmetros (t-student) 

Para um nível de confiança do 95%, a hipótese nula é: 

Ho: C(1) = 0 

Então, se Prob. < 0.05, rejeita-se Ho e o coeficiente C(1) da variável D191 

é significativo em 5%. 
Dependent Variable: D191 

Method: Least Squares 

Sample(adjusted): 2 200 

Included observations: 199 after adjusting endpoints 

D191=C(1)+C(2)*D191(-1) 

Variable Coefficient Std. Error t-Statistic Prob.   

C(1) 0.573138 0.216258 2.650247 0.0087 

C(2) 0.937311 0.021496 43.60483 0.0000 

R-squared 0.906118 Mean dependent var 9.611467 

Adjusted R-squared 0.905642 S.D. dependent var 2.832169 

S.E. of regression 0.869981 Akaike info criterion 2.569308 

Sum squared resid 149.1027 Schwarz criterion 2.602407 

Log likelihood -253.6462 Durbin-Watson stat 1.498176 

Tabela A.2 Teste de significância dos parâmetros para o modelo AR(1) na previsão da 

vazão para o dreno “D191”. 
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Os critérios de Akaike e Schwarz são úteis para comparações com outros 

modelos. 

b) Análise do resíduo 

Nesta fase, verifica-se se o resíduo é um ruído branco (RB). 

 

b.1) Análise dos resultados gráficos 

O gráfico da figura A.3 mostra a série experimental das vazões, a previsão 

pelo modelo de Box & Jenkins e a distribuição temporal dos resíduos. Nesta 

última, observa-se que alguns “picos” caem fora da faixa de significância 

estabelecida em 5% mas, em geral, o comportamento é satisfatório. 
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Figura A.3 Representação gráfica das séries de vazão, do modelo ajustado AR(1) e dos 

resíduos para o dreno “D191”. 

 

b.2) Análise do correlograma (quadrado dos resíduos) 

Mostra as funções de autocorrelação simples e parcial do quadrado dos 

resíduos (erros) da equação A.1 estimada. No caso, observa-se que não existe 

autocorrelação com 5% de significância. 

 

DBD
PUC-Rio - Certificação Digital Nº 0016543/CA



 

 

159

 

 
Figura A.4 Correlograma do quadrado dos resíduos obtidos pelo modelo AR(1) na 

modelagem da vazão para o dreno “D191”. 

 

b.3) Análise da variância dos resíduos (teste de ARCH) 

Regra de decisão: 

Hipótese nula 

Ho:  variância é constante  (homocedasticidade) 

Se  ( Prob  < 0.05)  heterocesdasticidade, então rejeita-se a Ho 

Se  ( Prob  > 0.05)  homocedasticidade, então aceita-se a Ho 

No caso, como Prob(0.170667) > 0.05 então aceita-se a  Ho, considerando-

se a variância do resíduo constante.  
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ARCH Test: 

F-statistic 1.890933     Probability 0.170667 

Obs*R-squared 1.891975     Probability 0.168979 

     

Test Equation: 

Dependent Variable: RESID^2 

Method: Least Squares 

Date: 01/04/80   Time: 00:38 

Sample(adjusted): 3 200 

Included observations: 198 after adjusting endpoints 

Variable Coefficient Std. Error t-Statistic Prob.   

C 0.675905 0.137344 4.921258 0.0000 

RESID^2(-1) 0.097757 0.071090 1.375112 0.1707 

R-squared 0.009555 Mean dependent var 0.749276 

Adjusted R-squared 0.004502 S.D. dependent var 1.784827 

S.E. of regression 1.780805 Akaike info criterion 4.002058 

Sum squared resid 621.5681 Schwarz criterion 4.035272 

Log likelihood -394.2037 F-statistic 1.890933 

Durbin-Watson stat 1.997257 Prob(F-statistic) 0.170667 

Tabela A.3 Teste de ARCH para avaliação da variância dos resíduos obtidos pelo ajuste 

do modelo AR(1) na previsão de vazão do dreno “D191”. 

 

A estatística de Durbin-Watson (DW) indica o grau de correlação serial 

existente nos resíduos, com valores entre 0 e 2 indicando correlação positiva e 

valores entre 2 e 4 correlação negativa. O ideal é que DW seja 2, isto é, não exista 

correlação. Neste estudo DW=1,997257, podendo-se portanto inferir que o 

modelo AR(1) capturou toda a estrutura da série temporal analisada. 

 

A.1.5. Previsão 
As estimativas para os conjuntos de validação e teste foram pontuais. Os 

resultados da previsão são mostrados no item 5.2.1 e na figura 5.1. 

 

A.2. Previsão da Vazão para o dreno D-192 por Box & Jenkins. 
Dados: 

Fonte dos dados: Furnas Centrais Elétricas. 
Série:   Vazão nos drenos D-192 da barragem de Funil 

DBD
PUC-Rio - Certificação Digital Nº 0016543/CA



 

 

161

 

Período:  02/09/1985 à 16/05/1994 
Periodicidade: Semanal. 
Software utilizado E-views vs 4.0. 
Análise  Univariado 
Previsão  Um horizonte 

 

Conta-se com um total de 455 dados, estes foram obtidos através de prévio 

pré processamento de dados através de splines cúbica. Do conjunto as 250 

amostras iniciais foram utilizadas para gerar o modelo por Box & Jenkins. 

 

A.2.1. Identificação da série. 
a) Gráfico da série de vazão. 

Verifica-se pela figura A.5, que a série de interesse parece ser estacionária. 
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Figura A.5  Série de vazão para o conjunto de modelagem (250 primeiros valores da 

série histórica). 

 

Pelo gráfico da série de vazão, observamos antecipadamente que a mesma 

apresenta média e variância constantes no tempo. 

 

b) Teste da Raiz Unitária ( 11 <α  para condição de estacionariedade para 

um AR(1)) 

O teste mais usual para determinar a estacionariedade de uma série temporal 

consiste na aplicação do chamado teste de Dickey–Fuller Ampliado (ADF test).  
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Hipótese nula (Ho) 

Ho: Existe RU (raiz unitária, 11 =α ) 

Se  |Tavaliado| >  |Ttabela|   então rejeita-se Ho (hipótese nula) 

Da tabela abaixo, |-2.937674| > |-2.8734| com 5% de significância. Logo não 

existe raiz unitária (RU) e a série é admitida estacionária. 

 
ADF Test Statistic -2.937674 1% Critical Value* -3.4586 

  5%   Critical Value -2.8734 

  10% Critical Value -2.5730 

*MacKinnon critical values for rejection of hypothesis of a unit root. 

Tabela A.4 Teste de Dickey–Fuller Ampliado (ADF test) para a série de vazão do dreno 

“D192” (E-views 4.0). 

 

A.2.2. Análise do Correlograma (Identificação do modelo) 
Para identificar o modelo analisamos as funções de autocorrelação simples 

(ACF) e de autocorrelação parcial (PACF). 

 
Figura A.6 Funções de autocorrelação simples e parcial da série de vazão do dreno  

“D192” (E-views 4.0). 

Observando o comportamento da ACF na figura A.6, verifica-se que a 

autocorrelação decresce exponencialmente, indicando que a série é estacionária na 
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média, conforme observado na figura A.5. O comportamento da PACF mostra um 

corte no ‘lag 1’, podendo-se inferir que se trata de um processo auto-regressivo de 

ordem p=1, isto é, AR(1). 

 

A.2.3. Modelo autoregressivo AR(1) 
D192=1.623486487+0.7888842178*D192(-1) (A.2) 

 

onde, a variável D192, no instante t, é uma função linear da mesma variável 

atrasada em um período D192(-1), ou seja, o valor da vazão no tempo t-∆t. Onde 

1780.788884211 <=α  

 

A.2.4. Verificação do desempenho do modelo AR(1) 
a) Teste de significância dos parâmetros (t-student) 

Para um nível de confiança do 95%, a hipótese nula é: 

Ho: C(1) = 0 

Então, se Prob. < 0.05, rejeita-se Ho e o coeficiente C(1) da variável D192 

é significativo em 5%. 

 
Dependent Variable: D192 

Method: Least Squares 

Sample(adjusted): 2 250 

Included observations: 249 after adjusting endpoints 

D192=C(1)+C(2)*D192(-1) 

Variable Coefficient Std. Error t-Statistic Prob.   

C(1) 1.623486 0.303470 5.349744 0.0000 

C(2) 0.788884 0.039123 20.16435 0.0000 

R-squared 0.622094 Mean dependent var 7.714040 

Adjusted R-squared 0.620564 S.D. dependent var 0.752288 

S.E. of regression 0.463398 Akaike info criterion 1.307537 

Sum squared resid 53.04011 Schwarz criterion 1.335790 

Log likelihood -160.7883 Durbin-Watson stat 2.071237 

Tabela A.5 Teste de significância dos parâmetros para o modelo AR(1) na previsão da 

vazão para o dreno “D192”. 

Os critérios de Akaike e Schwarz são úteis para comparações com outros 

modelos. 
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b) Análise do resíduo 

Nesta fase, verifica-se se o resíduo é um ruído branco (RB). 

b.1) Análise dos resultados gráficos 

O gráfico da figura A.7 mostra a série experimental das vazões, a previsão 

pelo modelo de Box & Jenkins e a distribuição temporal dos resíduos. Nesta 

última, observa-se que alguns “picos” caem fora da faixa de significância 

estabelecida em 5% mas, em geral, o comportamento é satisfatório. 

-3

-2

-1

0

1

2

3

5

6

7

8

9

10

50 100 150 200 250

Residual Actual Fitted
 

Figura A.7 Representação gráfica das séries de vazão, do modelo ajustado AR(1) e dos 

resíduos para o dreno “D192”. 

 

b.2) Análise do correlograma (quadrado dos resíduos) 

Mostra as funções de autocorrelação simples e parcial do quadrado dos 

resíduos (erros) da equação A.2 estimada. No caso, observa-se que não existe 

autocorrelação com 5% de significância. 
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Figura A.8 Correlograma do quadrado dos resíduos obtidos pelo modelo AR(1) na 

modelagem da vazão para o dreno “D192”. 

 

b.3) Análise da variância dos resíduos (teste de ARCH) 

Regra de decisão: 

Hipótese nula 

Ho:  variância é constante  (homocedasticidade) 

Se  ( Prob  < 0.05)  heterocesdasticidade, então rejeita-se a Ho 

Se  ( Prob  > 0.05)  homocedasticidade, então aceita-se a Ho 

No caso, como Prob(0.8096) > 0.05 então aceita-se a  Ho, considerando-se 

a variância do resíduo constante.  
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ARCH Test: 

F-statistic 5.794255     Probability 0.003480 

Obs*R-squared 11.19910     Probability 0.003700 

     

Test Equation: 

Dependent Variable: RESID^2 

Method: Least Squares 

Date: 01/04/80   Time: 02:20 

Sample(adjusted): 4 250 

Included observations: 247 after adjusting endpoints 

Variable Coefficient Std. 

Error 

t-Statistic Prob.   

C 0.169990 0.03473

9 

4.893337 0.0000 

RESID^2(-1) 0.215659 0.06398

9 

3.370270 0.0009 

RESID^2(-2) -0.015425 0.06394

5 

-0.241219 0.8096 

R-squared 0.045340 Mean dependent var 0.212526 

Adjusted R-squared 0.037515 S.D. dependent var 0.483850 

S.E. of regression 0.474687 Akaike info criterion 1.359749 

Sum squared resid 54.97995 Schwarz criterion 1.402373 

Log likelihood -164.9290 F-statistic 5.794255 

Durbin-Watson stat 1.998757 Prob(F-statistic) 0.003480 

Tabela A.6 Teste de ARCH para avaliação da variância dos resíduos obtidos pelo ajuste 

do modelo AR(1) na previsão de vazão do dreno “D192”. 

 

A estatística de Durbin-Watson (DW) indica o grau de correlação serial 

existente nos resíduos, com valores entre 0 e 2 indicando correlação positiva e 

valores entre 2 e 4 correlação negativa. O ideal é que DW seja 2, isto é, não exista 

correlação. Neste estudo DW=1,998757, podendo-se portanto inferir que o 

modelo AR(1) capturou toda a estrutura da série temporal analisada. 

 

A.2.5. Previsão 
As estimativas para os conjuntos de validação e teste foram pontuais. Os 

resultados da previsão são mostrados no item 5.2.1 e na figura 5.2. 
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A.3. Previsão da Vazão para o dreno D-193 por Box & Jenkins. 

 
Dados: 

Fonte dos dados: Furnas Centrais Elétricas. 
Série:   Vazão nos drenos D-193 da barragem de Funil 
Período:  02/09/1985 à 16/05/1994 
Periodicidade: Semanal. 
Software utilizado E-views vs 4.0. 
Análise  Univariado 
Previsão  Um horizonte 

 

Conta-se com um total de 455 dados, estes foram obtidos através de prévio 

pré processamento de dados através de splines cúbica. Do conjunto as 200 

amostras iniciais foram utilizadas para gerar o modelo por Box & Jenkins. 

 

A.3.1. Identificação da série. 
a) Gráfico da série de vazão. 

Verifica-se pela figura A.9, que a série de interesse parece ser estacionária. 
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Figura A.9  Série de vazão para o conjunto de modelagem (200 primeiros valores da 

série histórica). 

Pelo gráfico da série de vazão, observamos antecipadamente que a mesma 

apresenta média e variância constantes no tempo. 
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b) Teste da Raiz Unitária (Condições de estacionariedade para um AR(2)) 

112 <+αα  

112 <−αα  

11 2 <<− α  

Hipótese nula 

Ho: Existe RU 

Se  |Tavaliado| >  |Ttabela|   então rejeita-se Ho 

Da tabela abaixo, |-3.274533| > |-2.8764| com 5% de significância. Logo não 

existe raiz unitária (RU) e a série é admitida estacionária. 
ADF Test Statistic -3.274533 1% Critical Value* -3.4653 

  5%   Critical Value -2.8764 

  10% Critical Value -2.5746 

*MacKinnon critical values for rejection of hypothesis of a unit root. 

Tabela A.7 Teste de Dickey–Fuller Ampliado (ADF test) para a série de vazão do dreno 

‘’D193” (E-views 4.0). 

 

A.3.2. Análise do Correlograma (Identificação do modelo) 
Para identificar o modelo analisamos as funções de autocorrelação simples 

(ACF) e de autocorrelação parcial (PACF). 

 

 
Figura A.10 Funções de autocorrelação simples e parcial da série de vazão do dreno  

“D193” (E-views 4.0). 
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Observando o comportamento da ACF na figura A.10, verifica-se que a 

autocorrelação decresce exponencialmente, indicando que a série é estacionária na 

média, conforme observado na figura A.9. O comportamento da PACF mostra um 

corte no ‘lag 2’, podendo-se inferir que se trata de um processo auto-regressivo de 

ordem p=1, isto é, AR(2). 

 

A.3.3. Modelo autoregressivo AR(2) 
 D193=0.221036+0.748134*D193(1)+0.196510*D193(-2) (A.3) 

 

onde, a variável D193, no instante t, é uma função linear da mesma variável 

atrasada em um período D193(-1) e atrasada em dois períodos D193(-2), onde 

10.1965100.74813421 <+=+αα  

 

A.3.4. Verificação do desempenho do modelo AR(2) 
a) Teste de significância dos parâmetros (t-student) 

Para um nível de confiança do 95%, a hipótese nula é: 

Ho: C(1) = 0 

Então, se Prob. < 0.05, rejeita-se Ho e o coeficiente C(1) da variável D193 

é significativo em 5%. 
Dependent Variable: D193 

Method: Least Squares 

Sample(adjusted): 4 455 

Included observations: 452 after adjusting endpoints 

D193=C(1)+C(2)*D193(-1)+C(3)*D193(-2) 

Variable Coefficient Std. Error t-Statistic Prob.   

C(1) 0.221036 0.066128 3.342555 0.0009 

C(2) 0.748134 0.046916 15.94640 0.0000 

C(3) 0.196510 0.046565 4.220169 0.0000 

R-squared 0.889365 Mean dependent var 4.090398 

Adjusted R-squared 0.888872 S.D. dependent var 0.893882 

S.E. of regression 0.297984 Akaike info criterion 0.423059 

Sum squared resid 39.86865 Schwarz criterion 0.450363 

Log likelihood -92.61144 Durbin-Watson stat 2.035736 

Tabela A.8 Teste de significância dos parâmetros para o modelo AR(2) na previsão da 

vazão para o dreno “D193”. 
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Os critérios de Akaike e Schwarz são úteis para comparações com outros 

modelos. 

b) Análise do resíduo 

Nesta fase, verifica-se se o resíduo é um ruído branco (RB). 

b.1) Análise dos resultados gráficos 

O gráfico da figura A.11 mostra a série experimental das vazões, a previsão 

pelo modelo de Box & Jenkins e a distribuição temporal dos resíduos. Nesta 

última, observa-se que alguns “picos” caem fora da faixa de significância 

estabelecida em 5% mas, em geral, o comportamento é satisfatório. 

-2

-1

0

1

2

2

3

4

5

6

7

50 100 150 200 250 300 350 400 450

Residual Actual Fitted
 

Figura A.11 Representação gráfica das séries de vazão, do modelo ajustado AR(2) e dos 

resíduos para o dreno “D193”. 

 

b.2) Análise do correlograma (quadrado dos resíduos) 

Mostra as funções de autocorrelação simples e parcial do quadrado dos 

resíduos (erros) da equação A.3 estimada. No caso, observa-se que não existe 

autocorrelação com 5% de significância. 
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Figura A.12 Correlograma do quadrado dos resíduos obtidos pelo modelo AR(2) na 

modelagem da vazão para o dreno “D193”. 

 

b.3) Análise da variância dos resíduos (teste de ARCH) 

Regra de decisão: 

Hipótese nula 

Ho:  variância é constante  (homocedasticidade) 

Se  ( Prob  < 0.05)  heterocesdasticidade, então rejeita-se a Ho 

Se  ( Prob  > 0.05)  homocedasticidade, então aceita-se a Ho 

No caso, como Prob(0.0909) > 0.05 então aceita-se a  Ho, considerando-se 

a variância do resíduo constante.  
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ARCH Test: 

F-statistic 34.46021     Probability 0.000000 
Obs*R-squared 60.11429     Probability 0.000000 

     

Test Equation: 

Dependent Variable: RESID^2 

Method: Least Squares 

Sample(adjusted): 6 455 

Included observations: 450 after adjusting endpoints 

Variable Coefficient Std. Error t-Statistic Prob.   

C 0.061329 0.011907 5.150801 0.0000 

RESID^2(-1) 0.395965 0.048414 8.178743 0.0000 

RESID^2(-2) -0.082018 0.048414 -1.694096 0.0909 

R-squared 0.133587 Mean dependent var 0.088170 

Adjusted R-squared 0.129711 S.D. dependent var 0.249095 

S.E. of regression 0.232379 Akaike info criterion -0.074249 

Sum squared resid 24.13803 Schwarz criterion -0.046854 

Log likelihood 19.70595 F-statistic 34.46021 

Durbin-Watson stat 1.942856 Prob(F-statistic) 0.000000 

Tabela A.9 Teste de ARCH para avaliação da variância dos resíduos obtidos pelo ajuste 

do modelo AR(2) na previsão de vazão do dreno “D193”. 

 

A estatística de Durbin-Watson (DW) indica o grau de correlação serial 

existente nos resíduos, com valores entre 0 e 2 indicando correlação positiva e 

valores entre 2 e 4 correlação negativa. O ideal é que DW seja 2, isto é, não exista 

correlação. Neste estudo DW=1,942856, podendo-se portanto inferir que o 

modelo AR(2) capturou toda a estrutura da série temporal analisada. 

 

A.3.5. Previsão 
As estimativas para os conjuntos de validação e teste foram pontuais. Os 

resultados da previsão são mostrados no item 5.2.1 e na figura 5.3. 
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APÊNDICE B 

Apresenta-se neste apêndice os gráficos relativos as redes neurais temporais 

consideradas para modelagem do comportamento no tempo com intervalo 

quinzenal e mensal para o dreno D-191. 

 

B.1. Intervalo de tempo quinzenal. 
Dos gráficos B.1 a B.4 pode-se concluir que o modelo neural para a RNT 

com janelamento, Elman e Jordan apresentaram desempenho equivalente ao do 

intervalo de tempo semanal. Enquanto que a RNT FIR apresentam o desempenho 

inferior, com erros maiores. 
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Figura B.1 Modelagem e previsão da vazão com intervalo de tempo quinzenal para o 

modelo de RNT com janelamento para o dreno “D191”. 
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Figura B.2 Modelagem e previsão da vazão com intervalo de tempo quinzenal para o 

modelo de RNT Elman para o dreno “D191”. 
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Figura B.3 Modelagem e previsão da vazão com intervalo de tempo quinzenal para o 

modelo de RNT FIR para o dreno “D191”. 
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Figura B.4 Modelagem e previsão da vazão com intervalo de tempo quinzenal para o 

modelo de RNT Jordan para o dreno “D191”. 

 

B.2. Intervalo de tempo mensal. 
Assim como nos resultados obtidos para o intervalo de tempo quinzenal, os 

gráficos B.5 a B.8 indicam que o modelo neural para a RNT com janelamento e 

Elman apresentaram desempenho equivalente ao do intervalo de tempo semanal. 

Enquanto que a RNT FIR apresenta o desempenho inferior. Já a RNT Jordan 

apresenta o desempenho superior, com erros menores. 
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Figura B.5 Modelagem e previsão da vazão com intervalo de tempo mensal para o 

modelo de RNT com janelamento para o dreno “D191”. 
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Figura B.6 Modelagem e previsão da vazão com intervalo de tempo mensal para o 

modelo de RNT Elman para o dreno “D191”. 
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Figura B.7 Modelagem e previsão da vazão com intervalo de tempo mensal para o 

modelo de RNT FIR para o dreno “D191”. 
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Figura B.8 Modelagem e previsão da vazão com intervalo de tempo mensal para o 

modelo de RNT Jordan para o dreno “D191”. 
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APÊNDICE C 

Apresenta-se neste apêndice, o estudo que considera que a instrumentação 

de determinado dreno parasse de funcionar, procurando-se estimar a provável 

evolução no tempo de suas leituras em função das variáveis causais nível d’água 

do reservatório, temperatura e vazões dos drenos não danificados. É importante 

ressaltar que nesta aplicação, as previsões efetuadas no tempo t são feitas com 

base em leituras de outras variáveis efetuadas também no tempo t e anteriores, ou 

seja, sem um horizonte de previsão. 

 

C.1. Previsão de vazão de drenos danificados. 
Para pesquisar as potencialidades das RNA em tratar este problema, foram 

testados seis modelos diferentes para cada dreno, com as entradas e saídas 

descritas nas tabelas C.1 a C.3. Os modelos neurais são função do nível d’água do 

reservatório, da temperatura e das vazões dos drenos não danificados. A saída da 

rede é o valor da vazão do dreno danificado analisado. 

Devido as amostras não estarem todas espaçadas com freqüência semanal, 

as datas das medições foram consideradas como entrada. As tabelas C.4 a C.6 

indicam o desempenho das redes. O melhor modelo em cada tabela é marcado em 

negrito. As figuras C.1 a C.3 comparam os valores reais com os obtidos pela RNA 

e com os obtidos pelas RNTs estudadas no capítulo 5. 

 

Modelos Entradas Saída 

I Tt, NA t, TMP t VZ1 t 

II Tt-1, NA t-1, TMP t-1, Tt, NA t, TMP t VZ1 t 

III Tt, NA t VZ1 t 

IV Tt-1, NA t-1, Tt, NA t VZ1 t 

V Tt, VZ2 t, VZ3t VZ1 t 

VI Tt-1, VZ2 t-1, VZ3t-1, Tt, VZ2 t, VZ3t VZ1 t 
Tabela C.1 Entradas e Saídas adotadas para o dreno “D191” danificado. 
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Modelos Entradas Saída 

I Tt, NA t, TMP t VZ2 t 

II Tt-1, NA t-1, TMP t-1, Tt, NA t, TMP t VZ2 t 

III Tt, NA t VZ2 t 

IV Tt-1, NA t-1, Tt, NA t VZ2 t 

V Tt, VZ1 t, VZ3t VZ2 t 

VI Tt-1, VZ1 t-1, VZ3t-1, Tt, VZ1 t, VZ3t VZ2 t 
Tabela C.2 Entradas e Saídas adotadas para o dreno “D192” danificado. 
 

Modelos Entradas Saída 

I Tt, NA t, TMP t VZ3 t 

II Tt-1, NA t-1, TMP t-1, Tt, NA t, TMP t VZ3 t 

III Tt, NA t VZ3 t 

IV Tt-1, NA t-1, Tt, NA t VZ3 t 

V Tt, VZ1 t, VZ2t VZ3 t 

VI Tt-1, VZ1 t-1, VZ2t-1, Tt, VZ1 t, VZ2t VZ3 t 
Tabela C.3 Entradas e Saídas adotadas para o dreno “D193” danificado. 
 

Analisando-se as métricas obtidas e os gráficos nota-se que: 

 no processo de aprendizagem os valores de vazão do dreno “D191” 

podem ser razoavelmente previstos a partir da série do nível do 

reservatório à montante. Enquanto que as previsões obtidas com o 

conjunto de teste, acompanham a mesma tendência da série de vazão, 

mas com erros maiores do que os obtidos no aprendizado; 

 os melhores modelos obtidos para previsão dos drenos danificados 

“D192” e “D193” utilizam como variáveis explicativas a data e as 

vazões dos drenos não danificados. Este fato se justifica pela correlação 

elevada encontrada entre as vazões dos drenos “D192” e “D193” (grau 

de correlação de 83%); 

 os menores valores de MAPE e U-Theil para o conjunto de teste foram 

obtidos para o dreno “D192”. O gráfico das previsões indica regiões que 

apresentam erros maiores para o conjunto de aprendizagem, como por 

exemplo no final da série no ano de 1994; 
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Aprendizado Validação Teste Modelos 

MAPE RMSE UTHEIL MAPE RMSE MAPE RMSE UTHEIL 

I 14.99 1.44 1.8304 6.53 0.44 18.39 1.35 2.6198 

II 14.23 1.42 1.8061 8.10 0.54 17.88 1.32 2.5592 

III 13.26 1.28 1.6246 5.82 0.37 15.24 1.14 2.2001 

IV 13.53 1.33 1.6906 4.23 0.31 16.46 1.22 2.3550 

V 18.93 2.32 2.9589 6.63 0.50 20.04 1.57 3.0415 

VI 21.32 2.56 3.2627 9.89 0.83 20.25 1.53 2.9568 
Tabela C.4 Desempenho da previsão da vazão a partir das outras séries para o dreno 
“D191”. 
 

Aprendizado Validação Teste Modelos 

MAPE RMSE UTHEIL MAPE RMSE MAPE RMSE UTHEIL 

I 9.93 0.84 2.0996 4.56 0.31 13.94 0.94 1.6340 

II 9.64 0.82 2.0558 4.60 0.31 13.80 0.92 1.5956 

III 9.55 0.82 2.0361 3.45 0.23 13.77 0.93 1.6134 

IV 9.84 084 2.1034 3.34 0.23 13.91 0.93 1.6091 

V 5.30 0.48 1.1858 1.61 0.11 9.33 0.66 1.1548 

VI 5.03 0.46 1.1537 2.19 0.14 8.20 0.57 0.9931 
Tabela C.5 Desempenho da previsão da vazão a partir das outras séries para o dreno 
“D192”. 
 

Aprendizado Validação Teste Modelos 

MAPE RMSE UTHEIL MAPE RMSE MAPE RMSE UTHEIL 

I 16.08 0.77 2.4525 9.86 0.37 18.75 0.63 2.1920 

II 15.91 0.76 2.4078 11.35 0.45 19.62 0.64 2.2366 

III 15.91 0.76 2.3931 10.50 0.39 18.77 0.62 2.1585 

IV 16.24 0.78 2.4913 9.25 0.35 18.84 0.62 2.1503 

V 9.89 0.52 1.6350 3.25 0.11 13.92 0.48 1.6695 

VI 9.47 0.50 1.5983 3.32 0.12 12.80 0.44 1.5415 
Tabela C.6 Desempenho da previsão da vazão a partir das outras séries para o dreno 
“D193”. 
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Figura C.1 Comparação da previsão do modelo III da tabela C.2 com as previsões 

obtidas pelas RNT´s para o dreno “D191”. 
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Figura C.2 Comparação da previsão do modelo III da tabela C.3 com as previsões 

obtidas pelas RNT´s para o dreno “D192”. 

 

 

DBD
PUC-Rio - Certificação Digital Nº 0016543/CA



 

 

183

 

 

APRENDIZADO

2

4

6

8

31/8/85 4/3/87 4/9/88 8/3/90 9/9/91 12/3/93 13/9/94 16/3/96

Tempo

V
az

ão
 (l

/m
in

)

REAL RNA RNT ELMAN RNT FIR RNT JORDAN RNT JANELAMENTO

ERROS

-80

-60

-40

-20

0

20

40

31/8/85 4/3/87 4/9/88 8/3/90 9/9/91 12/3/93 13/9/94 16/3/96

Tempo

Er
ro

 (%
)

RNA RNT ELMAN RNT FIR RNT JORDAN RNT JANELAMENTO

TESTE

0

2

4

6

17/9/97 5/4/98 22/10/98 10/5/99 26/11/99 13/6/00 30/12/00 18/7/01 3/2/02

Tempo

V
az

ão
 (l

/m
in

)

REAL RNA RNT ELMAN RNT FIR RNT JORDAN RNT JANELAMENTO

ERROS

-100
-80
-60
-40
-20

0
20
40

17/9/97 5/4/98 22/10/98 10/5/99 26/11/99 13/6/00 30/12/00 18/7/01 3/2/02

Tempo

Er
ro

 (%
)

RNA RNT ELMAN RNT FIR RNT JORDAN RNT JANELAMENTO

 
Figura C.3 Comparação da previsão do modelo III da tabela C.4 com as previsões 

obtidas pelas RNT´s para o dreno “D193”. 
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APÊNDICE D 

Apresenta-se neste apêndice, uma tentativa de obtenção dos dados faltantes 

das séries de vazão dos drenos “D191”, “D192” e “D193” utilizando a 

cokrigagem. Nesta tentativa considerou-se como variável primária a séries de 

vazão e como variável secundária o nível do reservatório à montante. O método 

da cokrigagem procura explorar as correlações cruzadas, utilizando nas 

estimativas da variável principal também as informações fornecidas pela variável  

secundária. Para a aplicação da cokrigagem, deseja-se que o nível do reservatório 

à montante seja linearmente correlacionado com a vazão do dreno. O valor do 

coeficiente de correlação é um bom indicador de quão bem sucedida será a 

tentativa de prever o valor de uma variável a partir da outra. Sendo assim, foram 

elaborados os diagramas de dispersão do nível do reservatório à montante x vazão 

do dreno “D191”, nível do reservatório à montante x vazão do dreno “D192” e 

nível do reservatório à montante x vazão do dreno “D193”, ilustrados na Figura 

D.1 a D.3. 
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Figura D.1 Diagrama de dispersão “D191” x nível do reservatório. 
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Figura D.2 Diagrama de dispersão “D192” x nível do reservatório. 
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Figura D.3 Diagrama de dispersão “D193” x nível do reservatório. 

 

Pode-se verificar alguma correlação entre as variáveis nível do reservatório 

à montante com os valores de vazão dos drenos. Sendo assim, tentou-se utilizar o 

método da cokrigagem para estimar os dados faltantes das séries de vazão. Para a 

tentativa de estimativa dos valores faltantes pelo método de cokrigagem utilizou-

se os programas Gslib 2.0 (1997) e VARIOWIN 2.2 (1996). Ao utilizar o método, 

constatou-se que um modelo linear de co-regionalização não podia ser gerado a 

partir da variável primária e secundária. 
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